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Глава 1

Увод

У данашње време скоро да се не може наћи област у коjу машинско учење
ниjе успело да продре и нађе неку примену. Кола коjа имаjу могућност ауто-
номне вожње или наочаре за виртуелну реалност, само су неки од примера коjи
приказуjу колико далеко jе развоj технологиjе одмакао и неоспориво приказуjу
распрострањеност машинског учења у различитим сферама. Сваки од модела
машинског учења заснива се на употреби података због чега jе, за добиjање
што бољих резултата, изразитo важно да подаци коjе поседуjемо буду тачни и
квалитетни, као и да их имамо у што већоj мери. Све ово довело jе до велике
потребе за прикупљањем и складиштењем истих, услед чега можемо наићи на
одређене препреке уколико, на пример, имамо ограничен мемориjски простор
за чување података.

Кластеровање jе техника груписања података коjа jе доста помогла у реша-
вању овог проблема. Задатак кластеровања jе подела података на групе тако
да инстанце jедног кластера буду што сличниjе међу собом, а што различитиjе
уколико се ради о инстанцама различитих група. На оваj начин, кластерова-
њем запажамо битне шаблоне у подацима што нам омогућава да чувамо мањи
броj података при том задржаваjући главне законитости коjе карактеришу саме
податке.

Захтевност у складиштењу података умножава се уколико се сусрећемо са
задацима коjи се односе на коришћење звука или слике. Уколико сваки пиксел
на слици посматрамо као jедан податак, употребом кластеровања можемо гру-
писати пикселе различитих боjа. Резултат кластеровања може се користити за
одбацивање сувишних информациjе. На пример, како се не би чували подаци
о боjи сваког пиксела, могуће jе све пикселе из jедног кластера представити
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истом боjом. Занемаривање непотребних података нам омогућава да значаjно
смањимо мемориjу потребну за чување слике, док и даље задржавамо основне
карактеристике оригинала.

Ово jе само jедна од употреби кластеровања, а у наставку рада упознаћемо
се и са другим ситуациjама када груписање података представља добар избор
за рад с подацима. Такође, у овом раду биће описан jедан од наjефикасниjих
начина за кластеровање података, а његово функционисање заснива се на упо-
треби мешавина вишедимензионих нормалних расподела.

Помињања мешавинa расподела датираjу од друге половине 19. века, међу-
тим први значаjни рад коjи jе укључивао мешавину нормалних расподела био
jе рад Карла Пирсона [8], коjи jе 1894. године ову расподелу искористио за опи-
сивање података о фамилиjама ракова. Његов рад обухватао jе мешавину две
нормалне расподеле са различитим средњим вредностима и дисперзиjама.

Тек шездесетих година 20. века посветила се пажња методу максималне ве-
родостоjности за оцењивање параметара мешавине и написани су радови коjи
су допринели развиjању овог приступа. Десетак година касниjе, 1977. године, у
раду [1] Артур Демпстер искористио jе метод максималне веродостиjности за
формализациjу ЕМ алгоритма коjи представља итеративни процес за одређи-
вање параметара мешавине нормалних расподела. Након поjаве овог алгоритма
интересовање за мешавине нормалних расподела нагло jе скочило, а са тим и
броj написаних радова везаних за ову тему.

Мешавине нормалних расподела почеле су се користити за кластеровање,
а с развоjем метода за одабир модела побољшале су се и методе за бирање
броjа кластера, што jе чинило оваj начин за груписање података све бољим и
софистицираниjим.

У овом раду почећемо од упознавања вишедимензионих нормалних распо-
дела, чиjа jе употреба jако важна у раду са подацима коjи су смештени у више
димензиjа. Концепт вишедимензионих нормалних расподела проширићемо на
употребу њихових мешавина коjе имаjу кључну улогу у подели података на
групе. Како бисмо што боље разумели ефикасност и примену мешавина нор-
малних расподела, обjаснићемо идеjу кластеровања података и одговорити на
питање зашто jе ово важан задатак у раду са стварним подацима. Осврнуће-
мо се и на алгоритам К средина са краjњим циљем упоређивања перфоманси
два алгоритма за кластеровање. Након тога, фокус ће бити на представљању
кластеровања коришћењем мешавина вишедимензионих нормалних расподела
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и илустрациjи рада овог начина кластеровања. Како jе важан задатак у кори-
шћењу мешавина оцењивање њихових параметара, биће уведен и описан ЕМ
алгоритам, како у случаjу мешавина, тако и у општем случаjу. Приказаћемо
способност мешавина да кластеруjу податке сложениjег облика, као и поређе-
ње са алгоритмом К средина. Поред наведених тема, биће речи и о методама
за бирање броj кластера у подацима, као што су правило лакта, Акаикеов и
Баjесов информациони критериjум.

Циљ рада jе да читаоцу пружи теориjско разумевање мешавина нормалних
расподела и скрене пажњу на њихову широку примену у машинском учењу
и анализи података. У складу са тим, на краjу рада биће приказани стварни
примери употребе поменутог начина кластеровања коjи ће читаоцу омогућити
да из другог угла сагледа моћ мешавина нормалних расподела.



Глава 2

Вишедимензиона нормална
расподела и њене особине

Приликом решавања задатака коjи се баве обрадом и анализом података или
моделовањем, нереално jе очекивати да подаци поседуjу само jедну вариjаблу.
У већини случаjева, приликом прикупљања података, у било коjе сврхе, битно
jе забележити што више информациjа како би се посматрана поjава што боље
описала, a у обзир узео већи броj различитих фактора коjи могу утицати на
њено понашање. На пример, уколико бисмо желили да предвидимо колика jе
цена стана, ниjе довољно да посматрамо само локациjу стана. Иако никада не
можемо прикупити све факторе у вези са овим проблемом, резултати предви-
ђања ће бити квалитетниjи уколико укључимо и информациjе о старости стана,
спрату на ком се налази, потреби за реновирањем... Из тог разлога jако jе битно
концепт jеднодимензионих података проширити на више димензиjа.

Вишедимензиона нормална расподела представља уопштење нормалне рас-
поделе у више димензиjа. Свака тачка ове расподеле jе задата као вектор у
посматраном n димензионом простору.

За случаjан вектор X = (X1, ...Xn)
T кажемо да има вишедимензиону нор-

малну расподелу са средњом вредношћу µ = (µ1, ..., µn)
T ∈ Rn и симетричном,

позитивно дефинитном ковариjационом матрицом Σ димензиjе n×n ако jе ње-
гова густина расподеле дата са:

f(x|µ,Σ) = 1

(2π)
n
2 |Σ| 12

exp(−1

2
(x− µ)TΣ−1(x− µ)), (2.1)

ознака |Σ| представља детерминанту матрице Σ, а израз (x−µ)TΣ−1(x−µ) зо-
вемо квадратном формом густине. Када желимо да назначимо да наша промен-

4



Глава 2. ВИШЕДИМЕНЗИОНА НОРМАЛНА РАСПОДЕЛА И ЊЕНЕ
ОСОБИНЕ 5
љива има вишедимензиону нормалну расподелу, користимо озанаку XN (µ,Σ).

Вишедимензиону нормалну расподелу чиjи jе вектор средњих вредности jед-
нак нула вектору, а ковариjациона матрица jединична, називамо стандардна
вишедимезиона нормална расподела.

Ковариjациона матрица и њене особине

Ковариjациона матрица Σ описуjе везу између компоненти расподеле, а ње-
ни елементи су задати формулом:

Σij = Cov(Xi, Xj) = E[(Xi − E[Xi])(Xj − E[Xj])], ∀i, j ∈ {1, ..., n}.

С обзиром да важе следећи услови:

• E(Xi) = µi ∀i ∈ {1, ..., n},

• Σk,k = E[(Xk − E[Xk])
2] = D(Xk), ∀k ∈ {1, ..., n},

• Σi,j = Cov(Xi, Xj) = Cov(Xj, Xi) = Σj,i, ∀i, j ∈ {1, ..., n} и i ̸= j,

можемо приметити да ковариjациона матрица има следећи облик:

Σ =


D(X1) Cov(X1, X2) . . . Cov(X1, Xn)

Cov(X1, X2) D(X2) . . . Cov(X2, Xn)
...

... . . .
...

Cov(X1, Xn) Cov(X2, Xn) . . . D(Xn)

 .

Дефинициjа 2.0.1. За матрицу A кажемо да jе симетрична уколико jе jед-
нака свом транспонату, односно A = AT .

Дефинициjа 2.0.2. Симетрична матрица A димензиjе n × n jе позитивно
семидефинитна уколико за сваки реалан вектор a димензиjе n× n важи да jе
aTAa ≥ 0.

Дефинициjа 2.0.3. Симетрична матрица A димензиjе n × n jе позитивно
дефинитна уколико за сваки реалан вектор a димензиjе n×n важи да jе aTAa >

0.

Теорема 2.0.1. Свака ковариjациона матрица Σ произвољног случаjног век-
тора X са очекивањем µ jе симетрична и позитивно дефинитна.
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Доказ. Симетричност следи из претходно истакнутих особина ковариjациjе
и може се уочити на приказу ковариjационе матрице. За посматрани вектор
X ковариjациона матрица jе дата са Σ = E[(X−µ)(X−µ)T ], па за произвољан
реални вектор a ∈ Rn важи:

aTΣa = aT [E(X − µ)(X − µ)T ]a

= E[aT (X − µ)(X − µ)Ta]

= E
(
((X − µ)Ta)T ((X − µ)Ta)

)
= E

(
((X − µ)Ta)2

)
≥ 0.

Из претходне теореме можемо закључити, да би ковариjациона матрица била
исправно задата мора бити симетрична и позитивно семидефинитна, међутим у
дефинициjи вишедимензионе нормалне расподеле примећуjемо да ковариjацио-
на матрица мора бити позитивно дефинитна. Оваj додатни услов проистиче из
захтева да, у случаjу вишедимензионих нормалних расподела, ковариjациона
матрица мора имати инверз.

Особине вишедимензионе нормалне расподеле

Теорема 2.0.2. Нека jе Z случаjан вектор са стандардном вишедимензионом
нормалном расподелом. Ако jе Σ инвертибилна матрица димензиjе n × n и µ

вектор димензиjе n×1 тада случаjан вектор X = µ+ΣZ има вишедимензиону
нормалну расподелу са параметрима µ и ΣΣT , односно, X ∼ fN (µ,ΣΣT ).

Доказ. Проверимо прво да ли ΣΣT може представљати ковариjациону ма-
трицу. Из jеднакости (ΣΣT )T = (ΣT )TΣT = ΣΣT , можемо закључити да ΣΣT

задовољава услов симетричности. Такође, за произвољан реалан вектор a ва-
жи:

aTΣΣTa = (ΣTa)T (ΣTa) > 0,

стога можемо тврдити да jе ΣΣT позитивно дефинитна матрица.
Посматрамо трансформациjу z = Σ−1(x−µ). Jакобиjева матрица ове транс-

формациjе дата jе са:

J =
∂z

∂x
= Σ−1.
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Коришћењем дате трансформациjе, Jакобиjана и чињенице да Z има стан-
дардну нормалну расподелу, густину за X рачунамо на следећи начин:

fX(x) = fZ(Σ
−1(x− µ))abs(|J |) = fZ(Σ

−1(x− µ))(abs|Σ|)−1

=
1

|abs(Σ)|
(2π)−

n
2 exp

(
−1

2
(Σ−1(x− µ))T (Σ−1(x− µ))

)
= (abs|Σ|)−

1
2 (abs|Σ|)−

1
2 (2π)−

n
2 exp

(
−1

2
(x− µ)T (Σ−1)TΣ−1(x− µ)

)
= (2π)−

n
2 (abs(|Σ||Σ|))−

1
2 exp

(
−1

2
(x− µ)T (ΣT )−1Σ−1(x− µ)

)
= (2π)−

n
2 (|Σ||ΣT |)−

1
2 exp

(
−1

2
(x− µ)T (ΣTΣ)−1(x− µ)

)
= (2π)−

n
2 |ΣΣT |−

1
2 exp

(
−1

2
(x− µ)T (ΣTΣ)−1(x− µ)

)
.

Шеста jеднакост користила jе чињеницу да jе детерминанта квадратне
матрице jеднака детерминанти њеног транспоната. Овим jе показано да X

има тражену густину, односно да важи X ∼ fN (µ,ΣΣT ).

Теорема 2.0.3. Нека jе X = (X1, ...Xn)
T случаjан вектор такав да XN (µ,Σ)

и A инвертибилна матрица димензиjе n × n, тада за Y = AX важи да
YN (Aµ,AΣAT ).

Доказ. Густину за Y ћемо одредити из густине f(x|µ,Σ) користећи смену
x = A−1y. Израчунаjмо прво апсолутну вредност детерминанте Jакобиjеве
матрице ове трансформациjе.

abs(|J |) = abs(|∂x
∂y

|) = abs(|A−1|) = 1

abs(|A|)
=√

1

|A|2
=

√
|Σ|

|A| · |Σ| · |AT |
=

|Σ|1/2

|AΣAT |1/2
.

Квадратна форма густине f(x|µ,Σ) након смене jе дата са:

(x− µ)TΣ−1(x− µ) =

(A−1y − µ)TΣ−1(A−1y − µ) =

(A−1y − A−1Aµ)TΣ−1(A−1y − A−1Aµ) =

(A−1(y − Aµ))TΣ−1(A−1(y − Aµ)) =

(y − Aµ)T (A−1)TΣ−1A−1(y − Aµ) =

(y − Aµ)T (AΣAT )−1(y − Aµ)
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Коришћењем претходно изведено, добиjамо да jе густина fy од Y дата са:

fy(y) = f(A−1y|µ,Σ)abs(|J |) =

(2π)−
n
2 |AΣAT |−

1
2 exp(−1

2
(y − Aµ)T (AΣAT )−1(y − Aµ)) = f(y|Aµ,AT ).

Наредна теорема биће наведена без доказа и користиће као испомоћ за до-
казивање преосталих теорама у вези са особинама вишедимензионе нормалне
расподеле.

Теорема 2.0.4. Нека jе R инвертибилна матрица коjу заjедно са њеним ин-
верзом, R−1, можемо поделити у 2× 2 блокове на следећи начин:

R =

(
A B

C D

)
, R−1 =

(
E F

G H

)
.

Ако су A,D и R инвертибилне матрице тада важи:

R−1 =

(
A−1 + A−1B(D − CA−1B)−1CA−1 −A−1B(D − CA−1B)−1

−(D − CA−1B)−1CA−1 D−1 +D−1C(A−BD−1C)−1BD−1

)
.

Нека jе X = (X1, ...Xn)
T и XN (µ,Σ). Посматраjмо случаjне величине X1, ..., Xk

и Xk+1, ..., Xn коjе формираjу случаjне векторе димензиjе k и m = n−k, редом:

X(1) =


X1

X2

...
Xk

 , X(2) =


Xk+1

Xk+2

...
Xn

 .

Означимо сада очекивања, E(X(1)) = µ(1), E(X(2)) = µ(2), и ковариjациjе са

E(X(1) − µ(1))(X(1) − µ(1))T = Σ11,

E(X(2) − µ(2))(X(2) − µ(2))T = Σ22,

E(X(1) − µ(1))(X(2) − µ(2))T = Σ12.

Можемо рећи да jе вектор X подељен и да важи следеће:

X =

(
X(1)

X(2)

)
, µ =

(
µ(1)

µ(2)

)
, Σ =

(
Σ11 Σ12

Σ21 Σ22

)
.
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Теорема 2.0.5. Маргинална расподела вектора X(1) димензиjе k jе вишедимен-
зиона нормална расподела са параметрима µ(1) и Σ11 , односно важи X

(1)
N (µ(1),Σ11).

Доказ. Густина расподеле за X и заjедничка густина за X(1) и X(2) jе дата
са:

f(x) = f(x1, x2) =
1

(2π)
n
2 |Σ| 12

exp

(
−1

2
(x− µ)TΣ−1(x− µ)

)
.

Означимо са Q(x1, x2) квадратну форму (x− µ)TΣ−1(x− µ), након чега гу-
стина расподеле за X гласи:

f(x) =
1

(2π)
n
2 |Σ| 12

exp[−1

2
Q(x1, x2)].

Означимо инверз ковариjационе матрице на следећи начин:

Σ−1 =

(
Σ11 Σ12

Σ21 Σ22

)−1

=

(
Σ11 Σ12

Σ21 Σ22

)
.

Користећи претходно наведену теорему 2.0.4, закључуjемо да важе следеће
везе:

Σ11 = Σ−1
11 + Σ−1

11 Σ12(Σ22 − Σ21Σ
−1
11 Σ12)

−1Σ21Σ
−1
11 ,

Σ12 = −Σ−1
11 Σ12(Σ22 − Σ21Σ

−1
11 Σ12)

−1,

Σ21 = −(Σ22 − Σ21Σ
−1
11 Σ12)

−1Σ21Σ
−1
11 ,

Σ22 = Σ−1
22 + Σ−1

22 Σ21(Σ11 − Σ12Σ
−1
22 Σ21)

−1Σ12Σ
−1
22 .

Како jе ковариjациона матрица симетрична, знамо да важи да jе Σ21 = ΣT
12,

Σ11 = ΣT
11 и Σ22 = ΣT

22. Користећи ове jеднакости и особине транспоната
матрице, може се доказати да jе Σ12 = (Σ21)T . На основу ове jеднакости,
претходне формуле ћемо записати на другачиjи начин.

Σ11 = Σ−1
11 + Σ−1

11 Σ12(Σ22 − ΣT
12Σ

−1
11 Σ12)

−1ΣT
12Σ

−1
11 ,

Σ12 = −Σ−1
11 Σ12(Σ22 − ΣT

12Σ
−1
11 Σ12)

−1 = (Σ21)T ,

Σ22 = Σ−1
22 + Σ−1

22 Σ
T
12(Σ11 − Σ12Σ

−1
22 Σ

T
12)

−1Σ12Σ
−1
22 .
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Забележимо сада квадратну форму Q на другачиjи начин.

Q(x1, x2) = (x− µ)TΣ−1(x− µ)

= [(x1 − µ1)
T , (x2 − µ2)

T ]

(
Σ11 Σ12

Σ21 Σ22

)(
x1 − µ1

x2 − µ2

)
=

= (x1 − µ1)
TΣ11(x1 − µ1) + 2(x1 − µ1)

TΣ12(x2 − µ2) + (x2 − µ2)
TΣ22(x2 − µ2)

= (x1 − µ1)
T [Σ−1

11 + Σ−1
11 Σ12(Σ22 − ΣT

12Σ
−1
11 Σ12)

−1ΣT
12Σ

−1
11 ](x1 − µ1)

− 2(x1 − µ1)
T [Σ−1

11 Σ12(Σ22 − ΣT
12Σ

−1
11 Σ12)

−1](x2 − µ2)

+ (x2 − µ2)
T [Σ−1

22 + Σ−1
22 Σ

T
12(Σ11 − Σ12Σ

−1
22 Σ

T
12)

−1Σ12Σ
−1
22 ](x2 − µ2)

= (x1 − µ1)
TΣ−1

11 (x1− µ1)

+ (x1 − µ1)
T [Σ−1

11 Σ12(Σ22 − ΣT
12Σ

−1
11 Σ12)

−1ΣT
12Σ

−1
11 ](x1 − µ1)

− 2(x1 − µ1)
T [Σ−1

11 Σ12(Σ22 − ΣT
12Σ

−1
11 Σ12)

−1](x2 − µ2)

+ (x2 − µ2)
T [Σ−1

22 + Σ−1
22 Σ

T
12(Σ11 − Σ12Σ

−1
22 Σ

T
12)

−1Σ12Σ
−1
22 ](x2 − µ2).

Да бисмо квадратну форму представили у другачиjем облику, искористи-
ћемо наредно тврђење.

За произвољне векторе u,v и симетричну матрицу А важи:

uTAu− 2uTAv + vTAv = uTAu− uTAv − uTAv + vTAv =

uTA(u− v)− (u− v)TAv = uTA(u− v)− vTA(u− v) =

(u− v)TA(u− v) = (v − u)TA(v − u).

Показану jеднакост применићемо на израз за квадратну форму.

Q(x1, x2) = (x1 − µ1)
TΣ−1

11 (x1 − µ1)

+ [(x2 − µ2)− ΣT
12Σ

−1
11 (x1 − µ1)]

T (Σ22 − ΣT
12Σ

−1
11 Σ12)

−1[(x2 − µ2)− ΣT
12Σ

−1
11 (x1 − µ1)].

Дефинишимо ознаке b, A, Q1(x1) и Q2(x2) на следећи начин:

b := µ2 + ΣT
12Σ

−1
11 (x1 − µ1),

A := Σ22 − ΣT
12Σ

−1
11 Σ12,

Q1(x1) := (x1 − µ1)
TΣ−1

11 (x1 − µ1),

Q2(x1, x2) = (x2 − b)TA−1(x2 − b).

Заменом нових ознака у израз за Q добиjамо да jе

Q(x1, x2) = Q1(x1) +Q2(x1, x2).
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Користећи формулу |M | = |A||D − CA−1B| коjа представља рачунање де-
терминанте блок матрице M чиjи су блокови A,B,C и D добиjамо да jе де-
терминанта матрице Σ дата са:

|Σ| = |Σ11||Σ22 − Σ21Σ
−1
11 Σ12| = |Σ11||Σ22 − ΣT

12Σ
−1
11 Σ12|.

Сада, узимаjући у обзир све претходно изведено, за заjедничку густину
расподеле вектора X(1) и X(2) можемо тврдити да важи:

f(x1, x2) =
1

(2π)
n
2 |Σ| 12

exp[−1

2
Q(x1, x2)]

=
1

(2π)
n
2 |Σ11|

1
2 |Σ22 − ΣT

12Σ
−1
11 Σ12|

1
2

exp[−1

2
(Q1(x1) +Q2(x1, x2))]

=
1

(2π)
k
2 |Σ11|

1
2

exp

(
−1

2
(x1 − µ1)

TΣ−1
11 (x1 − µ1)

)
1

(2π)
m
2 |A| 12

exp

(
−1

2
(x2 − b)TA−1(x2 − b)

)
= fN (x1, µ1,Σ11)fN (x2, b, A).

Маргинална расподела за X(1) jе:

f1(x1) =

∫ ∞

−∞
f(x1, x2)dx2 =

1

(2π)
k
2 |Σ11|

1
2

exp

(
−1

2
(x1 − µ1)

TΣ−1
11 (x1 − µ1)

)
.

Теорема 2.0.6. Условна расподела X(2)|X(1) jе вишедимензиона нормална са
параметрима µ = µ2 + ΣT

12Σ
−1
11 (x1 − µ1) и Σ = Σ22 − ΣT

12Σ
−1
11 Σ12.

Доказ. Користећи заjедничку расподелу за X(1) и X(2), маргиналну расподелу
вектора X(1) из доказа претходне теореме добиjамо да важи:

f2|1(x2|x1) =
f(x1, x2)

f(x1)
=

1

(2π)
m
2 |A| 12

exp

(
−1

2
(x2 − b)TA−1(x2 − b)

)
.

Како jе b := µ2+ΣT
12Σ

−1
11 (x1−µ1) и A := Σ22−ΣT

12Σ
−1
11 Σ12 то jе тврђење директно

показано и важи X(2)|X(1) ∼ fN (µ2 + ΣT
12Σ

−1
11 (x1 − µ1),Σ22 − ΣT

12Σ
−1
11 Σ12).

Теорема 2.0.7. Случаjни вектори X(1) и X(2) су независни ако важи Σ12 =

Σ21 = 0. Додатно, X(2)
N (µ(2),Σ22).

Доказ. Ова теорема представља специjалан случаj теореме 2.0.4 па ће се и
сам доказ ослањати на већ изведен доказ поменуте теореме.

Претпоставимо да важи Σ12 = Σ21 = 0, тада jе инверз ковариjационе
матрице дат са:

Σ−1 =

(
Σ11 0

0 Σ22

)
.
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Након нове претпоставке примећуjемо да важи:

b = µ2 + ΣT
12Σ

−1
11 (x1 − µ1) = µ2,

A = Σ22 − ΣT
12Σ

−1
11 Σ12 = Σ22,

|Σ−1| = |Σ11||Σ22|.

Заjедничка функциjа расподеле jе сада дефинисана као:

f(x1, x2) =
1

(2π)
n
2 |Σ| 12

exp

(
−1

2
Q(x1, x2)

)
=

1

(2π)
k
2 |Σ11|

1
2

exp

(
−1

2
Q1(x1)

)
1

(2π)
n−k
2 |Σ22|

1
2

exp

(
−1

2
Q2(x1, x2)

)
=

1

(2π)
k
2 |Σ11|

1
2

exp

(
−1

2
(x1 − µ1)

TΣ−1
11 (x1 − µ1)

)
·

1

(2π)
m
2 |Σ22|

1
2

exp

(
−1

2
(x2 − µ2)

TΣ−1
22 (x2 − µ2)

)
= fN (x1, µ1,Σ11)fN (x2, µ2,Σ22).

Сада можемо израчунати маргиналну густину за X(2).

f2(x2) =

∫
f(x1, x2)dx1 =

1

(2π)
m
2 |Σ22|

1
2

exp

(
−1

2
(x2 − µ2)

TΣ−1
22 (x2 − µ2)

)
.

Показали смо да важи да X(2) има вишедимензиону нормалну расподелу
с параметрима µ2 и Σ22. Како jе заjедничка густина производ маргиналних
густина, то важи да су X(1) и X(2) независни чиме jе доказ завршен.

Изглед вишедимензионе нормалне расподеле

У овом делу рада биће описан облик вишедимензионих нормалних распо-
дела у простору. Акценат ће бити на дводимензионим нормалним расподелама
приказаним у тродимензионом простору. Оваj приступ ће нам помоћи да боље
разумемо простирање нормалних расподела у више димензиjа.

Посматраjмо X = (X1, X2), чиjа jе расподела дводимензиона нормална. Фо-
кусираћемо се на налажења везе између параметара расподеле(µ1, σ11, µ2, σ22, σ12)
и њеног облика.

Кренућемо од чињенице да за тачке са jеднаком густином расподеле важи да
jе f(x1, x2) = k. Расписивањем ове jеднакости коришћењем формуле за густину
дводимензионе нормалне расподеле добиjамо следеће:
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f(x1, x2) = k,

1

2π
√

σ11σ22 − σ2
12

exp

(
−σ22(x1 − µ1)

2 + σ11(x2 − µ2)
2 − 2σ12(x1 − µ1)(x2 − µ2)

2(σ11σ22 − σ2
12)

)
= k,

exp

(
−σ22(x1 − µ1)

2 + σ11(x2 − µ2)
2 − 2σ12(x1 − µ1)(x2 − µ2)

2(σ11σ22 − σ2
12)

)
= 2kπ

√
σ11σ22 − σ2

12

− σ22(x1 − µ1)
2 + σ11(x2 − µ2)

2 − 2σ12(x1 − µ1)(x2 − µ2)

2(σ11σ22 − σ2
12)

= ln

(
2kπ

√
σ11σ22 − σ2

12

)
.

Можемо приметити да израз −2(σ11σ22−σ2
12) ln

(
2kπ

√
σ11σ22 − σ2

12

)
не зави-

си од x1 и x2. Имаjући у виду чињеницу да jе k позитиван броj коjи мора бити
мањи од максимума густине, коjи jе у овом случаjу 1

2kπ
√

σ11σ22−σ2
12

, претходни

израз можемо посматрати као константу c > 0. Односно,

c = −2(σ11σ22 − σ2
12) ln

(
2kπ

√
σ11σ22 − σ2

12

)
.

Тада добиjамо да све тачке с jеднаком густином задовољаваjу услов:

σ22(x1 − µ1)
2 + σ11(x2 − µ2)

2 − 2σ12(x1 − µ1)(x2 − µ2) = c.

Посматраjући различите случаjеве можемо сагледати зависности контуре гу-
стине и параметара расподеле.

Случаj када X1 и X2 нису корелисани

У овом случаjу знамо да важи σ12 = 0, па тачке са jеднаком густином задо-
вољаваjу следеће:

σ22(x1 − µ1)
2 + σ11(x2 − µ2)

2 = c,

(x1 − µ1)
2

c
σ22

+
(x2 − µ2)

2

c
σ11

= 1.

У случаjу да су σ11 и σ22 jеднаке, претходна jеднакост ће гласити:

(x1 − µ1)
2 + (x2 − µ2)

2 =
c

σ11

.

Можемо закључити да у овом случаjу тачке са jеднаком густином формираjу
кругове полипречника

√
c

σ11
и центром у (µ1, µ2).



Глава 2. ВИШЕДИМЕНЗИОНА НОРМАЛНА РАСПОДЕЛА И ЊЕНЕ
ОСОБИНЕ 14

За случаj када важи да jе σ11 > σ22 добиjамо елипсе са истим центром чиjа
се дужа оса поклапа са x осом. Ротациjом ове елипсе за 90 степени добиjамо
изглед контура када jе σ11 < σ22.

У наставку су приказане илустрациjе дводимензионих нормалних расподе-
ла у простору, као и изглед из птичиjе перспективе на основу ког се може
посматрати распршеност тачака око центра расподеле. Уколико ниjе другачиjе
наведено, центри су у тачки µ = (0, 0). Циљ приказа jе илустрациjа различитих
облика и изгледа дводимензионих нормалних расподела у простору коjи могу
варирати услед промене ковариjационих матрица.

На слици 2.1 приказана jе стандардна дводимензиона нормална расподела
са jединичном ковариjационом матрицом коjа представља пример расподела
где тачке са истом густином формираjу кругове око центра расподеле.

Слика 2.2 пример jе расподеле с параметрима σ11 = 2, σ22 = 8, σ12 = 0. Како
важи да jе σ22 > σ11 то се дужа оса елипсе поклапа са y осом.

Слика 2.1: Приказ стандардне дводимензионе нормалне расподеле

Случаj када су X1 и X2 корелисани

У овом делу посматраћемо две могућности.
Први подслучаj користи услове σ12 ̸= 0 и σ11 = σ22 услед чега се добиjа да

тачке са истом густином формираjу елипсе ротиране за 45 степени у односу
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Слика 2.2: Приказ дводимензионих расподела код коjих компоненте нису коре-
лисане

на x осу. Уколико важи да jе σ12 > 0, велика оса елипсе поклапаће се с пра-
вом y = x, а у супротном с правом y = −x. Случаj када jе σ12 < 0 може се
уочити на слици 2.3, где jе приказана вишедимензиона нормална расподела са
параметрима σ11 = 2, σ22 = 2, σ12 = −1.

Други подслучаj претпоставља да важи σ12 ̸= 0 и σ11 ̸= σ22. Контуре норал-
них расподеле чиjи параметри матрице ковариjациjе задовољаваjу ове услове
имаjу облик елипсе коjа може заклапати произвољан угао са x осом. Примери
везани за расподеле из ове групе могу се видети на сликама 2.4 и 2.5, где прва
расподела има параметре σ11 = 1, σ22 = 7, σ12 = 2, а друга σ11 = 9, σ22 = 3, σ12 =

−0.4, µ1 = 2, µ2 = 3. Као што се да приметити, тачке могу бити сконцетрисане
у облику произвољне елипсе, где угао коjи велика оса елипсе заклапа с x осом,
њен положаj и облик зависе од параметара расподеле. Подсећања ради, свака
од до сада приказаних нормалних расподела може имати центар у произвољноj
тачки, као што jе приказано на слици 2.5 где расподела има вектор средњих
вредности µ = (2, 3).
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Слика 2.3: Приказ дводимензионих расподела код коjих су компоненте корели-
сане и важи да су дисперзиjе компоненти jеднаке

Слика 2.4: Приказ дводимензионих расподела код коjих су компоненте пози-
тивно корелисане и дисперзиjе компоненти различите
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Слика 2.5: Приказ дводимензионих расподела код коjих су компоненте негатив-
но корелисане и дисперзиjе компоненти различите

У вишим димензиjама вишедимензионе нормалне расподеле формираjу елип-
соиде у n димензионом простору чиjи величина и облик зависе од сопствених
вредности и вектора ковариjационе матрице.



Глава 3

Мешавина нормалних расподела

Иако због своjих корисних своjстава нормална расподела представља jедну
од наjкоришћениjих, приликом моделирања реалних података она може имати
одређена ограничења. Неретко се у пракси дешава да наши подаци имаjу више
мода због чега се поjавила потреба за увођењем мешавине нормалних расподе-
ла. Као што jоj и само име каже, мешавина нормалних рапсодела представља
комбинациjу више Гаусових расподела и користи се за описивање података ко-
jи имаjу сложениjу структуру. Претпоставимо да нам jе дата тежина за сваку
особу из узорка без тога да знамо да ли jе у питању мушкарац или жена. С
обзиром на то да мушкарци и жене имаjу различите просечне тежине очекуjе-
мо да бисмо приликом посматрања густине наших података уочили мешавину
две нормалне расподеле и из тог разлога би придруживање обичне нормалне
расподеле било погрешно. Оваj пример илуструjе значаj увођења мешавине нор-
малних расподела приликом рада са подацима коjи у себи садрже различите
подгрупе. Препознавање подгрупа и образаца у нашим подацима нам омогу-
ћава боље разумевање података, а самим тим и могућност за прилагођавање
одређеном проблему коjи решавамо и постизање бољих резултата.

Густина мешавине K нормалних расподела дефинише се изразом:

fm(x|µ,Σ, π) =
K∑
k=1

πkfN (x;µk,Σk),

где fN (x;µk,Σk) представља густину сваке од нормалних расподела коjа уче-
ствуjе у мешавини, а πk вероватноћу да произвољна опсервациjа из мешавине
долази из k−те расподеле. Вредност πk често називамо тежином, односно уде-
лом коjи свака од поjединачних нормалних расподела има у мешавини. Дакле,

18
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свака мешавина нормалних расподела jединствено jе одређена вектором µ коjи
представља вектор средњих вредости, вектором ковариjационих матрица Σ и
вектором π коjи садржи вредности πk за сваку од расподела. Такође, обратимо
пажњу да приликом коришћења вероватноћа πk мора да важи:

K∑
k=1

πk = 1.

У наредном примеру приказаћемо изглед узорка из мешавине две jедноди-
мензионе нормалне расподела.

Пример 3.0.1. Посматраjмо две jеднодимензионе нормалне расподеле са сред-
њим вредностима 5 и 10 и стандардним девиjациjама 4 и 2, односно расподеле
fN (5, 16) и fN (10, 4). Генерисаћемо узорак X коjи се састоjи од 5000 тачака из
мешавине са jеднаким уделима две поменуте расподеле. Густина наше меша-
вине дефинисана jе следећим изразом:

fm(x|µ,Σ, π) =
1

2
fN (5, 16) +

1

2
fN (10, 4).

Слика 3.1 илуструjе изглед генерисаних података, криве густина поjеди-
начних нормалних расподела, као и густину саме мешавине. Као што мошемо
приметити у овом примеру, иако jе узорак генерисан из мешавине две нор-
малне расподеле, две подгрупе у подацима нису одмах уочљиве тако да треба
имати на уму да подгрупе не мораjу бити увек очигледне.

Слика 3.1: Приказ густина расподела

Промена броjа нормалних расподела и њихових учесталости у мешавини
нам омогућава описивање података различите сложености. Мењањем тежина
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можемо да утичемо на значаj одређене подгрупе у подацима и самим тим да
истакнемо жељене обрасце у истим.

У наредном примеру генерисаћемо сложениjу структуру података и прика-
зати мешавину три jеднодимензионе нормалне расподеле.

Пример 3.0.2. Посматраjмо узорак од 5000 тачака генерисан из мешавине
три нормалне расподеле, fN (5, 1), fN (10, 9) и fN (20, 4). У овом примеру компо-
ненте унутар мешавине нису jеднако расподељене и вектор π задат jе тако
да важи π = (0.3, 0.5, 0.2). На слици 3.2 запажамо густину мешавине, као
и густине њене три компоненте. За разлику од претходног примера, jасно
jе уочљиво постоjање три моде, односно све три нормалне расподеле су лако
видљиве.

Слика 3.2: Приказ густина расподела

У практичним проблемима учесталиjе долази до рада са вишедимензионим
подацима због чега се много чешће jављаjу мешавине вишедимензионих нор-
малних расподела. Иако jе у претходним примерима приказан рад са jедноди-
мензионим, исти концепт се примењуjе и на вишедимензионе нормалне распо-
деле.

На сликама 3.3 и 3.4 налазе се илустрациjе мешавина две и три дводимензи-
оне нормалне расподеле. Приказ лево представља изглед расподела у простору,
док десно можемо посматрати контуре расподела у две димензиjе. На слици
3.3 расподеле имаjу jеднак удео, па су обе лако уочљиве, док нам илустрациjа
испод приказуjе како у простору изгледа мешавина чиjе се подгрупе преплићу.
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Слика 3.3: Приказ густине мешавине 2 дводимензионе нормалне расподеле са
jеднаким уделима у расподели.

Слика 3.4: Приказ густине мешавине 3 дводимензионе нормалне расподеле са
уделима π = {0.2, 0.5, 0.3}.
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Мешавине нормалних расподела наилазе на примену у разним областима.
Уколико у нашим подацима уочавамо одређене групе, односно кластере, коjе
можемо описати различитим нормалним расподалама тада можемо претпоста-
вити да подаци имаjу мешавину нормалних расподела. Ова претпоставка нам
омогућава коришћење мешавине нормалних расподела за кластеровање пода-
така, о чему ће бити више речи у наредном поглављу.



Глава 4

Кластеровање коришћењем
мешавине нормалих расподела

4.1 Ненадгледано учење

За разлику од надгледаног учења где поседуjемо краjње резултате коjе же-
лимо да наш модел научи, код ненадгледаног учења ово ниjе случаj. Ненад-
гледано учење jе вид машинског учења коjи има за циљ препознавање веза
међу подацима, без присуства циљне променљиве. Коришћењем алгоритама
ненадгледаног учења, можемо стећи увид у структуру података, као и у обра-
сце и законитости коjи владаjу међу њима. Ова сазнања нам могу омогућити
боље упознавање с подацима, као и корисне информациjе за даљу анализу и
процесе доношења одлука. Постоjе различити алгоритми коjи се засниваjу на
ненадгледаном учењу, а наjчешћи су алгоритми кластеровања и алгоритми за
смањивање димензиjе података. Због недостатка циљне променљиве алгоритми
ненадгледаног учења имаjу ограничење у стварима коjе могу да науче и из тог
разлога се често користе за претпроцесирање података, након чега се примењуjу
алгоритми надгледаног учења.

4.2 Кластеровање

Кластеровање jе метода ненадгледаног учења и представља поделу подата-
ка у групе тако да су припадници jедне групе сличниjи (по неком критериjуму)
међу собом него што су слични са члановима других група. Критериjум по ком
вршимо кластеровање ниjе jеднозначно одређен и зависи од нашег задатка. Та-
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кође, броj кластера на коjи желимо да поделимо податке може варирати, ком-
пликуjући додатно решавање овог проблема. Кластеровање има широку при-
мену у обради података и њиховоj анализи почевши од помоћи у организовању
и разумевању узорка до могућности смањивања потребне количине података
за извршавање неког задатка. Само неки од практичних проблема у коjима
се кластеровање показало као добро решење су: препознавање различитих вр-
ста ткива на медицинским снимцима, уочавање сумњивог понашања корисника
кредитних картица коjе може указивати на одређени вид превара, као и групи-
сање муштериjа коjе послодавцима омогућава прављење другачиjих пословних
планова и маркетинга за различите групе. Такође, у случаjу када jе потреб-
но радити са великим базама, а постоjе ограничени ресурси за складиштење
података, кластеровање се показало као веома корисно решење, jер омогућава
чување само репрезентативних чланова кластера. Вршења различитих врста
истраживања на великом узорку такође се могу испоставити скупа због чега
jе корисно истраживања вршити само на одређеном броjу представника сваког
кластера уместо на целом скупу. Кластеровање jе често корисно чак и када нам
подела података ниjе главни задатак, jер може представљати помоћ у претпро-
цесирању података. У случаjевима где се сусрећемо са неизбалансираним гру-
пама унутар скупа за тренирање претпроцесирање приликом ког би се подаци
груписали позитивно би утицало на смањење преприлагођавања и боље пер-
формансе модела jер би се моделу обезбедиле разноврсне инстанце на коjима
ће бити трениран. Такође, у подацима могу постоjати и одређене законитости
и групе коjе човек ниjе у стању да уочи, тако да би у овом случаjу класте-
ровање помогло и за боље разумевање података и налажење нових начина за
приступање решавању проблема обраде података.

Постоjе различити алгоритми за кластеровање и од самог проблема зависи
коjи од алгоритама ће се наjбоље показати. Ипак, у овом раду ћемо, у кон-
тексту кластеровања, приказати рад мешавина вишедимензионих нормалних
расподела, коjе представљаjу уопштење алгоритма К средина.

4.3 Aлгоритам К средина

Због своjе jедноставности, алгоритам К средина jе широко распрострањен
у кластеризационим проблемима. За потребе разумевања рада алгоритма, не-
опходно jе увести поjам центроиде кластера. Сваки кластер k има jедну цен-
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троиду, µk, коjа се, у случаjу овог алгоритма, добиjа упросечавањем елемената
посматраног кластера. Користећи растоjања тачака од центроида, алгоритам
К средина групише податке у К кластера.

Претпоставимо да имамо скуп података X = (x1, ..., xN) коjи желимо да
поделимо на K кластера. Броj K jе унапред одређен, а начини за одређивање
броjа кластера биће описани у наставку рада. Нека jе тачки xn, ∀n ∈ {1, ..., N},
придружен вектор rn = {rn1, ..., rnK} тако да jе ∀k ∈ {1, ..., K} и ∀n ∈ {1, ..., N}
rnk ∈ {0, 1} дефинисан као бинарни индикатор коjи нам указуjе на то ком
кластеру тачка xn припада, односно, уколико xn припада кластеру k важи rnk =

1 и rnj = 0 за j ̸= k. Пошто свака тачка припада тачно jедном кластеру ∀n ∈
{1, ..., N} важи:

K∑
k=1

rnk = 1.

Алгоритам К средина има за циљ распоређивање центроида тако да растоjање
између сваке тачке и центроиде њоj додељеног кластера буде минимално. По-
ставља се питање на коjи начин одредити центре кластера тако да се задовољи
оваj услов и осигура да свака тачка буде у непосредноj близини одговараjућег
центра. Математички гледано оваj проблем се може записати на следећи начин.
Посматраjмо функциjу

N∑
n=1

K∑
k=1

rnk||xn − µk||22.

Дефинисана функциjа представња збир квадрата Еуклидског растоjања сваке
тачке од центра њоj додељеног кластера. Растоjања између тачака и центроида
ће бити наjмања за rnk и µk за коjе важи да jе дата функциjа минимална.
Минимизациjа ове функциjе постиже се итеративно.

За почетак се врши инициjализациjа центроида тако што се произвољно
изабере K тачака из узорка. Након тога, кораци (1) i (2) се понављаjу све
док не дође до конвергенциjе, односно до тренутка кад jе промена вредности
центроида занемарљиво мала, или док не дође до максималног броjа итерациjа
у алгоритму.

(1) У овом кораку, свакоj тачки додељуjемо наjближи кластер тако што
вршимо израчунавање удаљености тачака од сваке центроиде, односно кластер
чиjа центроида има наjмању удаљеност од посматране тачке сматра се њеним
кластером. У општем случаjу, коjи ће бити приказан, за одређивање дистанце
користи се Еуклидско растоjање, међутим, у зависности од ситуациjе и типа



Глава 4. КЛАСТЕРОВАЊЕ КОРИШЋЕЊЕМ МЕШАВИНЕ
НОРМАЛИХ РАСПОДЕЛА 26
задатка могуће jе користити и друге метрике за рачунање растоjања. Формално
написано, за посматрано µ и за свако n рачунамо rn по формули:

rnk =

1, ако k = argminj=1,...,K ||xn − µj||22
0, иначе

(2) С обзиром да сада свака инстанца има додељен кластер, у овом кораку
врши се поновно израчунавање центроида упросечавањем вредности у сваком
од кластера. Односно, за фиксирано rnk,

µk =

∑N
n=1 rnkxn∑N
n=1 rnk

,∀k ∈ {1, ..., K}.

Jасно jе да именилац представља броj инстанци у посматраном кластеру k, а
броjилац збир свих вредности коjе припадаjу том кластеру.

Пример 4.3.1. Генеришимо скуп података X коjи ће, ради jедноставности
приказа, садржати два кластера. Дати скуп илустрован jе на слици 4.1. На

Слика 4.1: Приказ рада алгоритма К средина

слици 4.2 можемо сагледати сам рад алгоритма К средина. За почетак про-
извољно се бираjу две тачке скупа коjе ће представљати почетне центроиде
кластера. Оне су на првоj слици означене црвеном боjом. Након тога, као што
алгоритам налаже, свака тачка добиjа своj кластер у односу на удаљеност од
датих центроида. Тачке jедног кластера приказане су љубичастом боjом, док
jе други кластер обележен жутом боjом. На трећоj сличици означени су нови
центри кластера, добиjени на основу просечних вредности тачака из посма-
траних кластера. Наставак илуструjе смењивање претходно наведених корака
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док се не дође до конвергенциjе и финална два кластера коjа се могу видети на
последњоj сличици.

Слика 4.2: Приказ рада алгоритма К средина

Поред своjе jедноставности и применљивости оваj алгоритам поседуjе и
одређене мане. То су:

• Због минимизациjе Еуклидског растоjања алгоритам претпоставља да су
кластери сферног облика што ниjе увек погодно у раду са реалним пода-
цима.

• Немамо никакву информациjу о томе колико jе алгоритам сигуран да
одређена тачка припада датом кластеру.

• Коришћење квадрата растоjања доводи до превеликог утицаjа удаљениjих
тачака на центроиде што чини оваj алгоритам осетљивим при раду са
одудараjућим подацима.
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• Како се полазне центроиде бираjу насумично, перформансе алгоритма
могу зависити од почетног одабира. Из тог разлога се често алгоритам
покреће више пута како би се изабрале различите почетне тачке и добили
што бољи резултати.

4.4 Примена мешавине нормалних расподела у

кластеровању

Мотивациjа за кластеровање коjе употребљава мешавине вишедимензионих
нормалних расподела настала jе из потребе да кластери не буду искључиво
сферног облика, већ да, уколико се поjави потреба, могу представљати и елип-
соиде у простору. Такође, корисно jе да за сваку инстанцу постоjи вероватноћа
припадања сваком од кластера. На оваj начин за сваку тачку знамо колико jе
наше кластеровање прецизно и имамо могућност да уочимо инстанце коjе се
налазе на границама кластера.

Пре него што се упустимо у теориjску страну овог алгоритма, описаћемо
идеjу принципа његовог рада. Како се ради о проблему кластеровања следи да
поседуjемо скуп података коjи желимо да поделимо на одређене групе. Идеjа
алгоритма jе да оценимо параметре вишедимензионе нормалне расподеле тако
да она што боље одговара нашим подацима. Колико кластера желимо да има-
мо, толико нормалних расподела учествуjе у мешавини. На основу тога, свака
од компоненти мешавине представља по jедну групу, а све тачке са наjвећом
вероватноћом припадања одређеноj нормалноj расподели биће сврстане у исти
кластер.

Посматраjмо узорак (X1, ...,XN ) коjи желимо да поделимо на K кластера.
Циљ jе наћи мешавину K вишедимензионих нормалних расподела коjа ће наjбо-
ље описивати посматране податке. Потребно jе да свакоj тачки Xi из података
доделимо вредност Zi ∈ {1, ..., K}, ∀i ∈ 1, ..., N коjа представља показатељ коjоj
нормалноj расподели из мешавине Xi припада. Вектор ових вредности озна-
чимо са Z на следећи начин: Z = (Z1, ..., ZN). Пошто приликом посматрања
података вредности променљиве Z не можемо уочити, ову променљиву зове-
мо латентна или скривена променљива. С обзиром да тежина πk представља
вероватноћу да произвољно одабрана опсервациjа из мешавине припада k−тоj
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компоненти, примећуjемо да важи:

P (Zi = k) = πk.

Како смо, ради тражења наjбољих параметра, претпоставили да узорак X =

(X1, ...,XN ) долази из мешавине K вишедимензионих нормалних расподела,
следи да Xi|Zi = k има одговараjућу вишедимензиону нормалну расподелу,
односно, Xi|Zi = k ∼ fN (µk,Σk). Другим речима, густина за Xi jе дата са:

fXi
(x) =

K∑
k=1

πkfN (x;µk,Σk).

Посматраjмо сада вероватноћу P (Zi = k|Xi = xi) и означимо jе са γZi
(k).

Користећи Баjесову формулу добиjамо следећу jеднакост:

γZi
(k) = P (Zi = k|Xi = xi) =

P (Zi = k)fXi|Zi=k(xi)

fXi
(xi)

=
πkfN (xi;µk,Σk)∑K
j=1 πjfN (xi;µj,Σj)

.

Као што jе већ поменуто, главни циљ приликом коришћења оваквог начина
кластеровања jе оценити параметаре µ,Σ и π како бисмо свакоj опсервациjи
придодали кластер за коjи има наjвећу вероватноћу да се у њему налази. Да
бисмо оценили параметре користимо метод максималне веродостоjности за коjи
нам jе потребно да израчунамо функциjу веродостоjности L(µ,Σ,π). Пошто се
ради о независним и jеднако расподељеним опсервациjама, важи:

L(µ,Σ, π) = fm(x1, ...,xn|µ,Σ, π) =
N∏
i=1

fm(xi|µ,Σ, π) =
N∏
i=1

K∑
k=1

πkfN (xi|µk,Σk).

Применом логаритамске функциjе на фукциjу веродостоjности добиjамо:

l(µ,Σ, π) = ln(L(µ,Σ, π)) =
N∑
i=1

ln

[
K∑
k=1

πkfN (xi|µk,Σk)

]
.

Компликациjе са налажењем максимума ове функциjе настаjу из разлога
што логаритам више не упрошћава густину нормалне расподеле, као што jе
то случаj када имамо jедну нормалну расподелу. Ипак, покушаћемо да мак-
симизуjемо ову функциjу помоћу класичног начина изjедначавања извода по
непознатим параметрима са нулом.



Глава 4. КЛАСТЕРОВАЊЕ КОРИШЋЕЊЕМ МЕШАВИНЕ
НОРМАЛИХ РАСПОДЕЛА 30

Након рачунања извода логаритма функциjе веродостоjности по µk и њего-
вог изjедначавања са нулом, добиjамо:

0 = −
N∑
i=1

πkfN (xi;µk,Σk)∑K
j=1 πjfN (xi;µj,Σj)

Σk(xi − µk) = −
N∑
i=1

γZi
(k)Σk(xi − µk).

С обзиром да Σk и µk не зависе од i можемо записати следеће:

0 = −Σk

N∑
i=1

γZi
(k)(xi − µk),

/
· Σ−1

k

0 = −
N∑
i=1

γZi
(k)(xi − µk),

0 = −
N∑
i=1

γZi
(k)xi + µk

N∑
i=1

γZi
(k).

Множење прве jеднакости са Σ−1
k могуће jе из разлога што jе Σk инверти-

билна матрица, стога њен инверз сигурно постоjи.
Даље важи,

µk =

∑N
i=1 γZi

(k)xi∑N
i=1 γZi

(k)
=

N∑
i=1

γZi
(k)∑N

i=1 γZi
(k)

xi.

Приметимо да изведена средња вредности кластера k има смисла jер предста-
вља тежински просек свих инстанци, где у изградњи тежина учествуjе удео
припадања инстанце посматраном кластеру.

Уколико уведемо ознаку Nk =
∑N

i=1 γZi
(k), претходну изведену jеднакост

можемо записати као:

µk =
1

Nk

N∑
i=1

γZi
(k)xi.

Понављањем истог поступка за извод по Σk добиjа се формула за рачунање
ове вредности.

Σk =
1

Nk

N∑
i=1

γZi
(k)(xi − µk)(xi − µk)

T .

Приликом тражења извода по πk морамо узети у обзир и услов
∑K

k=1 πk = 1.

Из тог разлога, потребно jе користити Лагранжове множиоце и наћи максимум
израза:

ln(L(µ,Σ, π)) + λ

(
K∑
k=1

πk − 1

)
.
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Максимална вредност посматране функциjе следи из рачуна:

0 =
N∑
i=1

fN (xi|µk,Σk)∑K
j=1 πjfN (xi|µj,Σj)

+ λ =

N∑
i=1

πkfN (xi|µk,Σk)∑K
j=1 πjfN (xi|µj,Σj)

+ πkλ =

N∑
i=1

γZi
(k) + πkλ = Nk + πkλ.

Када претходну jеднакости просумирамо по k добиjамо да важи:

0 =
K∑
k=1

Nk + λ
K∑
k=1

πk =
K∑
k=1

Nk + λ,

λ = −
K∑
k=1

Nk = −
K∑
k=1

N∑
i=1

γZi
(k) = −

N∑
i=1

K∑
k=1

P (Zi = k|Xi = xi).︸ ︷︷ ︸
1

Jасно jе да важи да jе λ = −N, а како смо показали да jе 0 = Nk + πkλ

закључуjемо да следи:

πk =
Nk

N
.

Може се приметити да након извођења ових формула нисмо дошли до ек-
сплицитних вредности параметара, jер µk,Σk и πk сви зависе од γZi

(k), док
γZi

(k) зависи од µk,Σk и πk. За решавање овог проблема употребљава се ЕМ
алгоритам коjи се често користи за налажење максимума функциjе веродостоj-
ности у случаjу када имамо латентне променљиве.

ЕМ алгоритам у кластеровању помоћу мешавине

нормалних расподела

ЕМ алгоритам jе итеративни метод коjи се састоjи од четири корака и упо-
требљава се за максимизациjу функциjе веродостоjности.

Обjаснићемо ЕМ алгоритам на конкретном примеру мешавине нормалних
расподела. Први корак представља инициjализациjу непознатих параметара ме-
шавина, односно, вектора средњих вредности, ковариjационих матрица и тежи-
на. Након тога, почињемо са другим кораком коjи зовемо Е корак. Приликом Е
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корака тренутне вредности за µk,Σk и πk користимо за рачунање нове вредности
за γ(Zik) коjу добиjамо преко већ изведене формуле:

γZi
(k) =

πkfN (xi;µk,Σk)∑K
j=1 πjfN (xi;µj,Σj)

.

Трећи корак, односно М корак, користи последњу добиjену вредност γZi
(k) за

поновно изражавање µk,Σk и πk преко формула:

µk =
1

Nk

N∑
i=1

γZi
(k)xi,

Σk =
1

Nk

N∑
i=1

γZi
(k)(xi − µk)(xi − µk)

T ,

πk =
Nk

N
.

Краjњи корак односи се на проверу да ли алгоритам треба прекинути или
наставити са побољшањем оцена. Постоjи више начина услед коjих алгоритам
престаjе са радом. Првенствено, врши се провера да ли долази до конвергенци-
jе параметара или функциjе веродостоjности ка некоj вредности. Уколико jе то
случаj, алгоритам се прекида и за оцене наших параметара узимамо њихове по-
следње вредности. Такође, могуће jе поставити и фиксан броj итерациjа коjи ће
служити за обустављање алгоритма уколико конвергенциjа не буде постигнута
пре тога. У случаjевима када ниjедан од критериjума за прекидање алгорит-
ма ниjе задовољен, поново се извршаваjу сви кораци алгоритма почевши од Е
корака.

На слици 4.3 приказана jе илустрациjа ЕМ алгоритма са двадесет итерациjа
у случаjу када податке треба да групишемо у два кластера. На слици (a) ини-
циjализовани су параметри кластера, а почетни кластери представљрни су на
слици као два круга различите боjе. Након тога, за све тачке се рачунаjу веро-
ватноће припадања сваком од кластера и приписуjе им се онаj кластер за коjи
jе вероватноћа припадања била већа. Оваj корак приказан jе боjењем тачака
у складу са одабраним кластером. Сада се за сваки од кластера поново рачу-
наjу параметри што доводи до приметне промене облика и положаjа кластера.
Понављањем Е и М корака кроз 20 итерациjа jасно примећуjемо како подаци
видно постаjу груписани.

Треба обратити пажњу да нас ЕМ алгоритам доводи до локалног максимума
функциjе веродостоjности коjи се може разликовати од глобалног. Ова особи-
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Слика 4.3: Илустрациjа ЕМ алгоритма. Слика преузета из [4]

на може проузроковати различите поделе за различите инициjалне вредности
параметара.

Инициjализациjа може бити урађена на различите начине укључуjући и те
да за центре наших кластера одаберемо произвољне тачке из података или про-
извољне тачке генерално. Међутим, овакав избор ниjе баш практичан пошто,
у том случаjу, алгоритму углавном треба више итерациjа да би конвергирао.
Из тог разлога метод К средина се често користи за инициjализациjу приликом
коришћења ЕМ алгоритма.

Остало jе поjаснити порекло назива овог алгоритма за шта jе потребно да
га сагледамо на другачиjи начин. Видели смо да се максимизациjа функциjе
веродостоjности не може урадити на класичан начин услед њеног компликова-
ног записа и немогућности логаритма да прође кроз суму. Превазилажење овог
проблема могуће jе коришћењем логаритма фукциjе веродостоjности у односу
на заjедничку расподелу X и Z,

∑N
i=1 ln f(xi, zi|µ,Σ,π). Како jе променљива

Z скривена, а њене вредности непознате, ову функциjу не можемо израчунати.
Уместо тога можемо користити њено условно очекивање, чиjом максимизациjом
добиjамо тражене вредности параметара. Формално речено, приликом Е кора-
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ка на основу тренутних вредности параметара тражимо очекивање логаритма
функциjе веродостоjности заjедничке расподеле за X и Z, коjе ћемо означити са
Q(θt,θt−1), где θt представља тренутни вектор параметара, а θt−1 параметре
у претходноj итерациjи.

Q(θt,θt−1) =
∑
z

p(z|x,µ,Σ,π) ln (f(x, z|µ,Σ,π)) .

Оваj део алгоритма добио jе назив Е корак jер долази до рачунања очекивања.
Наредни корак, М, представља максимизациjу приказаног израза, на основу
чега jе и добио име.

ЕМ алгоритам у општем случаjу

Приказали смо употребу ЕМ алгоритма за решавање нашег проблема у тра-
жењу максимума функциjе веродостоjности код кластеровања коришћењем ме-
шавине вишедимензионих нормалних расподела, међутим у овом делу ћемо се
приближити раду алгоритма у општем случаjу и сагледати га из другог угла.

Нека jе L(θ) функциjа веродостоjности коjу треба максимизовати, а θ вектор
параметара коjе желимо да оценимо.

Слика 4.4: Приказ одабира параметара ЕМ алгоритма. Слика преузета из [3]

Посматраjмо слику 4.4 како бисмо боље разумели идеjу рада ЕМ алгоритма.
Нека jе плавом боjом представљена функциjа коjу желимо да максимизуjемо.
Вектор θ(t) представља вектор параметара у посматраном тренутку t. Идеjа
алгоритма jе да у датоj тачки θ(t) конструишемо помоћну функциjу (на приказу
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означена зеленом боjом) коjа представља доње ограничење почетне функциjе.
Након тога, тражимо тачку у коjоj помоћна функциjа достиже максимум и ту
вредност узимамо као следећу тачку θ(t+1) за коjу понављамо поступак. Ова
процедура омогућава долазак до апроксимациjе траженог максимума функциjе.

Приметимо да алгоритам има два корака, први jе конструисање помоћне
функциjе, коjи одговара слову „Е” у називу алгоритма, а други jе тражење
њеног максимума, коjи одговара слову „М”.

Дефинишимо сада претходно описани алгоритам математичким формула-
циjама.

Ознаком l(θ|θ(t)) обележићемо помоћну функциjу приликом чега θ преста-
вља аргумент функциjе, а θ(t) тачку у коjоj jе помоћна функциjа дефинисана.
У првом кораку потребно jе конструисати ову функциjу тако да важе услови
да она буде доње ограничење главне фукнциjе, као и да обе функциjе имаjу
jеднаку вредност у тачки θ(t). Односно, желимо да важи следеће:

1. L(θ) ≥ l(θ|θ(t)),

2. L(θ(t)) = l(θ(t)|θ(t)).

Други корак резервисан jе за рачунање нових параметара, односно вредности
у коjоj помоћна функциjа достиже максимум. Оваj корак се може представити
формулом:

θ(t+1) = argmax
θ

l(θ|θ(t)).

Нека jе X = (X1, ...,XN ) случаjан узорак са заjедничком густином f(x;θ).

Како jе функциjа веродостоjности заjедничка густина посматрана као функциjа
параметра θ, њен логаритам, L(θ), дефинишемо са:

L(θ) = ln f(x|θ).

С обзиром да jе циљ максимизовање функциjе L(θ), желимо да ново θ коjе
тражимо задовољава услов:

L(θ) > L(θ(t)),

односно, желимо да добиjемо што већу вредност разлике

L(θ)− L(θ(t)).
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Нека jе Z дискретна скривена променљива, а z њена реализациjа. Користећи
формулу потпуне вероватноће, заjедничку густину f можемо представити преко
латентне променљиве на следећи начин:

f(x|θ) =
∑
z

f(x|z,θ)p(z|θ).

У датоj формули, како радимо са комбинациjом апсолутно непрекидних и дис-
кретиних случаjних величина, f представља ознаку густине, а p функциjу рас-
поделе.

Коришћењем претходно показаног изводимо наредну jеднакост.

L(θ)−L(θ(t)) = ln f(x|θ)− ln f(x|θ(t)) = ln

(∑
z

f(x|z,θ)p(z|θ)

)
− ln f(x|θ(t)).

Лема 4.4.1. Jенсенова неjеднакост: Нека jе f конвексна функциjа на интер-
валу I. Ако су x1, x2, ..., xn ∈ I и λ1, λ2, ..., λn ≥ 0 такви да

∑n
i=1 λi = 1 онда:

f(
n∑

i=1

λixi) ≤
n∑

i=1

λif(xi).

Доказ. Ову лему доказаћемо уз помоћ индукциjе. За n = 1 важи jеднакост и
случаj jе тривиjалан. За n = 2 неjеднакост следи из дефинициjе конвексности.
Претпоставимо да лема важи за n и докажимо да важи за n+ 1.

f(
n+1∑
i=1

λixi) = f(λn+1xn+1 +
n∑

i=1

λixi)

= f(λn+1xn+1 + (1− λn+1)
1

1− λn+1

n∑
i=1

λixi)

≤ λn+1f(xn+1) + (1− λn+1)f(
1

1− λn+1

n∑
i=1

λixi)

= λn+1f(xn+1) + (1− λn+1)f(
n∑

i=1

λi

1− λn+1

xi)

≤ λn+1f(xn+1) + (1− λn+1)
n∑

i=1

λi

1− λn+1

f(xi)

= λn+1f(xn+1) +
n∑

i=1

λif(xi)

=
n+1∑
i=1

λif(xi).
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Коришћењем ове леме и чињенице да jе − lnx конвексна функциjа добиjамо
да важи:

ln
n∑

i=1

λixi ≥
n∑

i=1

λi ln(xi).

С обзиром да важи p(z|X,θ(t)) ≥ 0 и
∑

z p(z|X,θ(t)) = 1 претходно доказану
Jенсенову неjеднакост ћемо применити у извођењу коjе следи.

L(θ)− L(θ(t)) = ln
∑
z

f(x|z,θ)p(z|θ)− ln f(x|θ(t))

= ln
∑
z

p(z|X,θ(t))
f(x|z,θ)p(z|θ)
p(z|X,θ(t))

− ln f(x|θ(t))

≥
∑
z

p(z|X,θ(t)) ln

(
f(x|z,θ)p(z|θ)
p(z|X,θ(t))

)
− ln f(x|θ(t))

=
∑
z

p(z|X,θ(t)) ln

(
f(x|z,θ)p(z|θ)

p(z|X,θ(t))f(x|θ(t))

)
.

Дефинишимо сада:

∆(θ|θ(t)) :=
∑
z

p(z|X,θ(t)) ln

(
f(x|z,θ)p(z|θ)

p(z|X,θ(t))f(x|θ(t))

)
.

Jасно jе да важи:
L(θ) ≥ L(θ(t)) + ∆(θ|θ(t)).

Такође, нашу помоћну функциjу l(θ,θ(t)) ћемо дефинисати на следећи начин:

l(θ,θ(t)) := L(θ(t)) + ∆(θ|θ(t)).

Потребно jе проверити да ли конструисана функциjа задовољава услове коjе
треба да задовољава помоћна функциjа, односно треба проверити да ли важи:

1. L(θ) ≥ l(θ|θ(t)),

2. L(θ(t)) = l(θ(t)|θ(t)).

Први услов директно следи из начина на коjи смо дефинисали функциjу l(θ|θ(t)).
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Проверимо сада други услов:

l(θ(t)|θ(t)) = L(θ(t)) + ∆(θ(t)|θ(t))

= L(θ(t)) +
∑
z

p(z|X,θ(t)) ln

(
f(x|z,θ(t))p(z|θ(t))

p(z|X,θ(t))f(x|θ(t))

)
= L(θ(t)) +

∑
z

p(z|X,θ(t)) ln

(
f(x, z|θ(t))

f(x, z|θ(t))

)
= L(θ(t)) +

∑
z

p(z|X,θ(t)) ln 1

= L(θ(t)).

Овим jе доказано да су функциjе l(θ|θ(t)) и L(θ) jеднаке за θ = θ(t).

Сумираjмо сада досадашње резултате, уверили смо се да jе функциjа l(θ|θ(t))

доње ограничење функциjе L(θ), као и да у тачки θ = θ(t) важи jеднакост изме-
ђу ових функциjа. Оно што можемо закључити из овога jе да свако θ коjе пове-
ћава вредност функциjе l(θ|θ(t)), такође повећава и вредност функциjе L(θ). Из
тог разлога максимизовањем наше помоћне функциjе долазимо до вредности
параметара, θ(t+1), коjе ћемо користити за наредне кораке.

θ(t+1) = argmax
θ

l(θ|θ(t))

= argmax
θ

(
L(θ(t)) +

∑
z

p(z|X,θ(t)) ln

(
f(x|z,θ)p(z|θ)

p(z|X,θ(t))f(x|θ(t))

))

= argmax
θ

(∑
z

p(z|X,θ(t)) ln (f(x|z,θ)p(z|θ))

)

= argmax
θ

(∑
z

p(z|X,θ(t)) ln

(
f(x, z,θ)

p(z,θ)

p(z,θ)

p(θ)

))

= argmax
θ

(∑
z

p(z|X,θ(t)) ln (f(x, z|θ))

)
.

Потребно jе нагласити да приликом тражења максимума по параметру θ може-
мо занемарити делове израза коjи зависе само од θ(t), будући да се они у овом
случаjу понашаjу као константе и нису пресудни за краjњи резултат.

Алгоритам не гарантуjе конвергенциjу до глобалног максимума функциjе
веродостоjности, међутим, морамо приметити битно своjство да функциjа ве-
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родостоjности расте у сваком наредном кораку алгоритма. Доказ овог тврђења
следи у наредним редовима.

Знамо да важе следеће две jеднакости:

θ(t+1) = argmax
θ

(L(θ(t)) + ∆(θ|θ(t))) = argmax
θ

(
∆(θ|θ(t))

)
,

∆(θ(t)|θ(t)) = 0.

Пошто смо параметре за наредни корак изабрали максимизациjом израза ∆(θ|θ(t)),

можемо закључити да важи

∆(θ(t+1)|θ(t)) ≥ ∆(θ(t)|θ(t)) = 0.

Како jе:
L(θ(t+1))− L(θ(t)) ≥ ∆(θ(t+1)|θ(t)) ≥ 0,

jасно jе да долази до повећања функциjе веродостоjности кроз итерациjе.
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Општи ЕМ алгоритам из угла мешавина вишедимензионих
нормалних расподела

Користећи општи алгоритам изведимо формуле за специjалан случаj меша-
вина вишедимензионих нормалних расподела.

Наш проблем базира се на максимизациjи логаритма функциjе веродостоj-
ности. Како бисмо испоштовали нотациjу општег алгоритма ову функциjу ћемо
означити на следећи начин:

L(θ) =
N∑
i=1

ln

[
K∑
k=1

πkfN (xi|µk,Σk)

]
=

N∑
i=1

Li(θ).

Пратећемо правила општег ЕМ алгоритма, како бисмо дошли до краjњег
циља.

За почетак изаберемо инициjалне вредности параметара, односно одаберемо
θ(1). У тренутку t вредност параметара jе задата са θ(t). Да бисмо одредили
наредну вредност θ(t+1) потребно jе дефинисати функциjу у тачки t коjа ће
представљати доње ограничење функциjе L, а тачка у коjоj помоћна функциjа
достиже максимум биће тражена вредност θ(t+1). Користећи Jенсенову неjедна-
кост за логаритамску функциjу,

ln(
n∑

i=1

λixi) ≥
n∑

i=1

λi ln(xi),

можемо ограничити функциjу Li(θ) на следећи начин:

ln

[
K∑
k=1

πkfN (xi|µk,Σk)

]
≥

K∑
k=1

λki ln
πkfN (xi|µk,Σk)

λki

.

Да би Jенсенова неjеднакост могла да важи потребно jе да буде испуњено:∑K
k=1 λki = 1 и λ1i, λ2i, ..., λKi ≥ 0. Нека jе

λki = P (Zi = k|Xi = xi) =
P (Zi = k)fXi|Zi=k(xi)

fXi
(xi)

=

π
(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

= γZi
(k).

Како су све λki рачунате у односу на нашу тренутну позициjу, односно у
вредности θ(t), користимо ознаку (t) да то нагласимо.
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Како jе овако дефинисано λki вероватноћа, следи да за свако k важи λki ≥ 0.

Проверимо сада важење другог потребног услова:

K∑
k=1

λki =
K∑
k=1

π
(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

=

∑K
k=1 π

(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

= 1.

Уверили смо се да jе овакав одабир λki задовољаваjући и да jе функциjа
коjа представља доње ограничење функциjе Li(θ) дата са:

li(θ,θ
(t)) =

K∑
k=1

λki ln
πkfN (xi|µk,Σk)

λki

,

где jе λki = γZi
(k). Подсетимо се, други аргумент представља тачку у коjоj jе

функциjа li дефинисана.
Остало jе jош проверити да важи jеднакост Li(θ

(t)) = li(θ
(t),θ(t)).

li(θ
(t),θ(t)) =

K∑
k=1

π
(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

ln

π
(t)
k fN (xi|µ

(t)
k ,Σ

(t)
k )

1

π
(t)
k fN (xi|µ

(t)
k ,Σ

(t)
k )∑K

j=1 π
(t)
j fN (xi|µ

(t)
j ,Σ

(t)
j )

=
K∑
k=1

π
(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

ln

(
K∑
j=1

π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

)

= ln

(
K∑
j=1

π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

)∑K
k=1 π

(t)
k fN (xi|µ(t)

k ,Σ
(t)
k )∑K

j=1 π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

= ln

(
K∑
j=1

π
(t)
j fN (xi|µ(t)

j ,Σ
(t)
j )

)
= Li(θ

(t)).

Пошто смо дефинисали функциjу у тачки θ(t) коjа представља доње огра-
ничење, наредни корак алгоритма jе тражење нове вредности параметра.

θ(t+1) = max
θ

N∑
i=1

li(θ,θ
(t))

= max
θ

N∑
i=1

K∑
k=1

λki ln

(
πkfN (xi|µk,Σk)

λki

)

= max
θ

N∑
i=1

K∑
k=1

(λki ln (πkfN (xi|µk,Σk))− λki lnλki) .

Како jе θ(t) фиксирано и максимизуjемо само по параметру θ, а λki зависи
само од θ(t), следи да део израза коjи садржи −λki lnλki можемо занемарити jер
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не зависи од θ. Односно:

θ(t+1) = max
θ

N∑
i=1

K∑
k=1

λki(lnπk + ln fN (xi|µk,Σk)).

Изjедначавањем извода ове функциjе по параметрима µ, Σ−1 и π са нулом,
добиjамо формуле за рачунање парамерара. Такође, и у овом случаjу, приликом
рачунања извода по параметру π треба узети у обзир услов коjи ови параметри
мораjу да задовољаваjу. Након рачунања извода добиjене формуле гласе:

µ
(t+1)
k =

∑N
i=1 λkixi∑N
i=1 λki

=

∑N
i=1 γZi

(k)xi∑N
i=1 γZi

(k)
,

Σ
(t+1)
k =

∑N
i=1 λki(xi − µ

(t+1)
k )(xi − µ

(t+1)
k )T∑N

i=1 λki

=

∑N
i=1 γZi

(k)(xi − µ
(t+1)
k )(xi − µ

(t+1)
k )T∑N

i=1 γZi
(k)

,

π
(t+1)
k =

∑N
i=1 λki

N
=

∑N
i=1 γZi

(k)

N
.

Можемо закључити да су изведене формуле у складу са формулама пред-
стављеним у првом делу овог поглавља, што указуjе да оба начина извођења
пружаjу идентичне резултате.
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4.5 Везa између кластеровања коришћењем К

средина и мешавине вишедимензионих

нормалних расподела

Задовољавањем одређених услова, кластеровање коjе користи мешавине нор-
малних расподела се своди на алгоритам К средина. Уколико би у кластеровању
мешавинама следећи услови били задовољени:

• Σk = σ2I, ∀k ∈ {1, ..., K},

• πk =
1
K
, ∀k ∈ {1, ..., K},

• γZi
(k) =

1, ако jе тачки xi наjближи центар µk,

0, иначе,

односно, уколико би кластери имали jеднак удео у подацима, били сферног
облика и припадање кластеру била бинарна вредност коjа би се одређивала
на основу наjмање удаљености од центроида, тада би се добило кластеровање
алгоритмом К средина (видети [12]).

Из претходно наведеног можемо закључити да jе кластеровање мешавинама
општиjе, односно може се примењивати како на кластере сферног облика тако
и на елипсоидне кластере.

Наредни пример приказаће како фокусирање на сферне кластере утиче на
перформансе алгоритма К средина и како су ови проблеми превазиђени њего-
вом надоградњом на кластеровање употребом мешавина.

Пример 4.5.1. Посматраjмо вештачки генерисан узорак, са три очигледне
подгрупе, приказан на слици 4.5. Jасно се може приметити да подскупови
нису сферног облика. Пре почетка сваког процеса кластеровања потребно jе
извршити скалирање скупа коjе ће обезбедити да тачке буду на истоj скали
како би рачунање растоjања међу њима имало смисла. На посматраном узорку
скалирање jе вршено тако што jе од сваке тачке одузета просечна вредност
свих тачака, услед чега су ови броjеви подељени укупном стандардном деви-
jациjом узорка. Након скалирања, примењена су оба алгоритма кластеровања
како бисмо упоредили резултате и видели да ли кластери коjи нису кружног
облика проузрокуjу неке разлике у алгоритмима. Пошто се ради о вештачки
генерисаном скупу за потребе илустровања рада алгоритама, кластеровање
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смо вршили коришћењем три кластера. О начину одабира броjа кластера у
општем случаjу биће речи у наредном поглављу.

Слика 4.6 приказуjе резултате кластеровања, односно, тачке приказане
истом боjом су тачке за коjе су алгоритми сматрали да треба да се нађу у
истом кластеру. Можемо приметити да постоjи видна разлика у облицима
добиjених кластера. Док jе кластеровање мешавинама успело тачно да уочи
дугуљасте кластере, алгоритам К средина jе ипак тежио да кластери бу-
ду што сферниjег облика што jе проузроковало погрешно груписање одређених
инстанци.

Слика 4.5: Приказ вештачки генерисаних тачака и њихова припадност класте-
рима

Слика 4.6: Приказ резултата коришћења оба алгоритма

Претходни пример уверио нас jе у ограничења алгоритма К средина и при-
казао боље сналажење мешавине нормалних расподела у кластеровању општих
података.
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Начини одређивања броjа кластера

С обзиром да кластеровање представља ненадгледани вид учења, а у реша-
вању проблема ниjе увек експилицно наглашено колико кластера треба имати,
jасно jе да оваj броj може варирати од задатка до задатка. Важно jе напоме-
нути да не постоjи jедан универзални начин за одређивање оптималног броjа
кластера. Избор броjа кластера зависи од природе података и циља анализе.
Поседовање доменског знања може бити од велике помоћи приликом одабира,
међутим уколико то ниjе случаj експериментисање са различитим броjевима
кластера и коришћењем неких од техника евалуациjе можемо одредити коли-
чину коjа даjе наjбоље резултате.

Вероватно би већини људи, коjи су се сустретали са кластеровањем, на на-
чин одређивања броjа кластера прва помисао била правило лакта, међутим у
случаjу кластеровања помоћу мешавина нормалних расподела оно ниjе много
корисно. Наиме, правило лакта се базира на опадању инерциjе коjа представља
збир квадрата растоjања сваке тачке од њоj наjближе центроиде. Како оваква
техника иде у прилог кластерима сферног облика, не можемо jе користити за
наш проблем jер приликом кластеровања коришћењем мешавина нормалних
расподела кластери могу бити елипсоидног облика, односно тачке не мораjу
да имаjу што мање растоjање од своjих центроида. Из тог разлога, за реша-
вање овог проблема користе се другачиjе методе као што су силуета и Баjесов
или Акаикеов информациони критериjум коjе даjу боље резултате. Ипак, треба
имати на уму да различити начини за одређивање броjа кластера могу давати
различите резултате, те тако поред ових метода приликом доношења одлуке о
броjу кластера треба познавати и проблем коjи се решава, као и саме податке
са коjима се ради.

45
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Силуета

Силуета представља меру за одређивање квалитета кластеровања. Прили-
ком рачунања вредности овог коефициjента узима се у обзир растоjање између
инстанци унутар истог кластера, као и растоjање између тачака jедног кластера
и припадника наjближег суседног кластера. Овако задата мера нам омогућава
да нађемо што бољу вредност броjа кластера за коjу ће важити да су припад-
ници jедног кластера близу, док jе међусобна удаљеност између кластера што
већа. Силуету за инстанцу i означавамо са s(i) и рачунамо на следећи начин:

s(i) =
b(i)− a(i)

max(a(i), b(i))
,

где a(i) представља средњу вредност раздаљина између инстанце i и свих оста-
лих припадника њеног кластера, а вредност b(i) средњу вредност раздаљина
између инстанце i и инстанци њоj наjближег кластера. Начин на коjи одре-
ђуjемо инстанци наjближи кластер jе таj да израчунамо просечно растоjање
инстанце са инстанцама сваког кластера, а затим одаберемо кластер за коjи jе
оваj броj наjмањи.

На слици 5.1 приказане су раздаљине потребне за рачунање силуете.

Слика 5.1: Приказ дужина коришћених за рачунање силуете

Краjњи коефициjент, за узорак од N тачака, jе jедан броj коjи добиjамо
коришћењем форуме:

s =
1

N

N∑
i=1

s(i).
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Вредности силуете налазе се у интервалу [−1, 1], где различите вредности
указуjу на различит квалитет кластеровања. Коефициjент коjи тежи вредности
1 представља наjбољи квалитет и значи да су подаци добро груписани, а кла-
стери добро раздвоjени. Вредности у околини нуле нам поручуjу да су кластери
близу и да не можемо бити сигурни у добиjене резултате, а вредности коjе теже
ка -1 указуjу да jе кластеровање лоше jер долази до преклапања кластера.

С обзиром да се налажење овог коефициjента заснива на коришћењу расто-
jања, важно jе нагласити да се он може користити како за Еуклидско тако и за
било коjе друго растоjање.

Акаикеов информациони критериjум

Акаикеов информациони критериjум (AIC) jе мера коjа се користи за упо-
ређивање модела са циљем да се изабере модел коjи боље одговара подацима.
Формула за рачунање овог критериjума гласи:

AIC = −2 lnL(θ) + 2k,

где jе L функциjа веродостоjности, а k броj параметара модела. Први део фор-
муле односи се на меру колико модел добро обjашњава податке, док jе други
део везан за сложеност модела. Тачниjе, Акаикеов информациони критериjум
кажњава моделе коjи имаjу превелики броj параметара, jер то представља ри-
зик за преприлагођавање. С друге стране, даjе предност моделима коjи наjбо-
ље одговараjу подацима. Комбинуjући ова два дела, Акаикеов информациони
критериjум представља меру коjа узима у обзир однос између квалитета и сло-
жености модела. Модел са наjмањом вредношћу овог критериjума се сматра
наjбољим jер, у поређењу са осталим, представља наjjедноставниjи модел ко-
jи успева да ухвати наjвише законитости у подацима. У контексту одређива-
ња броjа кластера, AIC можемо користити тако што ћемо груписати податке
за различите броjеве кластера,а потом за свако од кластеровања израчунати
вредност овог критериjума. За кластеровање са наjмањом вредношћу овог кри-
териjума сматрамо да jе наjбоље и његов броj кластера узимамо као тражени
броj.
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Баjесов информациони критериjум

Баjесов информациони критериjум (BIC) jе такође мера коjа се користи за
упоређивање модела. Настао jе као потреба за већим кажњавањем модела са ви-
ше параметара стога представља строжу надоградњу претходног критериjума.
Формула за рачунање овог критериjума гласи:

BIC = −2 lnL(θ) + ln(n)k,

где jе L функциjа веродостоjности, k броj параметара модела, а n броj тачака
у узорку. За разлику од претходног критериjума, Баjесов информациони кри-
териjум узима у обзир и величину узорка користећи га за повећавање сабирка
коjи служи за спречавање преприлагођавања. Како jе ln(n) > 2 за n > 8 може-
мо се уверити у већ поменуту тврдњу, да BIC више узима у обзир сложеност
модела. Принцип рада са Баjесовим критериjумом jе идентичан као са прет-
ходним, модел са наjмањом вредношћу овог критериjума представља наjбољи
баланс изеђу ефикасности рада и сложености.

У наредним примерима приказаћемо рад ових начина за одређивање броjа
кластера.

Пример 5.0.1. Генеришимо вештачки узорак коjи ће у себи садржати четири
кластера и испробаjмо различите критериjуме за налажење броjа кластера.
На слици 5.2 можемо jасно уочити 4 кластера, али и то да постоjе неке тач-
ке за коjе не можемо бити тачно сигурни ком кластеру припадаjу. Након
скалирања података и тренирања мешавине нормалних расподела са разли-
читим броjем кластера (од два до шест) покренули смо претходно поменуте
начине како бисмо утврдили одговараjући броj кластера. На слици 5.3 можемо
посматрати добиjене резултате. Силуета има наjвишу вредност за четири
кластера. Слично, у случаjу Акаикеовог и Баjесовог информационог критери-
jума наjмања вредност jе за четири кластера, међутим за разлику од силуете
ове вредности су jако сличне за пет кластера. Узимаjући у обзир комбинациjу
ова три критериjума, свакако бисмо се одлучили за четири кластера.
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Слика 5.2: Приказ вештачки генерисаног узорка са 4 кластера

Слика 5.3: Приказ резултата

Посматраjмо пример у ком су наши кластери боље раздвоjени, како бисмо
видели какво jе понашање критериjума у овом случаjу.

Пример 5.0.2. Слично као у претходном примеру генерисаћемо узорак са че-
тири кластера, међутим кластери ће бити боље раздвоjени. Као што се мо-
же приметити са слике 5.4, више немамо тачке за коjе нисмо сигурни ком
кластеру припадаjу. Поновићемо исти поступак као у претходном примеру
и посматрати резултате са слике 5.5. И даље, силуета jе наjизражениjа за
4 кластера, међутим можемо приметити промену у његовоj вредности. У
претходном примеру вредност овог коефициjента била jе нешто већа од 0,6
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док jе сада изнад 0,8. Разлог за оваj скок долази од веће сигурности да модел
добро групише податке, односно модел има мање тачака за коjе ниjе сигуран
ком кластеру припадаjу. Што се тиче Акаикеовог и Баjесовог информационог
критериjума, иако су вредности остале сличне за четири и пет кластера,
примећуjемо да модел прави знатно већу разлику између кластеровања са два
или три кластера и кластеровања са четири кластера.

Слика 5.4: Приказ вештачки генерисаног узорка са 4 кластера

Слика 5.5: Приказ вештачки генерисаног узорка са 4 кластера

Наредни пример приказаће рад метода за одабир броjа кластера у случаjу
тродимензионог узорка. У остатку рада биће речи о кластеровању слика и њи-
ховоj репрезентациjи у простору основних боjа, због чега ћемо у овом примеру
слику посматрати само као тродимензионе податке на коjе желимо да приме-
нимо поменуте методе.
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Пример 5.0.3. Нека слика 5.6 представља фотографиjу за коjу желимо да
знамо колико кластера треба применити приликом кластеровања, док слика
5.7 представља репрезентациjу фотографиjе у тродимензионом простору.

Слика 5.6: Фотографиjа за коjу желимо да одредимо броj кластера

Слика 5.7: Приказ слике 5.6 у тродимензионом простору
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На основу 3Д приказа можемо закључити да пригодан броj кластера ниjе
лако уочљив и да немамо jасно одвоjене групациjе у простору. Након испроба-
вања мешавине вишедимензионих нормалних расподела за различите броjеве
кластера и рачунања метрика за одређивање броjа кластера, добили смо сле-
деће резултате:

Слика 5.8: Резултати кластеровања са различитим броjем кластера

Можемо приметити да овог пута методе нису усаглашене као што jе то
био случаj са раниjим примерима. Док метод силуете предлаже два кластера,
ситуациjа jе доста другачиjа за Баjесов и Акаикеов информациjи критериjум
коjи сугеришу да би за броj кластера требало одабрати неки од броjева седам,
осам или девет.

Као што можемо видети у овом примеру, дешава се да овакав приступ
неће загарантовано дати jедан броj коjи ћемо искористи, већ за одабир краjњег
броjа треба узети у обзир и друге информациjе.

Од велике jе важности да разумемо задатак коjим се бавимо и да на осно-
ву њега одаберемо смислен броj кластера. Такође, треба имати на уму да се
задати проблем можда не може решити jедном итерациjом кластеровања,
те тако наjбољи броj кластера и не постоjи. У оваквим случаjевима почнемо
од неког броjа кластера, па на основу резултата вршимо додатне итерациjе
за кластере коjима jе то потребно. Уколико нам ресурси дозвољаваjу, некад
броj кластера можемо одабрати и испробавањем различитих броjева на основу
чиjих резултата бисмо донели краjњу одлуку.

С обзиром да задатак одабира броjа кластера може бити компликован и
зависи од више фактора, не треба слепо веровати методама, чак и у случа-
jевима када су усаглашене и даjу исти броj. Ове методе треба користити
као смернице, а на уму увек имати ширу слику и резултате коjе желимо да
постигнемо.
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Примери коришћења мешавине
нормалних расподела за
кластеровање података

Иако мешавине нормалних расподела имаjу широку примену у различитим
задацима, у овом поглављу акценат ће бити на приказу ефикасности мешавина
у кластеровању података. Решавање овог проблема од велике jе важности у
многим областима, па тако мешавине нормалних расподела могу наћи примену
у различитим сферама укључуjући маркетингу, банкарство или медицину.

За свако добро пословање неопходно jе осигурати да производ коjи се ну-
ди буде што боље прилагођен купцима, односно циљноj групи коjоj jе намењен.
Тачниjе, за компаниjе коjе нуде различите производе и услуге битно jе усклади-
ти понуде са интересима одређене групе потрошача. Овакав вид рекламирања
изразито jе важан у данашње време и доводи до постизања бољих резултата
компаниjа. За решавање овог проблема кластеровање представља неизоставни
корак, о чему ће бити више речи у наставку овог поглавља.

Jош jедна од области у коjоj кластеровање има незаобилазну улогу jесте
област компjутерске визиjе коjа jе стекла огромну популарност последњих го-
дина, а чиjе се нове примене непрестано проналазе. Задатак компjутерске визиjе
представља и сегментациjа слике за коjу се често користе мешавине нормалних
расподела.

Наставак рада има за циљ да кроз практичне примере илуструjе приме-
ну мешавина нормалних расподела у поменутим областима. Ове области нису
одабране само због приказивања употребне вредности мешавина кроз стварне
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задатке, већ и са намером да се скрене пажња на различитост њихове примене
и широк спектар проблема за коjе могу бити коришћене.

6.1 Кластеровање корисника

Приказаћемо сада jедан jедноставан пример кластеровања корисника коjи
ће илустровати на коjи начин овакав приступ рекламирању може побољшати
резултате пословања.

Пример 6.1.1. Замислимо да неки мобилни оператер жели да побољша своjе
резултате тако што ће промовисати нове мобилне пакете коjи ће одговарати
различитим групама потрошача. Компаниjа поседуjе податке о корисницима
заjедно са просечним броjем месечних позива и просечном количином искори-
шћених мегабаjта, минута и роминг минута током месеца. Како бисмо гру-
писали потрошаче сходно њиховом коришћењу услуга, извршили смо класте-
ровање помоћу мешавине нормалних расподела и добили следеће статистике:

Слика 6.1: Статистике првог кластера

Слика 6.2: Статистике другог кластера

Слика 6.3: Статистике трећег кластера
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Слика 6.4: Статистике четвртог кластера

Приликом посматрања статистика, можемо уочити да наjвећу потро-
шњу интернета имаjу корисници коjи су се нашли у другом кластеру. Такође,
ова вариjабла варира унутар четвртог кластера, чинећи да се у њему налазе
особе коjе користе интернет, али и они коjи то jако ретко чине. Како бисмо
добили хомогениjе резултате урадићемо jош jедну итерациjу кластеровања по-
менутог кластера. Кластере из ове итерациjе означићемо са 4_1 и 4_2, како
би било jасно да они воде порекло из четвртог кластера. Овим поступком,
гледаjући добиjене резултате са слика 6.5 i 6.6, можемо закључити да смо
успели да одвоjимо кориснике интернет услуга и на таj начин добили краjњих
пет кластера.

Слика 6.5: Статистике првог кластера добиjеног кластеровањем четвртог

Слика 6.6: Статистике другог кластера добиjеног кластеровањем четвртог

Анализирањем и упоређивањем статистика кластера можемо закључити
следеће:

• Потрошачи из кластера 1 не користе интернет, троше наjмање мину-
та током месеца, у поређењу са другим кластерима, али имаjу велики
броj позива, што нас наводи на закључак да припадници овог кластера
обављаjу доста кратких позива. Овим корисницима би се наjвише испла-
тило понудити пакете коjе карактерише бесплатно успостављање везе.
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• Кластер 2 одликуjе наjвећа потрошња интернета и просечно коришће-
ње месечних позива и минута. Сходно већоj активности, рачуни ових
корисника су наjвећи, па би се у понуди овоj групи нашли и мегабаjти
интернета и бесплатни минути.

• У кластеру 3 налазе се корисници коjи имаjу изражну потрошњу месеч-
них минута и позива, односно корисници коjи обављаjу пуно дугих позива.
Будући да не користе интернет, овим потрошачима били би понуђени
пакети коjи обухватаjу бесплатне минуте.

• Потрошачи коjи су се нашли у кластеру 4_1 имаjу наjмање позива у од-
носу на потрошаче из осталих кластера, троше просечан броj минута
и не користе интернет. Можемо закључити да ови корисници обавља-
jу дуге позиве, али то не чине са истом учесталошћу као припадници
претходног кластера, па би за њих наjбоље било обезбедити повољниjи
пакет са мањим броjем бесплатиних минута.

• Последњи кластер издвоjио се из првобитног четвртог кластера по кори-
шћењу интернета. Што се осталих особина тиче, можемо приметити
да jе потрошња минута исподпросечна, а броj позива уобичаjен. Пакети
ових корисника морали би да садрже бесплатне мегабаjте интернета, са
евентуалним додатком бесплатне успоставе везе.

Како се у овом примеру подаци налазе у петодимензионом простору, то за
сваки од почетна четири кластера имамо петодимензиони вектор центроиде
на основу ког можемо сагледати положаj сваког од кластера.

µ1 = [−0.57, 0.83, 0.16, 0.04, 0.29]T ,

µ2 = [1.69, 0.12, 0.01, 1.40, 0.29]T ,

µ3 = [−0.57,−0.78, 0.15,−0.90, 0.34]T ,

µ4 = [−0.32,−0.07,−0.39,−0.29,−1.06]T .

Што се тиче вектора тежина, он jе након прве итерациjе задат са:

π = [0.26, 0.23, 0.29, 0.22]T .

Можемо закључити да jе трећи кластер незнатно доминантниjи, али да сва-
ка од компоненти има jако сличан удео у мешавини.
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Приликом коришћења мешавина нормалних расподела у кластеровању мо-
гуће jе одабрати jедан од четири типа ковариjационе матрице коjи нам по-
мажу уколико желимо унапред да одредимо облике мешавина. Потпуна (eng.
full) ковариjациона матрица представља општи случаj приликом ког све ком-
поненте мешавине имаjу своjу ковариjациону матрицу и могу заузети било
какав облик у простору. Везана ковариjациона матрица (eng. tied) користи се
у случаjу када компоненте имаjу исти облик па деле исту ковариjациону ма-
трицу. Уколико се за тип ковариjационе матрице користи параметар „diag”,
ради се о диjагоналноj ковариjационоj матрици за сваку компоненту коjа обез-
беђуjе да се мешавине простиру дуж координатних оса простора. Последњи
тип представљаjу сферне матрице (eng. spherical) где свака од компоненти
има истоимени облик. У овом примеру искоришћен jе сферни облик ковариjа-
ционих матрица тако да за сваки од кластера има своjу дисперзиjу коjа се
може видети у вектору Σ = [0.44, 0.65, 0.45, 0.68]T . Краjњи параметри меша-
вина за другу итерациjу кластеровања дати су са:

µ41 = [−0.40, 0.07,−0.05,−0.21, 0.01]T ,

µ42 = [2,−0.35, 0.26, 1.09,−0.05]T ,

π = [0.84, 0.16]T ,

Σ = [0.85, 0.48]T .

Слика 6.7 илуструjе однос медиjана колона коjе су учествовале у кластеровању
и омогућава лакше сагледавање понашања сваког од кластера.

Оваj приступ представља jедан jедноставан пример кластеровања потро-
шача, а у зависности од разноврсности расположивих података могу се извр-
шити различите занимљиве анализе корисника.

Слика 6.7: Медиjане колона од интереса приказане за различите кластере
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У овом примеру приметили смо како jе било потребно извршити две ите-
рациjе кластеровања да бисмо добили жељене резултате. Некада повећавање
броjа кластера неће обезбедити гранулирање нама потребног кластера, већ до-
датни кластер може представљати комбинациjу елеманата из више разли-
читих кластера.

Овакав случаj можемо посматрати у резултатима кластеровања кори-
шћењем пет кластера. Анализираjући статистике кластера, уочавамо да су
оне сличне статистикама добиjеним коришћењем четири кластера. Односно,
да се приметити да унутар нових пет кластера постоjе четири кластера jа-
ко слична кластерима из првог решења. Коришћењем оваквог приступа, ста-
тистике четвртог кластера остаjу непромењене, резултуjући задржавањем
нехомогеног кластера. Додатно, новонастали кластер, кластер три, никако
не доприноси повећавању броjа група коjе садрже кориснике интернет услуга.

Слика 6.8: Статистике првог кластера

Слика 6.9: Статистике другог кластера

Слика 6.10: Статистике трећег кластера
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Слика 6.11: Статистике четвртог кластера

Слика 6.12: Статистике петог кластера
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6.2 Сегментациjа слике

Сегментациjа слике представља задатак поделе слике на више сегмената, од-
носно целина, омогућаваjући лакше уочавање обjеката или детектовање ивица
на слици. Због упрошћавања слике, оваj поступак неопходан jе за ефикасниjу
анализу и процесирање слика и користи се у многим проблемима компjутерског
вида. Идеjа сегментациjе jе груписати пикселе сличних карактеристика, одно-
сно извршити кластеровање и сваком пикселу доделити групу коjоj припада.

Илуструjмо сада коришћење мешавине нормалних расподела у решавању
овог проблема.

Пример 6.2.1. На слици 6.8 налази се оригинална слика за коjу ћемо илустро-
вати различите резултате кластеровања. Сегментациjа слике постиже се
груписањем пиксела, након чега се сваком од пиксела из одређене групе додељу-
jе иста вредност, наjчешће средња вредност или медиjана елемената класте-
ра. Овакав поступак резултуjе истом боjом пиксела унутар jедног кластера,
чинећи лакше уочавање региjа на слици. Слика 6.9 приказуjе резултате кла-
стеровања коришћењем мешавине нормалних расподела за различити одабир
броjа кластера. Уочавамо да су главне информациjе коjе слика пружа остале
сачуване, при чему приликом повећавања броjа кластера добиjамо слику коjа
поседуjе више детаља и сличниjа jе оригиналу.

Слика 6.13: Почетна слика на коjу желимо да применимо процес кластеровања



Глава 6. ПРИМЕРИ КОРИШЋЕЊА МЕШАВИНЕ НОРМАЛНИХ
РАСПОДЕЛА ЗА КЛАСТЕРОВАЊЕ ПОДАТАКА 61

Слика 6.14: Резултати кластеровања слике коришћењем мешавине нормалних
расподела са различитим броjем кластера
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Свака боjа може се описати помоћу три основне боjе (црвене, зелене и плаве),
комбинуjући њихове различите уделе. С обзиром да jе основна карактеристика
пиксела његова боjа, следи да све пикселе можемо сместити у простор три основ-
не боjе (РГБ простор), односно тродимензиони простор чиjа свака оса одговара
интензитету jедне основне боjе. Наредни пример илустроваће кластеровање сли-
ке посматрано из угла овог простора, као и разлику између сегментациjе слике
помоћу мешавине нормалних расподела и К средина.

Пример 6.2.2. Посматраjмо фотографиjу (слика 6.10) коjу желимо да кла-
стеруjемо. На слици 6.11 налази се приказ почетне фотографиjе смештене у
простор основних боjа. Сви пиксели представљени су своjом боjом, а положаj
пиксела у простору зависи од поjдиначних удела основних боjа у његовоj репре-
зентациjа. Скала за сваку боjу иде од 0 до 255, па jе тако црвена боjа у овом
простору задата координатама (255,0,0), док црна и бела боjа имаjу коорди-
нате (0,0,0) и (255,255,255). У складу са тим, примећуjемо да тамниjе боjе
доминираjу ближе координатном почетку, док све више бледе приближаваjући
се вишим вредностима за сваку од оса.

Слика 6.15: Почетна слика на коjу желимо да применимо процес кластеровања
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Слика 6.16: Слика приказана у простору основних боjа

Упоредимо сада резултате кластеровања добиjене помоћу мешавине нор-
малних расподела и методе К средина. Сагледавањем резултата метода за
одабир броjа кластера, обjашњених у претходном поглављу, коjи се могу виде-
ти на слици 6.12, закључуjемо да, од понуђених броjева, девет кластера даjе
наjбоље резултате. Такође, након изврашавања кластеровања све тачке jедног
кластера представили смо боjом медиjане додељеног кластера.
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Слика 6.17: Резултати метода за одабир броjа кластера

Приметимо да сликом доминираjу плава, бела и пар ниjанси зелене, док се
на самим балонима налази неколико jаркиjих боjа од чега jе црвена наjдоми-
нантниjа. Са слике 6.11 можемо приметити да групациjе боjа имаjу сложене
облике, при чему постоjе сегменти коjи су jасно одвоjени, али такође присут-
не су и целине коjе се састоjе од различитих боjа.

Због претпоставке о сферном облику кластера, као и тежње да кластери
буду сличних величина, метода К средина не успева да препозна балоне као
посебан кластер. Овакав закључак можемо уочити и посматрањем слика 6.13
и 6.14, на коjима се налази приказ кластера у простору за оба начина кла-
стеровања. Jасно jе да мешавине нормалних расподела превазилазе сложениjе
облике и формираjу кластере у складу са њима, док су, са друге стране, за ме-
тод К средина границе између кластера видно оштриjе и осликаваjу ману ове
методе у раду са кластерима коjи нису сферног облика.

На сликама 6.15 и 6.16 налазе се краjње фотографиjе добиjене након кла-
стеровања мешавинама и методом К средина, редом.
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методом К средина
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Слика 6.20: Слика након кластеровања методом мешавине нормалних расподе-
ла

Слика 6.21: Слика након кластеровања методом К средина
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Закључак

У овом раду бавили смо се мешавинама вишедимензионих нормалних рас-
подела и њиховом применом у кластеровању података. Значаjан део рада усме-
рен jе на ЕМ алгоритам и његову теориjску позадину, без чиjег разумевања се
не може ући у суштину оваквог начина кластеровања. Упознавање са општим
случаjем ЕМ алгоритма омогућило нам jе да сагледамо његове примене и ван
концепта мешавина вишедимензионих нормалних расподела.

Посебна пажња посвећена jе алгоритму К средина као специjалном случаjу
кластеровања мешавинама и jедном од наjпознатиjих алгоритама за класте-
ровање. Циљ jе био упоредити два различита приступа истом проблему и са-
гледати њихове предности и мане. Као главна предност мешавина нормалних
расподела издвоjила се чињеница да кластери не мораjу бити сферног обли-
ка. Сходно томе, приликом кластеровања мешавине превазилазе проблем ком-
плексних података и успеваjу да конструишу кластере различитих облика и
величина. Такође, ова особина пружа и могућност отпорности на одудараjуће
податке, будући да се облик кластера може прилагодити и удаљениjим тачкама
без великог утицаjа на центроиде и краjње резултате.

Иако мешавине нормалних расподела имаjу доста предности, у случаjевима
где се сусрећемо са подацима великих димензиjа кластеровање може траjати
доста дуго. Насупрот томе, алгоритам К средина, због своjе jедноставности,
успева да изврши исти задатак у доста краћем временском периоду.

Са циљем да се уверимо у велику моћ коришћења мешавина и истакнемо
поменуте предности, изабрани су стварни примери кластеровања купаца у мар-
кетинг индустриjи као и примена кластеровања у сегментациjи слика. Кроз ове
примере илустрована jе разноврсност задатка кластеровања, а током рада исти-
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цане су и његове различите употребне вредности. Доказ да кластеровање може
бити коришћено и у случаjевима кад нам груписање података ниjе краjњи циљ
представља и чињеница да га можемо користити и за упознавање са подацима,
као и да се може употребљавати као помоћ при означавању података након чега
се датом задатку може приступити коришћењем неких од метода надгледаног
учења.

Све у свему, кластеровање представља добар приступ решавању различи-
тих проблема, а због своjих броjних предности у коjе смо се уверили, мешавине
нормалних расподела представљаjу добар избор за решавање задатка класте-
ровања и могу помоћи у добиjању што бољих резултата.
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