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1 Uvod

Uopxteni metod momenata (UMM) predstav	en je osamdesetih godina XX veka
i od tada je izazvao veliko interesova�e, zbog svoje xiroke primen	ivosti u
raznim oblastima statistike i ekonometrije. UMM je u me�uvremenu postao
jedan od glavnih statistiqkih alata, a �egov razvoj je imao najve�i uticaj u
makroekonomiji i finansijama, gde se najvixe i prime�uje. �egov veliki znaqaj
je i u tome xto obuhvata mnoge druge statistiqke metode, poput metode najma�ih
kvadrata (MNK), metode maksimalne verodostojnosti (MMV) i metode oce�iva�a
instrumentima.

U ovom radu predstavi�emo osnovne pojmove uopxtene metode momenata,
ispitati �ihove osobine i prikazati oce�iva�e i metode zak	uqiva�a.
Fokusira�emo se na primenu metode na vremenskim serijama1. Poqe�emo
od metode oce�iva�a instrumentima u linearnim regresionim modelima i
pokazati glavne ideje, a zatim ih proxiriti na primenu u nelinearnim
modelima. Prikaza�emo asimptotske osobine ocena dobijenih UMM, poput po-
stojanosti i asimptotske normalnosti i predstaviti neke od testova. Dodatno,
pozabavi�emo se nekim pita�ima svojstvenim ovoj metodi, poput oce�iva�a
asimptotske kovarijacione matrice uzoraqkog momenta i uticaja pogrexne
specifikacije modela.

Prirodno je da se zapitamo zaxto je uvo�e�e uopxtene metode momenata iza-
zvalo toliko interesova�e, jer znamo da je u to vreme ve� bila dostupna MMV koja
daje najefikasnije ocene. Optimalnost MMV potiqe od toga xto se metoda bazira
na funkciji verodostojnosti, odnosno na zajedniqkoj raspodeli podataka, me�u-
tim, to nekada mo�e biti vixe mana nego prednost. Dva problema u veza sa MMV
motivixu korix�e�e UMM. Prvi problem je oset	ivost statistiqkih svojstava
na pretpostavku o raspodeli - �e	ena statistiqka svojstva ocene se posti�u
samo ako je pretpostavka o raspodeli taqna. Ovde vidimo poseban znaqaj primene
UMM u ekonomiji, jer ekonomska teorija retko obezbe�uje potpunu specifikaciju
raspodele podataka. Drugi problem je xto je izvo�e�e zak	uqaka metodom MV za
mnoge modele koji se sre�u u praksi previxe raqunski komplikovano.

Nasuprot tome, UMM obezbe�uje raqunski pogodnu metodu za izvo�e�e za-
k	uqaka bez potrebe da se odredi raspodela podataka i sama funkcija verodo-
stojnosti. UMM se zasniva na skupu takozvanih populacionih uslova momenata,
koji se izvode iz pretpostavki modela. Priroda ovih uslova varira od sluqaja
do sluqaja, a �ihova taqnost je k	uqna za osobine rezultuju�e ocene.

1One predstav	aju podatke koji se skup	aju za jedan entitet tokom vremena. Me�utim, UMM
se mo�e prime�ivati i na podatke koji se prikup	aju za vixe entitieta u fiksiranom vreme-
nskom trenutku, kao i na takozvane panel podatke - podatke koji se prikup	aju za vixe entiteta
tokom vremena.
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Potencijal korix�e�a uslova momenata u oce�iva�u je prvi put prepoznat
uvo�e�em dobro poznate tehnike oce�iva�a - metode momenata. Me�utim, pre
uvo�e�a UMM, statistiqka teorija je bila ograniqena na uslove momenata
odre�ene forme. Jedan od glavnih doprinosa UMM je xto uobliqava zajedniqku
strukturu ovih prethodnih analiza i razvija statistiqku teoriju koja se
mo�e koristiti za bilo koji skup uslova momenata. Prema tome, poxto se
UMM zasniva na ovim ranijim analizama, korisno je da se osvrnemo na �egove
statistiqke prethodnike.

Prva va�na metoda koja je motivisala razvoj UMM je dobro poznata metoda
momenata. Prisetimo se, poxto su populacioni momenti funkcije od nepoznatih
parametara, parametri se u okviru MM oce�uju vrednostima koje zadovo	avaju
odgovaraju�e uzoraqke analogone. Razmotrimo jednostavan primer da se prise-
timo problema koji se mogu javiti. Recimo da �elimo da ocenimo parametre
normalne raspodele - m0 i σ

2
0. Oni zadovo	avaju populacione uslove

E(vt −m0) = E(vt)−m0 = 0

E(vt −m0)2 = E(v2
t )−m2

0 = σ2
0 =⇒ E(v2

t )− (m2
0 + σ2

0) = 0.

Ocene su vrednosti m̂n i σ̂n koje zadovo	avaju odgovaraju�e uzoraqke uslove (pre-
tpostavimo da je n obim uzorka)

1

n

n∑
t=1

vt − m̂n = 0, tj. m̂n =
1

n

n∑
t=1

vt

1

n

n∑
t=1

v2
t − (m̂2

n + σ̂2
n) = 0, tj. σ̂2

n =
1

n

n∑
t=1

(vt − m̂n)2.

Me�utim, ako bismo, na primer, �eleli da baziramo oce�iva�e na prva tri
momenta vt, odnosno ako bismo dodali i uslov

E(vt −m0)3 = E(v3
t )− 3E(v2

t )m0 + 3E(vt)m
2
0 −m3

0 = 0

na osnovu uzoraqkih analogona dobili bismo sistem od 3 jednaqine sa 2 nepo-
znate, koji nema rexe�e. Dakle, MM je nemo�na u ovom sluqaju. Prema tome,
jasno je da je bila potrebna neka modifikacija da bi se ocenilo p parametara na
osnovu vixe od p populacionih uslova momenata.

Druga znaqajna metoda koja je imala uticaj na razvoj UMM je minimum
hi-kvadrat metoda. Metoda je predlo�ena kako bi se olakxalo zak	uqiva�e
o tome da li je uzorak dobijen iz odre�ene raspodele, me�utim, osnovna ideja
koja stoji iza �e se mo�e primeniti na veliki broj problema, uk	uquju�i i
oce�iva�e (m0, σ

2
0) na osnovu prva tri uslova momenata.
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Nejman i Pirson su razmatrali modelova�e verovatno�e da ishod eksperi-
menta pripada jednom od s disjunktnih skupova (qija je unija prostor ishoda).
Ako pj oznaqava verovatno�u da je ishod u j-tom skupu, onda je nulta hipoteza od
interesa da je pj = h(j; θ0), gde je h(.) neki funkcional indeksiran parametrom
θ0. Pita�e je kako testirati ovu hipotezu. Pirson je pokazao da se zak	uqci
mogu bazirati na statistici2

GFn(θ0) =
s∑
j=1

(nj − nh(j; θ0))2

nj

gde je nj uqestalost ishoda u j-tom skupu iz uzorka obima n. Pokazano je da pri
nultoj hipotezi ova statistika ima aproksimativno χ2

s−1 raspodelu. Ako je θ0

nepoznato, pokazano je da se ova statistika mo�e koristiti za oce�iva�e θ0,
tako xto se za ocenu θ̂n uzme vrednost θ koja minimizuje GFn(θ). Tada GFn(θ̂n)
ima aproksimativno χ2

s−1−p raspodelu pri nultoj hipotezi, gde je p dimenzija
vektora θ0.

Iako na prvi pogled deluje da ovo nema nikakve veze sa oce�iva�em para-
metara normalne raspodele na osnovu prva tri uslova momenata, ispostav	a se
da se sliqna ideja mo�e primeniti i u tom sluqaju. Da bismo otkrili vezu,
uvodimo skup indikatora {It(j); j = 1, s, t = 1, n} gde It(j) uzima vrednost 1 ako je
t-ti ishod u j-tom skupu, a 0 inaqe. Ako va�i nulta hipoteza, onda je P (It(j) =
1) = h(j; θ0) pa je E(It(j)) = h(j; θ0). Prema tome, nulta hipoteza implicira skup
od s populacionih uslova momenata3

E


It(1)− h(1; θ0)
It(2)− h(2; θ0)

.

.

.
It(s)− h(s; θ0)

 = 0.

Ako je s − 1 ≥ p, onda se ovi uslovi mogu koristiti za oce�iva�e θ0. Uzoraqki
analogon je dat sa 

p̂1 − h(1; θ)
p̂2 − h(2; θ)

.

.

.
p̂s − h(s; θ)

 = 0

2Goodness of fit statistic.
3Poxto je

∑s
j=1(It(j)−h(j; θ0)) = 0, potrebno je samo s−1 uslova da nam obezbedi jedinstvene

informacije o θ0, ali �emo zadr�ati svih s da bismo naglasili vezu sa GFn(θ0).
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gde je p̂j =
nj
n
, relativna uqestalost ishoda u j-tom skupu. Statistiku GFn(θ0)

mo�emo zapisati na slede�i naqin

GFn(θ0) =
s∑
j=1

(nj − nh(j; θ0))2

nj
= n

s∑
j=1

(p̂j − h(j; θ0))2

p̂j
.

Ako je s−1 = p (isti broj jedinstvenih populacionih uslova momenata i nepo-
znatih parametara), ocena MM, u oznaci θ̂n, zadovo	ava da je p̂j − h(j; θ̂n) = 0, za

j = 1, s. Ovo implicira da je GFn(θ̂n) = 0, a poxto je GFn(θ) ≥ 0, ∀θ, va�i da
θ̂n minimizuje GFn(θ). Dakle, ako je s− 1 = p, ocena MM i minimum hi-kvadrat
ocena se poklapaju.

Ako je s − 1 > p, ne mo�emo dobiti ocenu MM, ali se minimum hi-kvadrat
metoda i da	e mo�e primeniti.

Prema tome, da bismo ocenili (m0, σ
2
0) na osnovu prva tri momenta normalne

raspodele, mo�emo da formulixemo oce�iva�e u terminima minimizacije. Da
bismo implementirali takvu strategiju, moramo odabrati odgovaraju�u stati-
stiku koju treba minimizovati. Vratimo se na minimum hi-kvadrat statistiku
da steknemo ideju o obliku odgovaraju�e statistike. Statistiku GFn(θ) mo�emo
zapisati na slede�i naqin4

GFn(θ) = n


p̂1 − h(1; θ)
p̂2 − h(2; θ)

.

.

.
p̂s − h(s; θ)



T 
p̂−1

1 0 . . . 0
0 p̂−1

2 . . . 0
. .
. .
. .
0 0 . . . p̂−1

s




p̂1 − h(1; θ)
p̂2 − h(2; θ)

.

.

.
p̂s − h(s, θ)

 .

Ovaj zapis nam daje ideju kako da sliqan pristup primenimo na bilo koji pro-
blem kada imamo vixe uslova momenata nego parametara koje treba oceniti. Za
oce�iva�e (m0, σ

2
0) na osnovu prva tri uslova momenata, definixemo statistiku

koju treba minimizovati na slede�i naqin Mv(1)−m
Mv(2)− (m2 + σ2)

Mv(3)− 3Mv(2)m+ 3Mv(1)m2 −m3

T

Mn

 Mv(1)−m
Mv(2)− (m2 + σ2)

Mv(3)− 3Mv(2)m+ 3Mv(1)m2 −m3


gde je Mn pozitivno definitna matrica koja mo�e da zavisi od n, a
Mv(j) = 1

n

∑n
t=1 v

j
t . Napravili smo dve modifikacije u odnosu na GFn(θ) -

faktor n je izostav	en, jer nema uticaja na minimizaciju, a razlika je i u
tome xto sada nismo naveli taqnu formu matrice Mn - to mo�e biti bilo

4Matrica u sredini je pozitivno definitna (GFn(θ) nije definisana ako nije p̂j > 0, za
∀j), pa osigurava da je GFn(θ) ≥ 0.
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koja pozitivno definitna matrica. Ocene od (m0, σ
2
0) su vrednosti (m,σ2) koje

minimizuju navedenu statistiku.

Navedeni problem u vezi sa metodom momenata dao je prvi nagovextaj da je
potrebno formulisati opxtiju metodu, na osnovu koje �emo mo�i da izvodimo
zak	uqke kada imamo vixe uslova momenata nego nepoznatih parametara. U
ekonometriji je ova situacija qesta - obiqno su nam zadati neki uslovi mome-
nata koji va�e na populaciji, ali ne znamo qitavu raspodelu podataka, pa ne
mo�emo sprovesti MMV, te nam je potreban neki metod koji �e sprovesti oce�i-
va�e tako da iskoristi sve dostupne informacije i dovede do najbo	ih mogu�ih
ocena. Kada imamo vixe uslova momenata nego nepoznatih parametara (a obiqno
�elimo da uk	uqimo xto vixe �ih u zak	uqiva�e, jer pru�aju vixe informa-
cija, pa vode do bo	ih zak	uqaka), ne mo�emo sprovesti MM, ali nam minimum
hi-kvadrat metoda daje ideju kako da konstruixemo ocenu - kao vrednost parame-
tra koja je najbli�a zadovo	ava�u uzoraqkih uslova momenata. Dakle, problemi
u vezi MM nam daju motivaciju za uvo�e�e UMM, dok nam minimum hi-kvadrat
metoda daje ideju kako da konstruixemo ocenu i sprovodimo zak	uqiva�e.

Uvodimo slede�e definicije:

Definicija 1.1: Populacioni uslov momenata
Neka je θ0 vektor nepoznatih parametara koje treba oceniti, vt vektor
sluqajnih veliqina i g(.) vektor funkcija. Populacioni uslov momenata je
oblika

E(g(vt, θ0)) = 0, za ∀t.
Definicija 1.2: Ocena UMM
Ocena UMM bazirana na navedenom uslovu momenata je vrednost θ koja mini-
mizuje

Qn(θ) =
( 1

n

n∑
t=1

g(vt, θ)
)T
Wn

( 1

n

n∑
t=1

g(vt, θ)
)

gde je Wn pozitivno semi-definitna matrica koja mo�e da zavisi od podataka,
ali konvergira u verovatno�i ka pozitivno definitnoj matrici konstanti.

Pozitivna semi-definitnost implicira da je Qn(θ) ≥ 0, za svako θ i da je
Qn(θ̂n) = 0, ako je 1

n

∑n
t=1 g(vt, θ̂n) = 0.

Primer:

Pretpostavimo da imamo model

yi = XT
i θ0 + ei, E(Ziei) = 0, i = 1, n.

Populacioni uslov momenata na kome se zasniva oce�iva�e UMM je oblika

E(g(θ0)) = E(Zi(yi −XT
i θ0)) = 0.
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Uzoraqki momenti su, prema tome, oblika

gn(θ) =
1

n

n∑
i=1

gi(θ) =
1

n

n∑
i=1

Zi(yi −XT
i θ) =

1

n
ZT (y −Xθ)

gde je Z = (Z1, ..., Zn)T , X = (X1, ..., Xn)T i y = (y1, ..., yn)T . Pretpostavimo da se
za oce�iva�e UMM koristi te�inska matrica Wn = ( 1

n
ZTZ)−1. Tada je ocena

parametra θ0 uopxtenom metodom momenata

θ̂n = argmin
θ

( 1

n
(y −Xθ)TZ

)
(
1

n
ZTZ)−1

( 1

n
ZT (y −Xθ)

)
= argmin

θ
(y −Xθ)TZ(ZTZ)−1ZT (y −Xθ).5

UMM nastaje kao potreba za uopxte�em MM, me�utim, ovaj metod kao svoje
specijalne sluqajeve obuhvata i mnoge druge poznate metode zak	uqiva�a, xto
nam omogu�ava da uoqimo zajedniqke osobine i ispitujemo svojstva naizgled veoma
razliqitih ocena. Me�u najznaqajnijim primerima su MMV i MNK, ali i oce-
�iva�e instrumentima, koje se najqex�e koristi kod problema endogenosti u
linearnim regresionim modelima. Za poqetak, osvrnimo se na interpretaciju
MMV i MNK u ovom kontekstu, dok �emo se na instrumente, kao va�an specijalni
sluqaj, vratiti kasnije.

1.1 UMM kao uopxte�e MNK i MMV

Veliki broj ocena se dobija optimizacijom skalara oblika

n∑
t=1

Tt(θ).

Ako je Tt(θ) diferencijabilna, ocena je vrednost θ̂n koja zadovo	ava jednaqinu

n∑
t=1

dTt(θ̂n)

dθ
= 0.

Ova jednaqina nam govori da je θ̂n zapravo ocena metodom momenata na osnovu
uslova

E
(dTt(θ0)

dθ

)
= 0

pa je istovremeno i ocena uopxtenom metodom momenata na osnovu ovog popula-
cionog uslova momenata (u ovom sluqaju je g(vt, θ) = dTt(θ)

dθ
, dok te�inska matrica

ne igra ulogu u analizi). Ovo mo�emo iskoristiti da dobijemo interpretaciju

5Ova ocena poznata je u literaturi kao 2SLS ocena (Two-stage least squares estimator).
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MNK i MMV.

Primer 1: Oce�iva�e MNK u linearnom regresionom modelu

Razmotrimo linearni regresioni model

yt = xTt θ0 + et, t = 1, n.

Ocena MNK je vrednost θ koja minimizuje
n∑
t=1

et(θ)
2 =

n∑
t=1

(yt − xTt θ)2. Dakle, u

kontekstu prethodne diskusije

Tt(θ) = (yt − xTt θ)2.

Prema tome, ocena MNK se mo�e interpretirati kao ocena UMM na osnovu po-
pulacionog uslova momenata

E(xt(yt − xTt θ0)) = 06.

Primer 2: Oce�iva�e MMV

Neka je p(vt; θ0) gustina raspodele neprekidnog stacionarnog sluqajnog vektora
vt. Ocena MMV od θ0 je vrednost θ koja maksimizuje funkciju verodostojnosti,
odnosno �en logaritam, tj.

logLn(θ) = log
n∏
t=1

p(vt; θ) =
n∑
t=1

log(p(vt; θ))

xto se uklapa u prethodnu diskusiju za

Tt(θ) = log(p(vt; θ))

pa se ocena MMV mo�e interpretirati kao ocena UMM na osnovu uslova

E

(
d log(p(vt; θ0))

dθ

)
= 0.

Ve� smo spomenuli da je glavna slabost MMV �ena zavisnost od izbora raspodele
verovatno�e. Taj problem se lako uoqava ako koristimo ovu interpretaciju MMV.
Ocena �e biti postojana7, ako je E

(d log(p(vt;θ0))
dθ

)
= 0. Lako se pokazuje da je ovaj

uslov automatski zadovo	en ako je raspodela taqna.
Gustina raspodele zadovo	ava da je∫

V

p(vt; θ0)dvTt = 1.

6Prime�ujemo da nam ovaj uslov govori da su regresor i grexka nekorelisani.
7Ovo �emo pokazati kasnije u opxtem sluqaju ocena UMM.
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Ako diferenciramo po θ, dobijamo da je

d

dθ

( ∫
V

p(vt; θ0)dvTt
)

= 0.

Ako p(.) zadovo	ava relativno blage uslove za zamenu mesta diferencira�u i
integraciji, onda imamo da je ∫

V

dp(vt; θ0)

dθ
dvTt = 0

odnosno ∫
V

1

p(vt; θ0)

dp(vt; θ0)

dθ
p(vt; θ0)dvTt = 0.

Ako je pretpostav	ena raspodela zaista raspodela od vt, onda se ovo mo�e
napisati kao E

(d log(p(vt;θ0))
dθ

)
= 08. Me�utim, ako pretpostavka o raspodeli nije

taqna, onda se ovo ne mo�e interpretirati kao oqekiva�e i ne implicira da je
E
(d log(p(vt;θ0))

dθ

)
= 0. To ne znaqi da ovaj uslov ne va�i nikada ako je raspodela

pogrexna, ali ako postoji mogu�nost grexke, teorijsko opravda�e vixe ne va�i.

8 d log(p(θ))
dθ = 1

p(θ)
dp(θ)
dθ .
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2 Oce�iva�e instrumentima u linearnim re-

gresionim modelima

Regresioni modeli qesto pate od problema endogenosti, odnosno ko-
relisanosti prediktora i grexke. Takva situacija nastaje kada promene zavisne
promen	ive me�aju vrednost bar jednog od prediktora, kada postoje izostav	ene
promen	ive koje utiqu i na zavisnu promen	ivu i na prediktore, ili kada
postoje grexke mere�a. Prediktori koji pate od bar jednog od ovih problema
nazivaju se endogenim prediktorima. U ovom sluqaju, ocene MNK su pristrasne
i nepostojane, pa oce�iva�e odgovaraju�ih regresionih koeficijenata metodom
najma�ih kvadrata vodi do loxih zak	uqaka. Standardna procedura koja
se sprovodi u takvim situacijama je metoda oce�iva�a instrumentima, koja
omogu�ava dobija�e postojanih ocena i u ovakvim situacijama. Ova metoda
tako�e predstav	a specijalni sluqaj uopxtene metode momenata.

Instrument je ,,pomo�na" promen	iva, promen	iva koja sama po sebi najqex�e
ne pripada jednaqini modela, ali je korelisana sa endogenim prediktorima pod
uslovom drugih prediktora. U linearnim modelima, postoje dva glavna zahteva
koja promen	iva treba da ispu�ava da bi se mogla koristiti kao instrument:

1) Instrument mora biti korelisan sa endogenim prediktorima, pod uslovom
ostalih prediktora. Po�e	no je da ova korelacija bude xto jaqa, jer slaba ko-
relacija mo�e voditi do loxih zak	uqaka o ocenama parametara i standardnih
grexaka.

2) Instrument ne sme biti korelisan sa grexkom u jednaqini modela, pod
uslovom ostalih prediktora. Drugim reqima, instrument ne sme patiti od istog
problema kojeg je imao poqetni prediktor.

Radi ilustracije, razmotrimo slede�i sistem jednaqina

qpott = α0pt + epott

qpont = βT01nt + β02pt + epont

gde qpott i qpont predstav	aju potra��u i ponudu u godini t, pt je cena robe u toj
godini, a nt je vektor koji sadr�i faktore koji utiqu na ponudu. Pretpostav	a
se da je qpott = qpont i da je ukupna proizvedena koliqina oznaqena sa qt (q

pot
t =

qpont = qt). Razmotrimo problem oce�iva�a α0 na osnovu uzorka od n opservacija
qt i pt. Metoda najma�ih kvadrata vodi do pristrasnih ocena (zbog istovremene
uzroqnosti qt i pt), pa je predlo�eno slede�e rexe�e - pretpostavimo da postoji
promen	iva zt (za koju imamo podatke) koja je povezana sa cenom, ali takva da
je cov(zt, e

pot
t ) = 0. Primer takve promen	ive je neki od faktora koji utiqe na

ponudu, poput cene materijala ili procenta xkartova. Poxto je qt = α0pt + epott ,
sledi da je

cov(zt, qt) = α0cov(zt, pt) =⇒ cov(zt, qt)− α0cov(zt, pt) = 0.
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Obiqno se pretpostav	a da je E(epott ) = 0, pa je E(qt) = α0E(pt), odakle dobijamo
da je

E(ztqt)− α0E(ztpt) = 0.

Ovo nam obezbe�uje uslov momenata koji se mo�e koristiti kao baza za oce�iva�e,
jer uk	uquje promen	ive za koje imamo podatke i nepoznati parametar α0. Metod
momenata nas vodi oce�iva�u parametra vrednostima koje zadovo	avaju analogni
uzoraqki momenat, tj.

α̂n =

n∑
t=1

ztqt

n∑
t=1

ztpt

.

Rekli smo da metoda oce�iva�a instrumentima predstav	a specijalni sluqaj
uopxtene metode momenata, pa sada �elimo da je opixemo u kontekstu UMM, kako
bismo intuitivno razumeli k	uqne elemente UMM i stvorili bazu za uopxte�e
na nelinearne modele. Posmatrajmo linearni regresioni model

yt = xTt θ0 + et, t = 1, n

gde je yt zavisna promen	iva, xt je p × 1 vektor prediktora, a et je grexka.
�elimo da izvedemo zak	uqke o nepoznatom parametru θ0 (odnosno p× 1 vektoru
nepoznatih parametara θ0). Neka je et(θ) = yt − xTt θ. Dakle, et(θ0) = et.

Metoda oce�iva�a instrumentima zasniva se na postoja�u vektora instru-
menata zt, koji su nekorelisani sa grexkom et, tj. na postoja�u instrumenata
zt koji zadovo	avaju E(ztet) = 0. Dakle, to je specijalni sluqaj UMM, kada se
oce�iva�e bazira na populacionom uslovu momenata E(ztet(θ0)) = 0. Analizu
�emo poqeti ovim specijalnim sluqajem, pa uvodimo osnovne definicije i
osobine, koje �emo, uz odre�ene uslove, kasnije uopxtiti.

Pretpostavimo da je vektor instrumenata q × 1 vektor zt. Da bismo izveli
zak	uqke i sproveli analizu bi�e nam potrebno nekoliko ograniqe�a na
promen	ive. Za poqetak, uvodimo slede�u definiciju:

Definicija 2.1: Strogo stacionaran proces
Neka je Nn = {1, 2, ..., n}. Ka�emo da je sluqajni proces {vt, t ∈ Nn} strogo
stacionaran, ako zajedniqka funkcija raspodele, F (.), zadovo	ava da je

F (vt1 , ..., vtk) = F (vt1+h, ..., vtk+h)

za svaki izbor t1, ..., tk ∈ Nn, svako k ∈ N, takvo da je t1, ..., tk ∈ Nn i svako h ∈ Z,
takvo da je t1 + h, ..., tk + h ∈ Nn.
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Zahtevamo da va�i slede�e:

Pretpostavka 2.1: Stroga stacionarnost
Sluqajni vektori vt = (xTt , z

T
t , et)

T qine strogo stacionaran proces.

Oce�iva�e θ0 zasniva se na slede�em uslovu:

Pretpostavka 2.2: Populacioni uslov momenata
Vektor instrumenata zt zadovo	ava: E(ztet(θ0)) = 0.

U primeru smo naveli da se instrumenti mogu koristiti za oce�iva�e
parametara u jednaqinama ponude i potra��e. Poxto se oce�iva�e zasniva
na metodi momenata, neophodno je samo da prona�emo odgovaraju�e instrumente.
Predlo�ili smo dva kandidata: cenu materijala (z1t) i procenat xkartova (z2t).
Intuicija nala�e da je umesto proizvo	nog izbora izme�u ovih instrumenata
mo�da bo	e uk	uqiti oba kandidata u oce�iva�e. Ovo vodi do 2 × 1 popula-
cionog uslova momenata

E(zt(qt − α0pt)) = 0

gde je zt = (z1t, z2t)
T . Ovo se uklapa u okvir prethodne pretpostavke, xto vidimo

kada postavimo yt = qt, xt = pt i θ0 = α0.

Pretpostavka o va�e�u populacionog uslova momenata nam daje informacije
na kojima se zasniva oce�iva�e, me�utim, oce�iva�e �e biti uspexno samo ako
nam populacioni uslov momenata obezbe�uje dovo	no informacija da jedinstveno
odredimo θ0, xto ne mora uvek biti sluqaj. Vektor parametara θ0 je jedinstveno
odre�en9 ovim uslovom, ako va�i da je E(ztet(θ)) 6= 0, ∀θ ∈ Θ, θ 6= θ0. Poxto je

E(ztet(θ)) = E(zt(yt− xTt θ)) = E(zt(x
T
t θ0 + et− xTt θ)) = E(ztet(θ0)) +E(ztx

T
t )(θ0− θ)

i pretpostavili smo da je E(ztet(θ0)) = 0, ovo se svodi na

E(ztet(θ)) = E(ztx
T
t )(θ0 − θ).

Prema tome, θ0 je jedinstveno odre�eno ako je E(ztx
T
t )(θ0 − θ) 6= 0, ∀θ 6= θ0.

Ova nejednakost �e va�iti ako je matrica E(ztx
T
t ) ranga p. Prema tome, dobijamo

slede�i uslov identifikacije parametra:

Pretpostavka 2.3: Uslov identifikacije
rank(E(ztx

T
t )) = p.

Populacioni uslov momenata i uslov identifikacije obezbe�uju k	uqne
informacije na kojima se zasniva oce�iva�e θ0 - oni impliciraju da postoji

9Ka�emo da je parametar θ0 identifikovan ovim populacionim uslovom momenata.
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jedinstvena vrednost θ u parametarskom prostoru za koju je E(ztet(θ)) = 010.
Neuspeh u identifikaciji parametra se mo�e desiti iz dva razloga. Prvo,
ako postoji ma�e uslova momenata nego parametara, tj. ako je q < p, jer je
nemogu�e izvu�i p informacija potrebnih da jedinstveno odrede θ0 iz ma�e od p
populacionih uslova momenata11.
Ipak, mo�e se desiti i da je q ≥ p, a da parametar ne mo�e da se identifikuje,
jer populacioni uslovi momenata i da	e ne daju dovo	no informacija da bi se
iz �ih moglo jedinstveno odrediti θ0.

Jasno je da je veza izme�u p i q veoma va�na. Ka�emo da vektor parametara θ0

nije identifikovan populacionim uslovom momenata, ako identifikacija nije
uspela. Ako je parametar identifikovan i p = q, onda ka�emo da je taqno ide-
ntifikovan, jer u ovom sluqaju populacioni uslov momenata daje p informacija
potrebnih za identifikaciju p qlanova koji qine θ0. Ako je parametar identi-
fikovan i q > p, onda ka�emo da je θ0 preidentifikovan populacionim uslovom
momenata (imamo vixe informacija nego xto je potrebno za identifikaciju
parametra). Nada	e, pretpostav	amo da je parametar ili taqno identifikovan
ili preidentifikovan.

2.1 Ocena parametra i dekompozicija populacionog
uslova momenata

U uvodu smo naveli opxtu definiciju ocene UMM, koju sada �elimo da pre-
nesemo na nax konkretan sluqaj. Imali smo da je

yt = xTt θ0 + et, t = 1, n

odnosno, matriqno zapisano, da je

y = Xθ0 + e

gde je y n× 1 vektor sa t-tim qlanom yt, e n× 1 vektor sa t-tim qlanom et, X n× p
matrica sa t-tim redom xTt , a θ0 p×1 vektor nepoznatih parametara. Neka je Z n×q
matrica sa t-tim redom zTt . Definixemo, analogno kao ranije, e(θ) = y−Xθ. Ako
izvrximo odgovaraju�e izmene u opxtoj definiciji12, dobijemo da u ovom sluqaju
treba minimizovati

Qn(θ) =
( 1

n
e(θ)TZ

)
Wn

( 1

n
ZT e(θ)

)
.

10Nazvali smo je θ0, me�utim, ove pretpostavke nam ne govore nixta o ovoj vrednosti osim da
je jedinstvena.

11Tada je rank(E(ztx
T
t )) ≤ q < p.

12g(vt, θ) = ztet(θ).
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Prema tome, ocena parametra θ0 je definisana sa

θ̂n = argmin
θ∈Θ

Qn(θ).

Kada zamenimo e(θ) = y −Xθ u Qn(θ), dobijamo

Qn(θ) =
1

n2

(
yTZWnZ

Ty + θTXTZWnZ
TXθ − yTZWnZ

TXθ − θTXTZWnZ
Ty
)
.

Dakle, θ̂n, kao minimum, mora da zadovo	ava da je
13

( 1

n
XTZ

)
Wn

( 1

n
ZTy

)
=
( 1

n
XTZ

)
Wn

( 1

n
ZTX

)
θ̂n

pa, uz uslov da je
(

1
n
XTZ

)
Wn

(
1
n
ZTX

)
nesingularna, imamo da je

θ̂n =
(( 1

n
XTZ

)
Wn

( 1

n
ZTX

))−1( 1

n
XTZ

)
Wn

( 1

n
ZTy

)
.

Ako prethodnu jednaqinu zapixemo na drugi naqin( 1

n
XTZ

)
Wn

1

n
ZT e(θ̂n) = 0

dobijamo da je θ̂n zapravo ocena metodom momenata zasnovana na uslovu

E(xtz
T
t )WE(ztet(θ0)) = 0.

Ova interpretacija je korisna jer nam omogu�ava da uvidimo vezu izme�u
informacija koje se koriste za dobija�e ocene parametra i informacija koje
nosi populacioni uslov momenata. Minimizacija Qn(θ) po θ predstav	a oce-
�iva�e bazirano na informacijama da je p linearnih kombinacija od E(ztet(θ0))
u prethodnom izrazu jednako 0. Ovaj izraz implicira da, ako je p = q, ocena
UMM i ocena metodom momenata su ekvivalentne, jer je u ovom sluqaju E(xtz

T
t )W

nesingularna, pa mora biti E(ztet(θ0)) = 0. Tada te�inska matrica vixe ne igra
nikakvu ulogu14 i ocena UMM je data sa

θ̂n =
( 1

n
ZTX

)−1( 1

n
ZTy

)
.

Ako je p < q, izbor te�inske matrice je va�an, jer odre�uje prirodu
linearnih kombinacija od E(ztet(θ0)) za koje je E(xtz

T
t )WE(ztet(θ0)) = 0.

Tako�e, u ovom sluqaju se informacije koje nosi populacioni uslov momenata

13 dQn(θ̂n)
dθ = 0.

14Ako je p = q, onda je
((

1
nX

TZ
)
Wn

(
1
nZ

TX
))−1

=
(
1
nZ

TX
)−1

W−1
n

(
1
nX

TZ
)−1

, zbog postoja�a

inverza na desnoj strani.
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E(ztet(θ0)) = 0 razlikuju od informacija koje se zaista koriste u oce�iva�u -
E(xtz

T
t )WE(ztet(θ0)) = 0. Ovo motivixe podelu populacionog uslova momenata

na deo koji se koristi u oce�iva�u - uslovi koje �emo nazivati I uslovima
(identifikacionim uslovima) i ostatak - uslovi koje �emo nazivati O15

uslovima (uslovima preidentifikacije).

U uvodu smo rekli da je matrica W pozitivno definitna, pa mora postojati
q × q nesingularna matrica W

1
2 , takva da je (W

1
2 )TW

1
2 = W . Dakle, mo�emo

pisati
E(xtz

T
t )WE(ztet(θ0)) = F TW

1
2E(ztet(θ0)) = 0

gde je F = W
1
2E(ztx

T
t ). Ka�emo da su zadovo	eni I uslovi ako va�i

F (F TF )−1F TW
1
2E(ztet(θ0)) = 0.

Ovaj izraz se sastoji od q jednaqina poW
1
2E(ztet(θ0)), ali je rank(F (F TF )−1F T ) =

rank(F ) ≤ p, pa nisu sve linearno nezavisne. Da bismo osigurali identi-
fikaciju, pretpostavili smo da je rang bax jednak p, xto nam omogu�ava da
uoqimo va�nu vezu izme�u oce�iva�a i identifikacije: p parametara modela
je identifikovano samo ako se oce�iva�e bazira na p linearno nezavisnih je-
dnaqina. Iz ovoga direktno sledi da je deo W

1
2E(ztet(θ0)) koji se ne koristi u

oce�iva�u
(Iq − F (F TF )−1F T )W

1
2E(ztet(θ0)) = 0

pri qemu je rank((Iq − F (F TF )−1F T )) = q − p, pa ovo daje skup od q − p linearno
nezavisnih jednaqina po W

1
2E(ztet(θ0)). Ako ovaj izraz va�i, ka�emo da su

zadovo	eni O uslovi. Dakle, q×1 vektor populacionih uslova momenata se mo�e
razlo�iti na p I uslova, koji predstav	aju deo koji se koristi u oce�iva�u i
q − p O uslova, koji predstav	aju ostatak.

Razmotrimo sada ponaxa�e uzoraqkih analogona ovih populacionih vre-
dnosti. Poxto I uslovi predstav	aju informacije na kojima se bazira oce�i-
va�e, oqekujemo da su �ihovi uzoraqki analogoni zadovo	eni u θ̂n. Lako pokazu-
jemo da ovo va�i, jer je

(
1
n
XTZ

)
Wn

1
n
ZT e(θ̂n) = 0, pa va�i da je

Fn(F T
n Fn)−1F T

nW
1
2
n

1

n
ZT e(θ̂n) = 0

gde je Fn = W
1
2
n

(
1
n
ZTX

)
i Wn = (W

1
2
n )TW

1
2
n .

Nasuprot tome, O uslovi se zanemaruju u oce�iva�u, pa oqekujemo da oni ne
va�e na nivou uzorka u opxtem sluqaju. Oni igraju sliqnu ulogu ostatka na

15Identifying and overidentifying restrictions.
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uzorku, a iz prethodnog sledi da je

(Iq − Fn(F T
n Fn)−1F T

n )W
1
2
n

1

n
ZT e(θ̂n) = W

1
2
n

1

n
ZT e(θ̂n)

pa je (transformisana) ocena uzoraqkog momenta zapravo uzoraqki analogon
funkciji podataka u O uslovima, xto nas dovodi do korisne interpretacije
Qn(θ). Poxto je Qn(θ) =

(
1
n
e(θ)TZ

)
Wn

(
1
n
ZT e(θ)

)
, ako pogledamo posled�i dobi-

jeni izraz vidimo da minimalna vrednost, Qn(θ̂n), meri koliko je uzorak daleko
od toga da zadovo	i O uslove. Ova interpretacija �e nam kasnije biti od pomo�i
u formira�u testova ispravne specifikacije modela.

2.2 Asimptotska svojstva ocene parametra i ocene uzo-
raqkog momenta

U ovom poglav	u pokaza�emo da je ocena parametra dobijena ovom metodom
postojana i da ima asimptotski normalnu raspodelu, xto omogu�ava kreira�e
asimptotskih intervala povere�a za elemente vektora θ0. Tako�e, kao xto smo
pomenuli, ocena uzoraqkog momenta igra va�nu ulogu u formira�u testova, pa
�emo istra�iti i �eno asimptotsko ponaxa�e. Zak	uqke �emo izvoditi uz
pomo� Centralne graniqne teoreme i Slabog zakona velikih brojeva, pa �emo ih
za poqetak formulisati (u najopxtijem mogu�em obliku, a uslove �emo navoditi
kako nam budu bili potrebni):

Lema 2.1: Slabi zakon velikih brojeva (SZVB)
Neka je {vt, t = 1, n} niz strogo stacionarnih s × 1 sluqajnih vektora takvih
da je E(vt) = µ. Tada, pod odre�enim uslovima regularnosti

1

n

n∑
t=1

vt
P−→ µ.

Lema 2.2: Centralna graniqna teorema (CGT):
Neka je {vt, t = 1, n} niz strogo stacionarnih s × 1 sluqajnih vektora takvih
da je E(vt) = µ. Tada, pod odre�enim uslovima regularnosti

1√
n

n∑
t=1

(vt − µ)
D−→ N (0, S)

gde N (0, S) oznaqava s-dimenzionu normalnu raspodelu sa oqekiva�em 0 i pozi-
tivno definitnom kovarijacionom matricom

S = lim
n→∞

D
( 1√

n

n∑
t=1

(vt − µ)
)
.
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Poxto pretpostavka o strogoj stacionarnosti nije dovo	na da obezbedi
va�e�e ovih lema, a ci	 nam je da ilustrujemo osnovne ideje, pogodno je da
uvedemo slede�u pretpostavku:

Pretpostavka 2.4: Nezavisnost
Vektor vt = (xTt , z

T
t , et)

T je nezavisan od vt+s, za svako s 6= 0.

Ova pretpostavka nam, uz pretpostavku o strogoj stacionarnosti, govori
da vt qini iid (nezavisan i jednako raspode	en) proces.

Poka�imo prvo da je ocena parametra θ0 postojana. Imamo da je

θ̂n =
(( 1

n
XTZ

)
Wn

( 1

n
ZTX

))−1( 1

n
XTZ

)
Wn

( 1

n
ZTy

)
i y = Xθ0 + e, pa je

θ̂n = θ0 +
(( 1

n
XTZ

)
Wn

( 1

n
ZTX

))−1( 1

n
XTZ

)
Wn

( 1

n
ZT e

)
.

Iz teoreme Sluckog, dobijamo da je16

limpθ̂n = θ0 + limp

(( 1

n
XTZ

)
Wn

( 1

n
ZTX

))−1( 1

n
XTZ

)
Wn

( 1

n
ZT e

)
= θ0 +

(
limp

( 1

n
XTZ

)
limp(Wn)limp

( 1

n
ZTX

))−1

limp

( 1

n
XTZ

)
limp(Wn)limp

( 1

n
ZT e

)
.

Znamo da je limp(Wn) = W , pozitivno definitna matrica. Graniqno ponaxa�e
ostalih matrica dobijamo korix�e�em SZVB17

1

n
ZTX =

1

n

n∑
t=1

ztx
T
t

P−→ E(ztx
T
t )

1

n
ZT e =

1

n

n∑
t=1

ztet
P−→ E(ztet).

Pretpostavili smo da je rank(E(ztx
T
t )) = p, pa postoji inverz od E(xtz

T
t )WE(ztx

T
t )

i va�i da je
limpθ̂n = θ0 +ME(ztet)

gde je M = (F TF )−1F TW
1
2 i F = W

1
2E(ztx

T
t ). Populacioni uslov momenata nam

govori da je E(ztet) = 0, pa zak	uqujemo da je θ̂n postojana ocena za θ0.

16limp oznaqava limes u verovatno�i.
17Uz pretpostavku da oqekiva�a na desnoj strani postoje.
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Sada �elimo da poka�emo da ocena ima asimptotski normalnu raspodelu. Iz
prethodnog, imamo da je

√
n(θ̂n − θ0) =

(( 1

n
XTZ

)
Wn

( 1

n
ZTX

))−1( 1

n
XTZ

)
Wn

( 1√
n
ZT e

)
= Mnhn

gde je Mn =
((

1
n
XTZ

)
Wn

(
1
n
ZTX

))−1(
1
n
XTZ

)
Wn. Pokazali smo da Mn konver-

gira u verovatno�i matrici konstanti M =
(
E(xtz

T
t )WE(ztx

T
t )
)−1

E(xtz
T
t )W , a

primenom CGT dobijamo da

hn =
1√
n
ZT e =

1√
n

n∑
t=1

ztet
D−→ N (0, S)

gde je S = lim
n→∞

D
( 1√

n

n∑
t=1

ztet

)
i oqekiva�e je 0 zbog pretpostavke o va�e�u po-

pulacionog uslova momenata. Prema tome, dobijamo da

√
n(θ̂n − θ0)

D−→ N (0,MSMT ).

Ako je p = q, M se svodi na (E(ztx
T
t ))−1, pa je MSMT = (E(ztx

T
t ))−1S(E(xtz

T
t ))−1,

te ne zavisi od te�inske matrice.

Poxto smo opravdali asimptotsku normalnost ocene, mo�emo izvoditi
aproksimativne intervale povere�a za komponente vektora θ0 = (θ01, ..., θ0p)

T -
100(1− α)%-ni aproksimativni interval povere�a za θ0i, dat je sa

θ̂ni ± zα
2

√
[D̂a,n]ii
n

gde je θ̂ni i-ti element vektora θ̂n, [D̂a,n]ii (i, i)-ti element postojane ocene matrice
MSMT i zα

2
= Φ−1(1 − α

2
). Postojanu ocenu za MSMT mo�emo dobiti odre-

�iva�em postojanih ocena pojedinaqnih komponenata, jer iz teoreme Sluckog,

ako M̂n
P−→M i Ŝn

P−→ S, onda i M̂nŜnM̂
T
n

P−→MSMT .

Ranije smo pokazali da Mn =
((

1
n
XTZ

)
Wn

(
1
n
ZTX

))−1(
1
n
XTZ

)
Wn

P−→ M , pa

postav	amo M̂n = Mn. Ostaje jox da na�emo postojanu ocenu za S.

Pretpostavili smo da je ztet iid proces sa sred�om vrednox�u nula, pa je
E(etesztz

T
s ) = E(e2zzT ), ako je t = s, a 0 ako je t 6= s.

Prema tome,

S = lim
n→∞

1

n

n∑
t=1

n∑
s=1

E(etesztz
T
s ) = E(e2zzT ).
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Postojana ocena za S je data sa

Ŝn =
1

n

n∑
t=1

ê2
t ztz

T
t , gde je êt = yt − xTt θ̂n.

Na kraju, �elimo da izraqunamo asimptotsku raspodelu ocene uzoraqkog mo-
menta. Uobiqajeno je da se posmatra transformisana statistika koja se dobija

mno�e�em sleva sa W
1
2
n

W
1
2
n

1√
n
ZT e(θ̂n) = W

1
2
n

1√
n
ZT e−W

1
2
n

1

n
ZTX

√
n(θ̂n − θ0).

Poxto je
√
n(θ̂n − θ0) = Mnhn =

((
1
n
XTZ

)
Wn

(
1
n
ZTX

))−1(
1
n
XTZ

)
Wnhn, sledi da

je

W
1
2
n

1√
n
ZT e(θ̂n) = (Iq − Pn)W

1
2
n

( 1√
n
ZT e

)
= Tnhn

gde je Tn = (Iq − Pn)W
1
2
n , Pn = Fn(F T

n Fn)−1F T
n , a podsetimo se, Fn = W

1
2
n

(
1
n
ZTX

)
.

Tn konvergira u verovatno�i ka matrici konstanti T = (Iq − P )W
1
2 , P =

F (F TF )−1F T , a hn konvergira vektoru sa N (0, S) raspodelom. Dakle, imamo
sliqnu situaciju kao kod

√
n(θ̂n − θ0), pa zak	uqujemo da

W
1
2
n

1√
n
ZT e(θ̂n)

D−→ N (0, TST T ).

Pomenuli smo ranije vezu izme�u ocene uzoraqkog momenta i O uslova. Ona
se manifestuje i u asimptotskoj raspodeli, jer imamo da je

W
1
2
n

1√
n
ZT e(θ̂n) = (Iq − P )W

1
2

( 1√
n
ZT e

)
+ op(1)

pa je asimptotsko ponaxa�e W
1
2
n

1√
n
ZT e(θ̂n) odre�eno funkcijom podataka u O

uslovima - jasno je da asimptotska raspodela ocene uzoraqkog momenta ima oqeki-
va�e nula samo ako su O uslovi zadovo	eni u θ0.

2.3 Optimalni izbor te�inske matrice

Te�inska matrica igra va�nu ulogu u analizi, jer odre�uje taqnu prirodu
funkcije koju treba minimizovati, Qn(θ). Kao optimalna te�inska matrica
definixe se ona koja minimizuje asimptotsku disperziju ocene parametra (u
matriqnom smislu).

Znamo da
√
n(θ̂n− θ0)

D−→ N (0,MSMT ) i M =
(
E(xtz

T
t )WE(ztx

T
t )
)−1

E(xtz
T
t )W .

Dakle, prvo treba da odredimo optimalni izbor W , a onda da vidimo kako da
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konstruixemo matricu koja konvergira u verovatno�i ka �oj. Asimptotska di-
sperzija je oblika

Da(W ) =
(
E(xtz

T
t )WE(ztx

T
t )
)−1

E(xtz
T
t )WSWE(ztx

T
t )
(
E(xtz

T
t )WE(ztx

T
t )
)−1

.

Optimalan izbor zaW je matricaWmin takva da minimizuje Da(W ) u matriqnom
smislu, tj. takva da je Da(W )−Da(Wmin) pozitivno semi-definitna matrica za
bilo koji validan izbor matrice W . Pokazano je da je takvo Wmin = S−1.18 Ako
zamenimo ovu vrednost u izraz za asimptotsku disperziju, dobijamo efikasnu
granicu disperzije za oce�iva�e θ0 na osnovu uslova E(ztet(θ0)) = 0 (jer je za
bilo koji drugi izbor W Da(W ) bar toliko velika)

Da(S
−1) =

(
E(xtz

T
t )S−1E(ztx

T
t )
)−1

.

Da bismo konstruisali ocenu UMM koja dosti�e efikasnu granicu, dovo	no je
da postavimo Wn = Ŝ−1

n , gde je Ŝn postojana ocena za S. Ali kako da odredimo Ŝn?
Znamo da Ŝn zavisi od θ̂n, pa je nemogu�e odrediti je, a da prvo ne odredimo ocenu
parametra. Iako deluje da upadamo u problem, ovo se sre�om lako rexava, jer
je za postojanost Ŝn potrebno samo da bude konstruisana korix�e�em postojane
ocene od θ0 (ne i optimalne). Prema tome, koristi se slede�a procedura za ko-
nstruisa�e optimalne ocene parametra: U prvom koraku, ocenimo θ0 (postojanom)
ocenom na osnovu bilo kog validnog izbora Wn

19 i ovu ocenu iskoristimo da
konstruixemo Ŝn. U slede�em koraku, postav	amo Wn = Ŝ−1

n i dobijamo novu
ocenu za θ0. Ova dva koraka su dovo	na da dobijemo optimalnu ocenu (nazivamo
je dvostepena (optimalna) ocena), u smislu da je �ena asimptotska disperzija
Da(S

−1). Me�utim, qesto je korisno nastaviti ovu proceduru, jer deluje da bi
moglo biti bo	itaka u ponaxa�u na konaqnim uzorcima, dok �e asimptotsko
ponaxa�e ocene ostati isto u svakom koraku - ovako dobijena ocena naziva se
iterirana (optimalna) ocena.

2.4 Grexke u specifikaciji modela

Do sada smo smatrali da je pretpostav	eni statistiqki model taqan, ali
u praksi, na�alost, to qesto nije sluqaj, pa je va�no ispitati kako grexke u
specifikaciji utiqu na asimptotska svojstva ocene parametra i ocene uzoraqkog
momenta. Intutitivno, deluje da �e ovakve grexke imati xtetan uticaj na
zak	uqke, xto je motivisalo razvija�e testova za ispitiva�e korektnosti
specifikacije modela.

NekaM oznaqava pretpostav	eni statistiqki model. Prema tome,

M =⇒ E(ztet(θ0)) = 0, za ∀t i neko jedinstveno θ0 ∈ Θ.

18Za sada samo navodimo rezultat, dok �emo dokaz prikazati u opxtijem sluqaju u narednom
poglav	u.

19Najqex�e se koristi Wn = Iq ili Wn = ( 1nZ
TZ)−1.
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Ovo implicira da su i I i O uslovi zadovo	eni u θ0, pa je θ̂n postojana ocena
za θ0,

√
n(θ̂n − θ0) konvergira normalnoj raspodeli sa oqekiva�em 0 i 1√

n
ZT e(θ̂n)

konvergira normalnoj raspodeli sa oqekiva�em 0.

Ako posum�amo da M ne va�i, prirodno se name�u dve mogu�nosti. Prvo,
pravi model jeM1, koji, iako razliqit odM, zadovo	ava

M1 =⇒ E(ztet(θ∗)) = 0, za ∀t i neko jedinstveno θ∗ ∈ Θ

ili je pravi modelM2, takav da

M2 =⇒ @θ ∈ Θ takvo da je E(ztet(θ)) = 0, za ∀t.

Ako je p = q, onda E(ztet(θ)) = 0 predstav	a skup od p jednaqina sa p nepoznatih,
pa mora imati rexe�e. Prema tome, drugi sluqaj mo�e biti istinit samo ako je
p < q.

Pretpostavimo sada da je taqan modelM1. M iM1 imaju iste pretpostavke o
E(ztet(θ)) i jedina razlika je u vrednosti parametra za koju je populacioni uslov
momenata zadovo	en. Ako je taqan modelM1, I i O uslovi su zadovo	eni u θ∗, pa

θ̂n
P−→ θ∗,

√
n(θ̂n−θ∗) konvergira normalnoj raspodeli sa oqekiva�em 0 i 1√

n
ZT e(θ̂n)

konvergira normalnoj raspodeli sa oqekiva�em 0. Dakle, jedina razlika izme�u
ova dva modela je u vrednosti parametra kojoj ocena konvergira. Me�utim, kako
nijedan model ne govori nixta o vrednosti θ koja zadovo	ava populacioni uslov
momenata osim da je jedinstvena, ne mogu se razlikovatiM iM1 na osnovu samo
E(ztet(θ)).

Me�utim, ako je taqan model M2, onda nema vrednosti θ koja zadovo	ava
populacioni uslov momenata, ali mora postojati rexe�e I uslova, jer formiraju
skup od p jednaqina sa p nepoznatih. Ako je to rexe�e θ∗, onda θ̂n

P−→ θ∗. Mogu�e
je opisati i asimptotsko ponaxa�e ocene, ali je analiza dosta komplikovanija
nego pri modelu M. Glavna razlika se ogleda u ponaxa�u ocene uzoraqkog

momenta - ispostav	a se da W
1
2
n

1√
n
ZT e(θ̂n) ne konvergira u raspodeli.

Jasno je da su nam neophodni testovi koji �e ispitivati da li je pretposta-
v	eni model taqan. Iz diskusije vidimo da je nemogu�e razlikovati M i M1

samo na osnovu 1√
n
ZT e(θ̂n), me�utim, oqekujemo da �emo mo�i da razlikujemoM i

M2 na osnovu ocene uzoraqkog momenta, pa se odatle i rodila ideja za kreira�e
testova koji se zasnivaju na O uslovima. Testovi se baziraju na Qn(θ̂n), jer smo
rekli da ova statistika meri koliko je daleko uzorak od zadovo	ava�a O uslova.
Definixemo test zasnovan na O uslovima (naziva se i J-test), koji otkriva kada
je pravi modelM2, sa

Jn = nQn(θ̂n) =
( 1√

n
e(θ̂n)TZ

)
Ŝ−1
n

( 1√
n
ZT e(θ̂n)

)
.
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Pri nultoj hipotezi
H0 : E(ztet(θ0)) = 0

Jn
D−→ χ2

q−p. Ispostavi�e se da se isti test koristi i da isti rezultat va�i i u
opxtijem, nelinearnom sluqaju.

2.5 Zak	uqak

U ovom poglav	u smo uveli glavne elemente uopxtene metode momenata ko-
riste�i primer oce�iva�a instrumentima u linearnim regresionim modelima.
Ovaj specijalni sluqaj nam omogu�ava da istaknemo k	uqne aspekte metode, koje
�emo ispitivati u opxtijem sluqaju u narednim poglav	ima:

1) Identifikacija: Da bi oce�iva�e bilo uspexno, populacioni uslov
momenata mora biti taqan i mora obezbediti dovo	no informacija da se jedi-
nstveno odredi vektor parametara.

2) I i O uslovi: Oce�iva�e kod preidentifikovanih modela uk	uquje deko-
mpoziciju uslova momenata na I i O uslove. I uslovi sadr�e informacije koje
se koriste u oce�iva�u, a O uslovi predstav	aju ostatak.

3)Ocena parametra: Ocena parametra je postojana i ima graniqnu normalnu
raspodelu20.

4) Ocena uzoraqkog momenta: Ocena uzoraqkog momenta ima graniqnu
normalnu raspodelu, qije osobine zavise od funkcije podataka u O uslovima.

5) Oce�iva�e asimptotske kovarijacione matrice: Da bismo mogli da
izvodimo praktiqne zak	uqke na osnovu asimptotske normalnosti, neophodno je
da postojano ocenimo asimptotsku disperziju uzoraqkog momenta.

6) Optimalni izbor te�inske matrice: Optimalni izbor te�inske
matrice zavisi od asimptotske disperzije uzoraqkog momenta, pa je potrebno
sprovoditi dvostepeno ili iterirano oce�iva�e.

7) Dijagnostika modela: J-test obezbe�uje bazu za testira�e korektnosti
specifikacije modela korix�e�em ocene uzoraqkog momenta.

U narednom poglav	u pokaza�emo kako se UMM prime�uje u nelinearnim mo-
delima, osla�aju�i se na teme	e postav	ene u ovom poglav	u i ispitati kako se
ovih sedam k	uqnih taqaka me�aju u tom sluqaju.

20Kada je skalirana na odgovaraju�i naqin.

22



3 UMM u korektno specifikovanim modelima

U prethodnom poglav	u smo uveli osnovne pojmove UMM, izveli osnovne za-
k	uqke i naveli neke od problema koji mogu nastati. Iako se prethodno poglav	e
zasnivalo na linearnim modelima, intuicija se prenosi i na komplikovanije
sluqajeve, odnosno na nelinearne modele. Na�alost, u praksi se najqex�e sre�emo
sa ovakvim modelima, koji vode do populacionih uslova momenata koji uk	uquju
nelinearne funkcije podataka i parametara. U ovom poglav	u izvex�emo ocene,
ispitati �ihovo asimptotsko ponaxa�e i videti koji problemi mogu nastati
(tokom ovog poglav	a pretpostav	amo da je model korektno specifikovan).

3.1 Populacioni uslov momenata i identifikacija
parametra

Analizu �emo zapoqeti formulisa�em populacionog uslova momenata, bez
pokuxaja da karakterizujemo proces generisa�a podataka koji stoji iza �ega.
Ovaj uslov uk	uquje funkciju g(., .), qiji su argumenti r× 1 sluqajni vektor vt i
p× 1 vektor nepoznatih parametara θ0. Pre nego xto formulixemo populacioni
uslov momenata, neophodno je da postavimo neka ograniqe�a na podatke i
funkciju g.

Pretpostavka 3.1: Stroga stacionarnost
Sluqajni vektori {vt ∈ V ⊂ Rr, t ∈ R} formiraju strogo stacionaran sluqajni
proces.

Pretpostavka 3.2: Uslovi regularnosti za g
Funkcija g : V ×Θ→ Rq, q <∞, zadovo	ava:
1) Neprekidna je na Θ za svako vt ∈ V ;
2) E(g(vt, θ)) postoji i konaqno je za svako θ ∈ Θ;
3) E(g(vt, θ)) je neprekidno na Θ.

Pretpostavka 3.3: Populacioni uslov momenata
Sluqajni vektor vt i vektor parametara θ0 zadovo	avaju q × 1 populacioni
uslov momenata E(g(vt, θ0)) = 0.

Kao i kod linearnih modela, ovaj uslov se mo�e koristiti za oce�iva�e
samo ako obezbe�uje dovo	no informacija da se jedinstveno odredi θ0. Me�utim,
ovde je situacija dosta komplikovanija nego kod linearnih modela, jer smo
tamo identifikaciju parametra mogli ispitati jednostavnim uslovom koji
zavisi samo od podataka. U nelinearnim modelima, identifikacija mo�e biti
neuspexna zbog osobina podataka, vt, ali i zbog osobina g kao funkcije po θ, ili
kombinacije ova dva razloga. Prema tome, ovde moramo proxiriti analizu, pa
uvodimo pojmove globalne i lokalne identifikacije.
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Pretpostavka 3.4: Globalna identifikacija
E(g(vt, θ)) 6= 0,∀θ ∈ Θ, takvo da je θ 6= θ0.

Dakle, globalna identifikacija nam govori da populacioni uslov momenata
va�i za samo jednu vrednost iz celog parametarskog prostora. U prethodnom
poglav	u smo izveli relativno jednostavan uslov za globalnu identifikaciju,
pa bismo svakako voleli da razvijemo nexto sliqno i za nelinearne modele.
Na�alost, ovo se obiqno ne mo�e uraditi, jer je nemogu�e prona�i korisnu
alternativnu reprezentaciju g(vt, θ) koja va�i za ∀θ ∈ Θ, kao xto smo to imali
kod linearnih modela, odakle smo izveli uslov koji treba da bude zadovo	en
da bi parametar bio identifikovan21. Me�utim, to je mogu�e uraditi na nekoj
pogodno odabranoj okolini od θ0. Cena ovog pristupa je xto sada izvodimo uslove
identifikacije samo na ovoj okolini (ovo se naziva lokalnom identifikaci-
jom). Naravno, lokalna identifikacija ne garantuje globalnu, ali globalna
ne mo�e va�iti bez lokalne. Da bismo izveli uslov lokalne identifikacije,
potrebno je da definixemo slede�i pojam - skup Dε = {θ : ||θ − θ0|| < ε} ⊂ Θ
nazivamo ε-okolinom od θ0. Tako�e, uvodimo slede�u pretpostavku:

Pretpostavka 3.5: Uslovi regularnosti za dg(vt,θ)
dθT

1) Matrica izvoda dg(vt,θ)
dθT

postoji i neprekidna je na Θ za svako vt ∈ V ;
2) θ0 je unutrax�a taqka Θ;

3) E(dg(vt,θ0)
dθT

) postoji i konaqno je.

Uslov lokalne identifikacije izvodimo iz Tejlorovog razvoja funkcije g
na Dε za dovo	no malo ε

g(vt, θ) = g(vt, θ0) +
dg(vt, θ0)

dθT
(θ − θ0).

Ako pro�emo oqekiva�em, poxto nam va�e�e populacionog uslova momenata go-
vori da je E(g(vt, θ0)) = 0, uz prethodnu pretpostavku dobijamo da je

E(g(vt, θ)) = E

(
dg(vt, θ0)

dθT

)
(θ − θ0).

Dobijamo formu sliqnu onoj koju smo imali kod linearnih modela22. Prema
tome, koriste�i sliqnu logiku, uvodimo slede�i uslov lokalne identifikacije
(kao uopxte�e onog kojeg smo imali kod linearnih modela):

21Oni su specijalan sluqaj za g(vt, θ) = ztet(θ), a E(ztet(θ)) = E(ztx
T
t )(θ0 − θ), odakle smo

izveli da za identifikaciju mora biti rank(E(ztx
T
t )) = p.

22Tamo je g(vt, θ) = ztet(θ), pa je dg(vt,θ0)
dθT

= −ztxTt (i imamo globalnu identifikaciju, jer
razvoj va�i za svako θ, a ne samo na okolini θ0).
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Pretpostavka 3.6: Lokalna identifikacija
rank

(
E
(dg(vt,θ0)

dθT

))
= p.

Ovaj uslov implicira da se parametar ne mo�e identifikovati ako je q < p, xto
je u skladu sa onim xto smo imali kod linearnih modela, ali nije bilo odmah
oqigledno iz uslova globalne identifikacije. Prisetimo se, identifikacija
mo�e biti neuspexna i ako je q ≥ p, ako nam populacioni uslov momenata ne
obezbe�uje dovo	no informacija da jedinstveno odredimo θ0.

3.2 Ocena parametra

U uvodu smo naveli da se ocena parametra uopxtenom metodom momenata po
definiciji dobija kao vrednost θ koja minimizuje

Qn(θ) =
( 1

n

n∑
t=1

g(vt, θ)
)T
Wn

( 1

n

n∑
t=1

g(vt, θ)
)
.

Prema tome, ocena je definisana sa

θ̂n = argmin
θ∈Θ

Qn(θ).

Pretpostavka 3.7: Osobine te�inske matrice
Matrica Wn je pozitivno semi-definitna matrica koja konvergira u
verovatno�i pozitivno definitnoj matrici konstanti W .

Ako va�i pretpostavka o regularnosti dg(vt,θ)
dθT

, onda minimizacija implicira

da mora biti dQn(θ̂n)
dθ

= 0. Odavde dobijamo da θ̂n zadovo	ava

( 1

n

n∑
t=1

dg(vt, θ̂n)

dθT
)T
Wn

( 1

n

n∑
t=1

g(vt, θ̂n)
)

= 0.

Kod linearnih modela, mogli smo ovo da reximo i dobijemo eksplicitni izraz za
θ̂n, me�utim, u nelinearnim modelima, to najqex�e nije mogu�e. Sre�om, napre-
dova�e kompjuterske tehnologije je omogu�ilo razvoj tehnika numeriqke opti-
mizacije koje se mogu koristiti za izraqunava�e θ̂n.

3.3 I i O uslovi

Sama definicija ocene UMM ne zahteva da g bude diferencijabilna po θ,
me�utim, ako jeste, ocenu parametra mo�emo definisati kao rexe�e prethodne
jednaqine. Ovo nam je va�no zbog interpretacije UMM metodom momenata, jer
ona, kao i kod linearnih modela, vodi do dekompozicije populacionog uslova
momenata na I i O uslove. Ovo razlaga�e je korisno za razumeva�e osobina
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metode, a kasnije igra k	uqnu ulogu u formira�u testova specifikacije
modela, pa proxirujemo raniju priqu o dekompoziciji na nelinearne modele
(zadr�avamo pretpostavku o regularnosti izvoda).

Ako pogledamo prethodnu jednaqinu, vidimo da se ocena UMM bazirana na
populacionom uslovu momenata E(g(vt, θ0)) = 0 mo�e interpretirati kao ocena
metodom momenata bazirana na

F (θ0)TW
1
2E(g(vt, θ0)) = 0

gde je F (θ0) = W
1
2E
(dg(vt,θ0)

dθT

)
. Ova jednaqina implicira da je rank(F (θ0))

linearnih kombinacija od W
1
2E(g(vt, θ0)) jednako 0. Pretpostavka o lokalnoj

identifikaciji nam govori da je ovaj rang bax p, pa nam kao i kod linearnih
modela, ova interpretacija daje vezu izme�u oce�iva�a i identifikacije - p
parametara modela je lokalno identifikovano, ako se oce�iva�e bazira na p
linearno nezavisnih jednaqina. U ovom sluqaju, prethodna jednaqina ima dobro
definisano rexe�e u θ0. Me�utim, mogu postojati i druge taqke parametarskog
prostora u kojima ova jednaqina ima dobro definisano rexe�e - ova mogu�nost
se isk	uquje pretpostavkom o globalnoj identifikaciji.

Ako je p = q, te�inska matrica ne igra ulogu u analizi, jer je prethodna
jednaqina ekvivalentna sa E(g(vt, θ0)) = 0. Me�utim, ako je p < q, onda postoji
razlika izme�u informacija koje se koriste u oce�iva�u i informacija koje
nosi populacioni uslov momenata. Sliqno kao kod linearnih modela, mo�emo
razlo�iti populacioni uslov momenata na I i O uslove. I uslovi (deo koji se
koristi u oce�iva�u) su dati sa

F (θ0)(F (θ0)TF (θ0))−1F (θ0)TW
1
2E(g(vt, θ0)) = 0

a O uslovi sa

(Iq − F (θ0)(F (θ0)TF (θ0))−1F (θ0)T )W
1
2E(g(vt, θ0)) = 0.

Ponovo, osobine ovih uslova se odra�avaju na �ihovim uzoraqkim analogo-
nima - poxto se I uslovi koriste u oce�iva�u, �ihovi uzoraqki analogoni su
zadovo	eni u θ̂n, dok se O uslovi zanemaruju pri oce�iva�u, pa �ihovi uzoraqki
analogoni nisu zadovo	eni u opxtem sluqaju.

Kao i kod linearnih modela, imamo interesantnu vezu izme�uO uslova i ocene
uzoraqkog momenta. Va�i da je

W
1
2
n

( 1

n

n∑
t=1

g(vt, θ̂n)
)

= (Iq − Fn(θ̂n)(Fn(θ̂n)TFn(θ̂n))−1F (θ̂n)T )W
1
2
n

( 1

n

n∑
t=1

g(vt, θ̂n)
)
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gde je Fn(θ) = W
1
2
n

(
1
n

n∑
t=1

dg(vt, θ)

dθT
)
, pa vidimo da je transformisana ocena uzo-

raqkog momenta uzoraqki analogon funkciji podataka koja se pojav	uje u O
uslovima. Prema tome, Qn(θ̂n) se mo�e interpretirati kao mera koliko je uzorak
daleko od toga da zadovo	i O uslove.

3.4 Asimptotska svojstva ocene parametra i ocene uzo-
raqkog momenta

Da bismo razvili asimptotsku teoriju, neophodno je da postavimo dodatne
uslove na vt

23.

Pretpostavka 3.8 Ergodiqnost
Sluqajni proces {vt, t ∈ R} je ergodiqan.

3.4.1 Postojanost

Da bismo ispitali postojanost, razmotri�emo xta se dexava ako primenimo
sliqan princip minimizacije na populacioni analogon od Qn(θ)

Q0(θ) = (E(g(vt, θ))
TWE(g(vt, θ)).

Populacioni uslov momenata implicira da je Q0(θ0) = 0, a ako pretpostavimo
da va�i uslov globalne identifikacije, uz pozitivnu definitnost W , va�i da
je Q0(θ) > 0, ∀θ 6= θ0, pa Q0(θ) dosti�e jedinstveni minimum u θ = θ0. Intuicija
nala�e da ako θ̂n minimizuje Qn(θ) i Qn(θ) konvergira u verovatno�i ka funkciji
Q0(θ), qiji je jedinstveni minimum θ0 - onda �e i θ̂n konvergirati u verovatno�i
ka θ0. Me�utim, ne mora nu�no minimum niza funkcija konvergirati minimumu
graniqne funkcije, ali je dovo	no da Qn(θ) konvergira uniformno ka Q0(θ) da
bi to va�ilo. Moramo pretpostaviti slede�e:

Pretpostavka 3.9: Kompaktnost Θ
Skup Θ je kompaktan.

Pretpostavka 3.10: Ograniqenost
E(sup

θ∈Θ
||g(vt, θ)||) <∞.

Sada mo�emo dobiti uniformnu konvergenciju:

23Bi�e nam potrebni SZVB i CGT, a stacionarnost, sama po sebi, nije dovo	na za �ihovu
primenu.
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Lema 3.1: Uniformna konvergencija u verovatno�i Qn(θ)

Ako va�e pretpostavke 3.1, 3.2, 3.7-3.10, tada sup
θ∈Θ
|Qn(θ)−Q0(θ)| P−→ 0.

Teorema 3.1: Postojanost ocene parametra

Ako va�e pretpostavke 3.1-3.4, 3.7-3.10, tada θ̂n
P−→ θ0.

Dokaz:

Dokaz teoreme �emo izvesti iz dva koraka.
1.korak: Pokazujemo da uslovi teoreme impliciraju da lim

n→∞
P (0 ≤ Q0(θ̂n) < ε) = 1,

za ∀ε > 0, xto znaqi da θ̂n minimizuje Q0(θ) sa verovatno�om 1, kad n→∞.
Lema nam govori da razlika izme�u Qn(θ) i Q0(θ) nestaje sa verovatno�om 1,
kad n→∞, za ∀θ ∈ Θ.

Po definiciji θ̂n ∈ Θ, pa je iz leme lim
n→∞

P (|Qn(θ̂n)−Q0(θ̂n)| < ε

3
) = 1, za ∀ε > 0.

Iz ovoga sledi da je

lim
n→∞

P (Q0(θ̂n) < Qn(θ̂n) +
ε

3
) = 1.

Poxto θ̂n minimizuje Qn(θ), sledi da je

lim
n→∞

P (Qn(θ̂n) < Qn(θ0) +
ε

3
) = 1.

Tako�e, θ0 ∈ Θ, pa va�i

lim
n→∞

P (Qn(θ0) < Q0(θ0) +
ε

3
) = 1.

Iz kombinacije prva dva uslova dobijamo

lim
n→∞

P (Q0(θ̂n) < Qn(θ0) +
2ε

3
) = 1

a kada ovo kombinujemo sa tre�om tvrd�om dobijamo

lim
n→∞

P (Q0(θ̂n) < Q0(θ0) + ε) = 1.

Prema tome, pokazali smo xta smo �eleli, jer pretpostavka o va�e�u
populacionog uslova momenata implicira da je Q0(θ0) = 0, a pozitivna
definitnost W da je Q0(θ) ≥ 0, ∀θ.

2.korak: Pokazujemo da deo dokazan u prvom koraku implicira postojanost
ocene.
Neka je D otvoren podskup Θ, takav da θ0 ∈ D, a Dc �egov komplement u
odnosu na Θ. Dc je zatvoren podskup kompaktnog skupa, pa je i sam kompaktan,
a poxto je Q0(θ) neprekidna funkcija, sledi da ona ima infimum na Dc.
Poxto smo pretpostavili da va�i uslov globalne identifikacije, sledi da

28



je ovaj infimum strogo pozitivan (jer θ0 6∈ Dc). Prema tome, ako postavimo
ε := inf

θ∈Dc
Q0(θ), iz prvog koraka imamo da

lim
n→∞

P (Q0(θ̂n) < inf
θ∈Dc

Q0(θ)) = 1

xto implicira da je limn→∞ P (θ̂n 6∈ Dc) = 1, pa je limn→∞ P (θ̂n ∈ D) = 1. Poxto
ovo va�i za svaki izbor otvorenog skupa D ⊂ Θ, bez obzira koliko mali on bio,
mora va�iti da je lim

n→∞
P (θ̂n = θ0) = 1, xto smo i �eleli da poka�emo.

3.4.2 Asimptotska normalnost

Uvedimo slede�e oznake: gn(θ) =
1

n

n∑
t=1

g(vt, θ) i Gn(θ) =
1

n

n∑
t=1

dg(vt, θ)

dθT
.

�elimo da poka�emo da
√
n(θ̂n−θ0) te�i normalnoj raspodeli, pa nam je potreban

odgovaraju�i izraz za
√
n(θ̂n − θ0) iz koga �emo mo�i to da zak	uqimo. �ega

�emo dobiti primenom teoreme o sred�oj vrednosti diferencijalnog raquna, pa
moramo pretpostaviti da va�i pretpostavka o regularnosti izvoda. Iz teoreme
dobijamo da va�i

gn(θ̂n) = gn(θ0) +Gn(θ̂n, θ0, λn)(θ̂n − θ0)

gde jeGn(θ̂n, θ0, λn) q×p matrica qiji i-ti red odgovara i-tom redu matriceGn(θ
(i)

n ),

a θ
(i)

n = λniθ0 +(1−λni)θ̂n, za neko λni ∈ [0, 1] i λn = (λn1, ..., λnq)
T . Ako pomno�imo

prethodnu jednakost sa Gn(θ̂n)TWn sleva, dobijamo

0 = Gn(θ̂n)TWngn(θ̂n) = Gn(θ̂n)TWngn(θ0) +Gn(θ̂n)TWnGn(θ̂n, θ0, λn)(θ̂n − θ0).

Prema tome, dobijamo da je

θ̂n − θ0 = −
(
Gn(θ̂n)TWnGn(θ̂n, θ0, λn)

)−1
Gn(θ̂n)TWngn(θ0)

pa je

√
n(θ̂n − θ0) = −

(
Gn(θ̂n)TWnGn(θ̂n, θ0, λn)

)−1
Gn(θ̂n)TWn

√
ngn(θ0) = −Cn

√
ngn(θ0).

Dobili smo istu strukturu kao kod linearnih modela - sluqajna matrica Cn
puta sluqajni vektor

√
ngn(θ0). Sada ispitujemo svaku od ovih komponenata.

Graniqnu raspodelu sluqajnog vektora
√
ngn(θ0) dobijamo iz verzije CGT koju

�emo dole formulisati, a da bi ona mogla da se primeni, neophodno je da va�i
slede�a pretpostavka:
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Pretpostavka 3.11: Osobine disperzije uzoraqkog momenta
1) E(g(vt, θ0)g(vt, θ0)T ) postoji i konaqno je;
2) lim

n→∞
D(
√
ngn(θ0)) = S postoji i S je pozitivno definitna matrica sa

konaqnim vrednostima.

Lema 3.2: CGT za
√
ngn(θ0)

Ako va�e pretpostavke 3.1, 3.3, 3.8 i 3.11, onda
√
ngn(θ0)

D−→ N (0, S).

Slede�i korak je da ispitamo graniqno ponaxa�e matrice

Cn =
(
Gn(θ̂n)TWnGn(θ̂n, θ0, λn)

)−1
Gn(θ̂n)TWn. Pretpostavka je da Wn

P−→ W .

Pogledajmo sada ostale komponente. Poxto θ̂n
P−→ θ0, a θ

(i)

n = λniθ0 + (1 − λni)θ̂n,
za neko λni ∈ [0, 1], te stoga le�i na du�i koja spaja θ̂n i θ0, mora va�iti da

θ
(i)

n
P−→ θ0, za ∀i. Da bismo odredili qemu te�e Gn(θ̂n) i Gn(θ̂n, θ0, λn), potrebne su

nam slede�e dve pretpostavke:

Pretpostavka 3.12: Neprekidnost E
(dg(vt,θ)

dθT

)
E
(
dg(vt,θ)
dθT

)
je neprekidna na nekoj ε-okolini od θ0 Dε.

Pretpostavka 3.13: Uniformna konvergencija Gn(θ)

sup
θ∈Dε
||Gn(θ)− E

(dg(vt,θ)
dθT

)
|| P−→ 0.24

Lema 3.3: Konvergencija Gn(θ̂n) i Gn(θ̂n, θ0, λn)

Ako va�e pretpostavke 3.1-3.5, 3.7-3.10, 3.12 i 3.13 onda Gn(θ̂n)
P−→ G0

i Gn(θ̂n, θ0, λn)
P−→ G0, gde je G0 = E

(dg(vt,θ0)
dθT

)
.

Korix�e�em teoreme Sluckog, zak	uqujemo da Cn
P−→ (GT

0WG0)−1GT
0W = C.

Dakle, kao i kod linearnih modela,
√
n(θ̂n − θ0) je proizvod matrice koja ko-

nvergira u verovatno�i matrici konstanti i sluqajnog vektora koji konvergira
normalnoj raspodeli.

Teorema 3.2: Asimptotska normalnost ocene parametra

Ako va�e pretpostavke 3.1-3.5 i 3.7-3.13 onda
√
n(θ̂n − θ0)

D−→ N (0, CSCT ).

Sada mo�emo izvesti aproksimativne intervale povere�a za komponente ve-
ktora θ0. Teorema implicira da je aproksimativni 100(1 − α)%-ni interval
povere�a za θ0i

θ̂ni ± zα
2

√
[D̂a,n]ii
n

24Za matricu A, definixemo ||A|| = (tr(ATA))
1
2 , a za vektor a, ||a|| = (aTa)

1
2 .
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gde je θ̂ni i-ti element vektora θ̂n, [D̂a,n]ii (i, i)-ti element postojane ocene matrice
CSCT i zα

2
= Φ−1(1 − α

2
). Kao i kod linearnih modela, prirodno je da se ocena

matrice CSCT bazira na postojanim ocenama C i S. Me�utim, sada se Cn ne mo�e

iskoristiti, jer, iako je postojana, vrednosti θ
(i)

n su nepoznate. Ovaj problem

je sre�om lako rexiv, korix�e�em ocene Ĉn =
(
Gn(θ̂n)TWnGn(θ̂n)

)−1
Gn(θ̂n)TWn.

Me�utim, oce�iva�e S je dosta komplikovanije i zahteva posebnu diskusiju, na
koju �emo se vratiti kasnije.

3.4.3 Ocena uzoraqkog momenta

Sada �elimo da izvedemo asimptotsku raspodelu za W
1
2
n
√
ngn(θ̂n). Vratimo se

ponovo na razvoj
gn(θ̂n) = gn(θ0) +Gn(θ̂n, θ0, λn)(θ̂n − θ0).

Ako pomno�imo sa W
1
2
n
√
n sleva, dobijamo da je

W
1
2
n

√
ngn(θ̂n) = W

1
2
n

√
ngn(θ0) +W

1
2
n Gn(θ̂n, θ0, λn)

√
n(θ̂n − θ0).

Poxto je
√
n(θ̂n − θ0) = −

(
Gn(θ̂n)TWnGn(θ̂n, θ0, λn)

)−1
Gn(θ̂n)TWn

√
ngn(θ0), sledi

da je

W
1
2
n

√
ngn(θ̂n) = TnW

1
2
n

√
ngn(θ0)

gde je Tn = Iq − W
1
2
n Gn(θ̂n, θ0, λn)

(
Gn(θ̂n)TWnGn(θ̂n, θ0, λn)

)−1
Gn(θ̂n)T (W

1
2
n )T .

Vidimo da W
1
2
n
√
ngn(θ̂n) zapravo ima istu strukturu kao

√
n(θ̂n − θ0) - sluqajna

matrica puta sluqajni vektor
√
ngn(θ0) koji konvergira normalnoj raspodeli.

Dakle, na isti naqin mo�emo izvesti slede�u teoremu:

Teorema 3.3: Asimptotska normalnost ocene uzoraqkog momenta
Ako va�e pretpostavke 3.1-3.5, 3.7-3.13, onda

W
1
2
n
√
ngn(θ̂n)

D−→ N (0, TW
1
2S(W

1
2 )TT T ), gde je T = (Iq − P (θ0)) i

P (θ0) = F (θ0)(F (θ0)TF (θ0))−1F (θ0)T .

Veza izme�u ocene uzoraqkog momenta i O uslova se manifestuje u

asimptotskoj raspodeli. Poxto je W
1
2
n
√
ngn(θ̂n) = TnW

1
2
n
√
ngn(θ0), sledi da je

W
1
2
n

√
ngn(θ̂n) = (Iq − P (θ0))W

1
2
√
ngn(θ0) + op(1).

Dakle, asimptotsko ponaxa�e ocene uzoraqkog momenta je odre�eno funkcijom
podataka koja se pojav	uje u O uslovima.
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3.5 Oce�iva�e S

Da bismo zapoqeli analizu i uveli tehnike oce�iva�a S, za poqetak pogleda-
jmo malo bo	e �enu strukturu. Definisali smo S sa25

S = lim
n→∞

D(
√
ngn(θ0)) = lim

n→∞
D(

1√
n

n∑
t=1

gt)

= lim
n→∞

E
(( 1√

n

n∑
t=1

gt − E
( 1√

n

n∑
t=1

gt
))( 1√

n

n∑
t=1

gt − E
( 1√

n

n∑
t=1

gt
))T)

= lim
n→∞

E
(( 1√

n

n∑
t=1

(
gt − E(gt)

))( 1√
n

n∑
t=1

(
gt − E(gt)

))T)
= lim

n→∞
E
(( 1

n

n∑
t=1

n∑
s=1

(gt − E(gt))(gs − E(gs))
T
)
.

Pretpostavka o stacionarnosti implicira da je E
(
(gt−E(gt))(gt−j−E(gt−j))

T
)

=
Γj za ∀t i ∀j ≥ 0, pa je

S = Γ0 + lim
n→∞

( n−1∑
j=1

(n− j
n

)
(Γj + ΓTj )

)
= Γ0 +

∞∑
j=1

(Γj + ΓTj ).

Matrica Γj predstav	a j-tu autokovarijacionu matricu od gt, pa je jasno je da
�e oce�iva�e S zahtevati odre�ene pretpostavke o ovim autokovarijacionim
matricama. U ovom poglav	u razmotri�emo ocene koje su predlo�ene pri dve
razliqite pretpostavke o prirodi gt. Prvo �emo posmatrati sluqaj gde {gt}
formira serijski nekorelisan proces, a zatim se fokusiramo na opxtiji sluqaj
koji uk	uquje serijsku korelisanost. U okviru ove diskusije, pozabavi�emo se
klasom HAC matrica ocena26.

Serijski nekorelisan proces

Ako je {gt} serijski nekorelisan proces, onda je Γj = 0 za j 6= 0, pa je S =
SSU = Γ0 = E(gtg

T
t ). Prirodno, ovo nas vodi do ocene27

ŜSU =
1

n

n∑
t=1

ĝtĝ
T
t

i mo�e se pokazati da ŜSU
P−→ SSU . Primetimo da je matrica ŜSU po konstrukciji

pozitivno semi-definitna jer je ŜSU = 1
n
GTG, gde je G n × q matrica sa t-tim

25gt := g(vt, θ0).
26Heteroskedasticity and autocorrelation covariance consistent estimators.
27ĝt := g(vt, θ̂n).
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redom ĝTt .

HAC ocene

Sada �elimo da konstruixemo ocene koje �e biti postojane za S u prisustvu

serijske korelisanosti. Vratimo se ukratko na izraz za S: S = Γ0 +
∞∑
j=1

(Γj + ΓTj ).

Prirodno je da pokuxamo da ocenimo S odseca�em beskonaqne sume i korix�e�em
uzoraqkih autokovarijacija za oce�iva�e �ihovih populacionih analogona. Ovo
nas vodi do ocene

ŜTR = Γ̂0 +
bn∑
j=1

(Γ̂j + Γ̂Tj )

gde je Γ̂j = 1
n

n∑
t=j+1

ĝtĝ
T
t−j. Pokazano je da pod odre�enim uslovima ŜTR konvergira

u verovatno�i pozitivno definitnoj matrici, ali mo�e biti nedefintna na
konaqnim uzorcima, pri qemu problem ne potiqe od odseca�a, ve� od te�ina
koje su dode	ene uzoraqkim autokovarijacijama u ŜTR.

Ideja koja se krije iza klase HAC matrica je konstruisa�e ocene u kojoj je
uticaj uzoraqkih autokovarijacija dovo	no sma�en na konaqnim uzorcima da bi
va�ila pozitivna semi-definitnost - ovo posti�emo dodava�em odgovaraja�ih
te�ina autokovarijacijama, koje odra�avaju ovo svojstvo, ali te�e 1 kad n→∞
da bi se osigurala postojanost. HAC klasa se sastoji od ocena oblika

ŜHAC = Γ̂0 +
n−1∑
j=1

wjn(Γ̂j + Γ̂Tj )

gde je wjn odgovaraju�a te�ina (qesto se naziva i jezgrom). Jezgro se bira tako da
obezbedi postojanost i semi-definitnost, a najpoznatija i najqex�e korix�ena
jezgra data su u slede�oj tabeli:

Jezgro Podrazumevano bn wjn
Jezgro odseca�a [4( n

100
)
1
5 ] 1, za aj < 1 0, za aj ≥ 1

Bartlet [4( n
100

)
1
4 ] 1− aj, za aj ≤ 1 0, za aj > 1

Parzen [4( n
100

)
4
25 ] 1− 6a2

j + 6a3
j , za 0 ≤ aj ≤ 0.5 2(1− aj)3, za 0.5 ≤ ai ≤ 1 0, za aj > 1

Kvadratno spektralno [4( n
100

)
4
25 ] 25

12π2d2j

(
sin(mj)

mj
− cos(mj)

)
aj = j

bn+1
, dj = j

bn
, mj =

6πdj
5

Parametar bn mora biti nenegativan i on kontrolixe koliko je autokovarijacija
uk	uqeno u HAC ocenu kada se koriste jezgro odseca�a, Bartlet ili Parzen
jezgro. U ovim sluqajevima, bn mora biti ceo broj, dok kod kvadratnog spektralnog
jezgra ne mora biti. Izbor jezgra i bn odre�uje statistiqka svojstva ocene ŜHAC .
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Naravno, pita�e koje se prirodno name�e je koje bi jezgro trebalo koristiti. Pre
svega, vidimo da jezgro odseca�a odgovara ŜTR, pa je ŜTR specijalni sluqaj HAC
ocene. Me�utim, ono se re�e koristi, upravo zbog navedenih razloga. Vrxene
su razne simulacione studije u ci	u odre�iva�a najpogodnijeg jezgra, u kojima
su dobijeni razliqiti rezultati, ali opxti zak	uqak je da zapravo nije mogu�e
jasno rangira�e. Me�utim, zak	uqeno je da izbor jezgara i nije naroqito va�an,
ve� da bn igra mnogo znaqajniju ulogu u ponaxa�u ŜHAC na konaqnim uzorcima.
Za postojanost, bn mora te�iti beskonaqnosti kad n → ∞. Pokazano je da je
asimptotska sred�e kvadratna grexka minimalna za bn = O(n

1
3 ) za Bartlet je-

zgro i O(n
1
5 ) za Parzen i kvadratno spektralno. Me�utim, ovi rezultati i nisu od

naroqitog praktiqnog znaqaja, jer samo govore da bn za npr. Bartlet jezgro treba
da bude oblika cn

1
3 , za bilo koje konaqno c > 0. Ovo je podstaklo razvoj nepara-

metarske metode za automatski izbor bn i pokazano je da se za ovako odabrano bn
minimizuje asimptotska sred�e kvadratna grexka28.

3.6 Optimalni izbor te�inske matrice

Videli smo da asimptotska disperzija θ̂n zavisi od te�inske matrice (osim
u sluqaju kada je p = q), pa zak	uqci mogu zavisiti od izbora W . Optimalna
te�inska matrica, u smislu da daje najprecizniju ocenu, odnosno da minimizuje
disperziju u matriqnom smislu, dobija se, kao i kod linearnih modela za
W = S−1. Sada je pravo vreme da poka�emo zaxto ovo va�i.

Teorema 3.4: Optimalni izbor te�inske matrice
Ako va�e pretpostavke 3.1-3.5, 3.7-3.13, tada se minimalna asimptotska
disperzija29 za θ̂n dobija za W = S−1.
Dokaz:

Neka je θ̂n(W ) ocena UMM na osnovu te�inske matrice Wn. �elimo da
poka�emo da je Da(W ) − Da(S

−1) pozitivno semi-definitna matrica, gde je
Da(W ) asimptotska disperzija od

√
n(θ̂n(W )− θ0). Poxto je

√
n(θ̂n(W )− θ0) =

√
n(θ̂n(S−1)− θ0) +

√
n(θ̂n(W )− θ̂n(S−1))

i √
n(θ̂n(W )− θ0) = −(GT

0WG0)−1GT
0W
√
ngn(θ0) + op(1)

sledi da je
√
n(θ̂n(W )− θ̂n(S−1)) = −(M(W )−M(S−1))

√
ngn(θ0) + op(1)

gde je M(W ) = (GT
0WG0)−1GT

0W . Kada zamenimo ovo u prvu jednaqinu i izraqu-
namo asimptotsku disperziju, dobijamo da je

Da(W ) = Da(S
−1) + V + C + CT =⇒ Da(W )−Da(S

−1) = V + C + CT

28Newey and West metod za izbor bn - deta	e ne�emo navoditi.
29(GT0 S

−1G0)
−1.
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gde su
V = lim

n→∞
D((M(W )−M(S−1))

√
ngn(θ0))

i
C = lim

n→∞
cov((M(W )−M(S−1))

√
ngn(θ0),M(S−1)

√
ngn(θ0)).

Treba da poka�emo da je V +C +CT pozitivno semi-definitna da bismo imali
va�e�e teoreme. V je po svojoj konstrukciji pozitivno semi-definitna, a

C = lim
n→∞

E
(
(M(W )−M(S−1))

√
ngn(θ0)

√
ngn(θ0)TM(S−1)T

)
= (M(W )−M(S−1)) lim

n→∞
E
(√

ngn(θ0)
√
ngn(θ0)T

)
M(S−1)T

= M(W )SM(S−1)T −M(S−1)SM(S−1)T = 0.

Teorema nam govori da je optimalni izbor zaWn matrica Ŝ
−1
n , gde je Ŝn posto-

jana ocena za S. Dakle, kao i kod linearnih modela, da bismo izraqunali opti-
malnu ocenu parametra, potrebna su nam bar dva koraka - u prvom koristimo bilo
koji validan izbor te�inske matrice Wn da dobijemo θ̂

(1)
n , a onda �u koristimo

da dobijemo postojanu ocenu za S, Ŝ
(1)
n . U drugom koraku koristimo Wn = (Ŝ

(1)
n )−1

da dobijemo ocenu θ̂
(2)
n , koja �e, na osnovu prethodne teoreme, biti optimalna.

Dobijena ocena se naziva (optimalnom) dvostepenom ocenom. Me�utim, poxto
je ocena u prvom koraku izraqunata na osnovu proizvo	nog izbora te�inske ma-
trice, oqekujemo da bismo mo�da mogli imati bo	u aproksimaciju na konaqnim
uzorcima ako nastavimo ovaj postupak - odnosno raqunamo θ̂

(3)
n za Wn = (Ŝ

(2)
n )−1,

θ̂
(4)
n zaWn = (Ŝ

(3)
n )−1, itd. Sve ove ocene �e imati istu asimptotsku raspodelu kao

θ̂
(2)
n , ali oqekujemo da budu efikasnije na konaqnim uzorcima. Konaqan rezultat
nazivamo (optimalnom)30 iteriranom ocenom. Dakle, iterirano oce�iva�e se
sprovodi na slede�i naqin. U i-tom koraku:

Ako je i = 1: Oce�ujemo θ0 na osnovu proizvo	nog izbora te�inske matrice
koja zadovo	ava tra�ene uslove - dobijenu ocenu θ̂

(1)
n koristimo da dobijemo po-

stojanu ocenu za S nekom od opisanih metoda - Ŝ
(1)
n .

Ako je i > 1: Oce�ujemo θ0 na osnovu Wn = (Ŝ
(i−1)
n )−1 gde je Ŝ

(i−1)
n postojana

ocena za S izraqunata na osnovu θ̂
(i−1)
n . Ako je ||θ̂(i)

n − θ̂(i−1)
n || < ε, onda ka�emo da je

procedura iskonvergirala i kao ocenu za θ0 uzimamo θ̂
(i)
n . Ako je ||θ̂(i)

n − θ̂(i−1)
n || ≥ ε

i i < Imax, gde je Imax maksimalan broj koraka
31, onda se prelazi na (i+1)-i korak.

30Optimalnost se odnosi samo na izbor te�inske matrice, tj. ovo su najpreciznije ocene koje
se mogu konstruisati na osnovu datog populacionog uslova momenata E(g(vt, θ0)) = 0. One ne
govore nixta o optimalnosti samog populacionog uslova momenata.

31Potrebno je navesti ga, jer u praksi nema garancije da �e metod konvergirati, pa mo�emo
upasti u beskonaqnu pet	u. Me�utim, bez obzira da li se konvergencija desi ili ne pre odabra-
nog Imax, sve {θ̂(i), i ≥ 2} imaju istu asimptotsku raspodelu.
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3.7 Zak	uqak

Na kraju, prisetimo se sedam k	uqnih aspekata uopxtene metode momenata
koje smo formulisali kod linearnih modela. Osnovna svojstva prenose se sa ovog
jednostavnijeg sluqaja na opxti okvir, me�utim, zbog prisustva nelinearnosti,
analiza je dosta slo�enija.

1) Identifikacija: Da bi oce�iva�e bilo uspexno, populacioni uslov
momenata mora biti taqan i mora obezbediti dovo	no informacija da se jedi-
nstveno odredi vektor parametara. Kod nelinearnih modela, dosta je slo�enije
identifikovati parametar nego kod linearnih modela, pa je neophodno uvo�e�e
pojmova lokalne i globalne identifikacije.

2) I i O uslovi: Oce�iva�e kod preidentifikovanih modela uk	uquje deko-
mpoziciju uslova momenata na I i O uslove. I uslovi sadr�e informacije koje
se koriste u oce�iva�u, a O uslovi predstav	aju ostatak.

3) Ocena parametra: Obiqno ne mo�emo dobiti eksplicitni izraz za ocenu
parametra zbog prisustva nelinearnosti, pa se ocena dobija numeriqkim meto-
dama. Ocena parametra je postojana i ima graniqnu normalnu raspodelu32.

4) Ocena uzoraqkog momenta: Ocena uzoraqkog momenta ima graniqnu
normalnu raspodelu, qije osobine direktno zavise od funkcije podataka u O
uslovima.

5) Oce�iva�e asimptotske kovarijacione matrice: Da bismo mogli
da izvodimo praktiqne zak	uqke na osnovu asimptotske normalnosti, neophodno
je da postojano ocenimo asimptotsku disperziju uzoraqkog momenta. Da bismo
konstruisali pogodnu ocenu, moramo da napravimo odre�ene pretpostavke o stru-
kturi zavisnosti {g(vt, θ0)}, funkcije podataka koja se pojav	uje u populacionom
uslovu momenata. Razmatramo sluqaj kada {g(vt, θ0)} qini serijski nekorelisan
proces, kao i opxtiji sluqaj kada se koriste takozvane HAC ocene.

6) Optimalni izbor te�inske matrice: Optimalni izbor te�inske
matrice zavisi od asimptotske disperzije uzoraqkog momenta, pa je potrebno
sprovoditi dvostepeno ili iterirano oce�iva�e.

7) Dijagnostika modela: J-test obezbe�uje bazu za testira�e korektnosti
specifikacije modela korix�e�em ocene uzoraqkog momenta (ovo �emo pokazati
kasnije).

32Kada je skalirana na odgovaraju�i naqin.
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4 UMM u pogrexno specifikovanim modelima

Svi zak	uqci izvedeni do sad poqivali su na pretpostavci da je model kore-
ktno specifikovan. Me�utim, u praksi je texko znati da li pretpostav	eni
model odgovara pravom sta�u, pa je va�no da razmotrimo uticaj pogrexne speci-
fikacije na statistiqka svojstva ocena.

Prvo, definiximo pogrexnu specifikaciju (PS). Oznaqimo statistiqki
model koji se sastoji od pretpostavki o procesu generisa�a podataka vt sa M.
Ovaj model nam daje skup populacionih uslova momenata koji se mogu koristiti
kao baza u oce�iva�u θ0 uopxtenom metodom momenata, tj.

M =⇒ E(g(vt, θ0)) = 0, ∀t, za neko jedinstveno θ0 ∈ Θ.

Ako posum�amo da M nije taqan model, name�u se dva alternativna scenarija.
Prvo, pravi model, M1, zadovo	ava isti populacioni uslov momenata u nekoj
drugoj taqki parametarskog prostora, tj.

M1 =⇒ E(g(vt, θ∗)) = 0, ∀t, za neko jedinstveno θ∗ ∈ Θ.

Asimptotska svojstva ocene parametra i ocene uzoraqkog momenta su suxtinski
ista pri M i M1 - jedina razlika je u taqki u kojoj je zadovo	en populacioni
uslov momenata. Zato se obiqno termin PS koristi da oznaqi drugi sluqaj, da je
pravi modelM2, koji ima osobinu

M2 =⇒ @θ ∈ Θ takvo da je E(g(vt, θ)) = 0, za ∀t.

M iM2 imaju potpuno razliqite pretpostavke o E(g(vt, θ)) i to se odra�ava na
ponaxa�e ocene parametra i ocene uzoraqkog momenta. Zadr�avamo pretpostavku
da je vt stacionaran proces, pa E(g(vt, θ)) ne zavisi od t, tj. ograniqi�emo se na
slede�u klasu PS modela:

Pretpostavka 4.1: Priroda PS
E(g(vt, θ)) = µ(θ), za ∀t, gde je ||µ(θ)|| > 0, za ∀θ ∈ Θ.33

U praksi se zak	uqak obiqno izvodi na osnovu dvostepene ili iterirane
ocene i to je pristup koji �emo pratiti ovde. �ihova glavna osobina je,
prisetimo se, to xto se za oce�iva�e u i-tom koraku34 kao te�inska matrica
koristi inverz ocene kovarijacione matrice izraqunate na osnovu ocene θ̂

(i−1)
n iz

(i−1)-og koraka, pa se uticaj PS prenosi sa svakog koraka na slede�i, te da bismo
ispitali uticaj PS na iteriranu ocenu, neophodno je da ispitamo svaki korak

33Dakle, izbacujemo sluqajeve u kojima je E(g(vt, θ)) = µt. Ovo svakako ograniqava
opxtost analize, me�utim, umnogome olakxava prelaz sa taqno specifikovanih na PS modele
i omogu�ava nam da jednostavnije uoqimo razlike izme�u ta dva sluqaja.

34Kod dvostepene samo za i = 2, kod iterirane za 2 ≤ i ≤ Imax.
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posebno. Prema tome, mora se poqeti ispitiva�em uticaja PS na ocenu u prvom
koraku. Ispostavi�e se da PS znaqajno komplikuje analizu graniqne raspodele,
jer brzina konvergencije θ̂

(1)
n ka svojoj graniqnoj vrednosti θ

(1)
∗ zavisi od brzine

konvergencije Wn ka W , pa u nekim sluqajevima
√
n(θ̂

(1)
n − θ

(1)
∗ ) ne konvergira

u raspodeli, dok
√
ngn(θ̂

(i)
n ) divergira, bez obzira na brzinu konvergencije

te�inske matrice.

U prvom koraku, ocena se mo�e raqunati za bilo koji izbor te�inske matrice
koja je pozitivno semi-definitna i te�i u verovatno�i pozitivno definitnoj
matrici. Pokazali smo da u korektno specifikovanim modelima takva ocena
(pri odre�enim uslovima regularnosti) konvergira u verovatno�i ka θ0. U PS

modelima, θ̂
(1)
n �e tako�e konvergirati u verovatno�i nekom θ

(1)
∗ ∈ Θ. Me�utim,

ako raqunamo iteriranu ocenu, limesi u verovatno�i se sada mogu razlikovati
u svakom koraku.

Kao xto smo ve� rekli, kada se radi o graniqnoj raspodeli ocene, za razliku
od korektno specifikovanih modela kod kojih

√
n(θ̂n − θ0) konvergira normalnoj

raspodeli, u sluqaju PS analiza je dosta komplikovanija, jer te�inska matrica
igra mnogo znaqajniju ulogu. Ovo ne va�i samo za ocenu u prvom koraku, ve� je
ova zavisnost prisutna u svakom koraku oce�iva�a.

Da bismo ispitali uticaj PS na dvostepenu i iteriranu ocenu, moramo prvo
da vidimo kako PS utiqe na oce�iva�e asimpototske kovarijacione matrice
uzoraqkog momenta.

Kod korektno specifikovanih modela, naveli smo postojane ocene koje se
mogu koristiti u dva razliqita sluqaja. Me�utim, k	uqna stvar je bila xto je
model korektno specifikovan. Ako je model PS, nijedna od predlo�enih ocena
ne�e biti postojana. Sre�om, one se mogu lako modifikovati tako da se osigura
postojanost i u PS modelima.

Posmatrajmo, za poqetak, jednu autokovarijacionu matricu. Po definiciji,
j-ta autokovarijaciona matrica od g(vt, θ∗) je

35

Γj = E
(
(g(vt, θ∗)− µ∗)(g(vt−j, θ∗)− µ∗)T

)
= E

(
g(vt, θ∗)g(vt−j, θ∗)

T
)
− µ∗µT∗ .

Ako bismo ocenili Γj istom ocenom kao ranije,

Γ̂j =
1

n

n∑
t=j+1

g(vt, θ̂n)g(vt−j, θ̂n)T

ne bismo dobili postojanu ocenu Γj, ve� samo prvog qlana razlike, jer je µ∗ 6= 0.

35µ∗ := E(g(vt, θ∗)).
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Me�utim, prirodno se name�e postojana ocena za Γj

Γ̃j =
1

n

n∑
t=j+1

(g(vt, θ̂n)− gn(θ̂n))(g(vt−j, θ̂n)− gn(θ̂n))T .

K	uqna razlika izme�u ove dve ocene je xto su podaci {g(vt, θ̂n)} centrirani
oko sred�e vrednosti gn(θ̂n) kod Γ̃j, a necentrirani kod Γ̂j. Ove prideve
�emo koristiti i da razlikujemo ocene kovarijacione matrice zasnovane na
centriranim ili necentriranim autokovarijacijama.

Ako je {g(vt, θ∗)} serijski nekorelisan proces, onda je Γj = 0,∀j 6= 0, tj. S∗ =

Γ0. Poxto je ŜSU = Γ̂0, sledi da ŜSU
P−→ S∗+µ∗µ

T
∗ . Lako dobijamo postojanu ocenu

za S∗

ŜSU,µ =
1

n

n∑
t=1

(g(vt, θ̂n)− gn(θ̂n))(g(vt, θ̂n)− gn(θ̂n))T .

Sada razmotrimo uticaj PS na HAC ocene. Necentrirana ocena je data sa

ŜHAC = Γ̂0 +
n−1∑
j=1

wjn(Γ̂j + Γ̂Tj ).

Ova ocena je, za pogodno izabrane wjn i bn, postojana kod korektno specifiko-

vanih modela. Me�utim, to je poticalo od qi�enice da je Γ̂j postojana ocena za
Γj, a poxto to vixe nije sluqaj, ni ova ocena vixe nije postojana. Ponovo, lako
ju je modifikovati tako da dobijemo postojanu ocenu - ovo nas vodi do centrirane
HAC ocene

ŜHAC,µ = Γ̃0 +
n−1∑
j=1

wjn(Γ̃j + Γ̃Tj ).

Sada �emo ukratko navesti rezultate o uticaju PS na dvostepenu i iteriranu
ocenu. Uticaj zavisi od ocene kovarijacione matrice koja se koristi, pa moramo
razmotriti dva sluqaja - prvi, kada koristimo ŜSU ili ŜSU,µ da konstruixemo

te�insku matricu i drugi - kada koristimo ŜHAC ili ŜHAC,µ. Ispostav	a se
da se ponaxa�e ovih ocena veoma razlikuje, kao i da se razlikuje od ponaxa�a
ocene u prvom koraku.

Razmotrimo prvo sluqaj kada je Wn = Ŝ−1
SU ili Wn = Ŝ−1

SU,µ. Ispostav	a se da

je u opxtem sluqaju θ
(2,n)
∗ 6= θ

(2,c)
∗ , gde θ

(2,n)
∗ oznaqava limes u verovatno�i ocene u

drugom koraku ako se koristi inverz necentrirane ocene kao te�inska matrica,
a θ

(2,c)
∗ ako se koristi inverz centrirane ocene. Tako�e, θ

(2,n)
∗ 6= θ

(1)
∗ i θ

(2,c)
∗ 6= θ

(1)
∗ ,

gde je θ
(1)
∗ limes u verovatno�i od θ̂

(1)
n .

Me�utim, bez obzira da li se koristi centrirana ili necentrirana ocena,
mogu�e je pokazati da dvostepena ocena ima graniqnu normalnu raspodelu
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pri odgovaraju�im uslovima, ali asimptotsko ponaxa�e
√
n(θ̂

(2)
n − θ

(2)
∗ ) zavisi

od asimptotskog ponaxa�a
√
n(θ̂

(1)
n − θ

(1)
∗ ), pa �e u iteriranom oce�iva�u

asimptotsko ponaxa�e
√
n(θ̂

(i)
n − θ(i)

∗ ) zavisiti od {
√
n(θ̂

(j)
n − θ(j)

∗ ), j = 1, i− 1} i
ova rekurzivna struktura se mora uzeti u obzir pri izvo�e�u zak	uqaka.

Ako se HAC ocene koriste za konstruisa�e te�inske matrice, ispostav	a se
da se graniqna raspodela dosta me�a u odnosu na razmatrane sluqajeve, jer ocena
vixe ne konvergira brzinom 1√

n
.

Ako je Wn = Ŝ−1
HAC,µ, sliqno kao za ocenu u prvom koraku, mo�e se pokazati

da θ̂
(2)
n konvergira u verovatno�i nekoj vrednosti θ

(2)
∗ , ali je, u opxtem sluqaju,

θ
(2)
∗ 6= θ

(1)
∗ .

Rekli smo da graniqna raspodela zavisi od brzine konvergencije Wn ka W .
Ispostav	a se da

√
n(Ŝ−1

HAC,µ − (S
(1)
∗ )−1) divergira kad n → ∞, pa isto va�i

i za
√
n(θ̂

(2)
n − θ

(2)
∗ ). Dakle, da bismo izraqunali graniqnu raspodelu, moramo

skalirati θ̂
(2)
n − θ

(2)
∗ nekom funkcijom cn, takvom da cn → ∞, kad n → ∞ i

cn = o(
√
n). Izbor cn i graniqno ponaxa�e cn(Ŝ−1

HAC,µ − (S
(1)
∗ )−1) (a stoga i

cn(θ̂
(2)
n − θ(2)

∗ )) zavise od izbora bn i jezgara. U nekim sluqajevima se mo�e dobiti
graniqna normalna raspodela, ali precizne deta	e sada ne�emo navoditi.
Ono xto je va�no je da, za razliku od prethodnog sluqaja, asimptotska raspodela
dvostepene ocene ne zavisi od ocene iz prvog koraka, me�utim, ovo se ne prenosi
i na iteriranu ocenu. Ispostav	a se da asimptotsko ponaxa�e cn(θ̂

(i)
n − θ

(i)
∗ )

zavisi od {cn(θ̂
(j)
n −θ(j)

∗ ) j = 2, n− 1} u opxtem sluqaju (sada zavisnost ide unazad
samo do drugog koraka, zbog navedenog razloga).

Ako je Wn = Ŝ−1
HAC , ocena parametra konvergira istoj vrednosti i u prvom i

u drugom koraku oce�iva�a, a ovo se proxiruje i na iterirane ocene. Prema
tome, za ovakav odabir Wn, limesi u verovatno�i se ponaxaju kao kod korektno
specifikovanih modela.
Brzina konvergencije je ma�a od

√
n, pa se ponovo raquna asimptotsko ponaxa�e

cn(θ̂n − θ∗), gde izbor cn zavisi od jezgara i bn, a graniqna raspodela od cn.

Ostalo je jox da ispitamo uticaj PS na ocenu uzoraqkog momenta. Analiza je
veoma jednostavna i ne zavisi od te�inske matrice. Da bismo sproveli analizu,
potrebno je da definixemo SZVB, koji �e nam biti potreban:

Lema 4.5: SZVB
Ako je θ ∈ Θ takvo da je E(g(vt, θ)) = µ(θ) i va�e pretpostavke 3.1, 3.2, 3.8 i
3.10,

onda 1
n

n∑
t=1

g(vt, θ)
P−→ µ(θ).
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Teorema 4.3: Asimptotsko ponaxa�e ocene uzoraqkog momenta
Ako: 1) va�e pretpostavke 3.1, 3.2, 3.8-3.10, 4.1;

2) dg(vt,θ)
dθT

zadovo	ava uslove regularnosti u θ = θ∗;

3) θ̂n
P−→ θ∗ ∈ Θ, tada: gn(θ̂n)

P−→ µ(θ∗), gde je ||µ(θ∗)|| > 0.
Dokaz:

gn(θ̂n) = gn(θ∗) +Gn(θ̂n, θ∗, λn)(θ̂n − θ∗)

Pri navedenim uslovima Gn(θ̂n, θ∗, λn)
P−→ G∗ = O(1), θ̂n − θ∗

P−→ 0, gn(θ∗)
P−→ µ(θ∗),

a ||µ(θ)|| > 0, za ∀θ ∈ Θ, iz qega sledi tvr�e�e teoreme.

Dakle, ako je model korektno specifikovan,
√
ngn(θ̂n) konvergira norma-

lnoj raspodeli sa oqekiva�em 0, ali ako je PS, onda divergira.

Na kraju, korisno je da uporedimo zak	uqke dobijene kod korektno specifiko-
vanih i PS modela (pretpostav	amo da je p < q):
Osobine UMM u korektno specifikovanim modelima:

1) Populacioni uslov momenata va�i za ∀t.
2) θ̂n

P−→ θ0, za bilo koji izbor pozitivno semi-definitne Wn, takve da Wn
P−→

W , koja je pozitivno definitna.
3)
√
n(θ̂n − θ0) konvergira normalnoj raspodeli i izbor te�inske matrice

utiqe na disperziju ove raspodele sa W .
4) Dvostepena i iterirana ocena imaju ista asimptotska svojstva.
5)
√
ngn(θ̂n) konvergira normalnoj raspodeli sa oqekiva�em 0.

6) Neophodno je da znamo samo strukturu zavisnosti gt da bismo konstruisali
postojanu ocenu asimptotske kovarijacione matrice uzoraqkog momenta.

Osobine UMM u PS modelima:
1) Populacioni uslov momenata nije zadovo	en.
2) U opxtem sluqaju limpn→∞θ̂n zavisi od W .

3) Brzina konvergencije θ̂n ka svom limesu θ∗ zavisi od brzine konvergencije
Wn ka W , a graniqna raspodela cn(θ̂n− θ0) zavisi od graniqne raspodele cn(Wn−
W ).

4) Dvostepena i iterirana ocena imaju razliqita asimptotska svojstva i

asimptotska raspodela θ̂
(i)
n zavisi od ocena iz prethodnih koraka (osim u sluqaju

kad je Wn = Ŝ−1
HAC).

5)
√
ngn(θ̂n) divergira.

6) Pri konstrukciji postojane ocene asimptotske kovarijacione matrice
mora se uzeti u obzir i struktura zavisnosti gt i ne-nula oqekiva�e.

Dakle, ako imamo PS zak	uqci u ve�ini sluqajeva nisu dobri, xto daje mo-
tivaciju za konstruisa�e testova specifikacije modela, koje �emo opisati u
narednom poglav	u.
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5 Testira�e hipoteza

Ako �elimo da koristimo UMM za zak	uqiva�e, moramo prvo razmotriti
dva pita�a - da li je model korektno specifikovan i da li model zadovo	ava re-
strikcije koje implicira statistiqka ili ekonomska teorija. U okviru uopxte-
ne metode momenata, ovim pita�ima se pristupa testira�em hipoteza koje se za-
snivaju na populacionom uslovu momenata i/ili vektoru parametara. U praksi,
zak	uqci se obiqno izvode na osnovu dvostepene ili iterirane ocene, pa je to
pristup koji �emo pratiti ovde. Tako�e, pretpostav	amo da je p < q.

5.1 Test O uslova (J-test)

U prethodnom poglav	u smo videli da PS mo�e uqiniti sve ranije izvedene
zak	uqke neva�e�im, pa je neophodno konstruisati test koji �e nam pomo�i da
odredimo da li je model korektno specifikovan. Kod linearnih modela smo
uveli ideju korix�e�a O uslova za ispitiva�e PS, a ova ideja se mo�e preneti
i na opxtiji sluqaj.

Kod linearnih modela, ideja je bila da, ako je E(ztet(θ0)) = 0, onda bi to tre-
balo da va�i i za ocenu uzoraqkog momenta, odnosno da 1

n
ZT e(θ̂n) bude pribli�no

nula. Istu ideju prenosimo na nelinearne modele - ako je E(g(vt, θ0)) = 0, onda
bi gn(θ̂n) trebalo da bude pribli�no jednako nuli. Predlo�eno je da se nulta
hipoteza od interesa

H0 : E(g(vt, θ0)) = 0

testira korix�e�em test statistike

Jn = nQn(θ̂n) = ngn(θ̂n)T Ŝ−1
n gn(θ̂n)

gde je θ̂n dvostepena ili iterirana ocena.

Va�i slede�a teorema o graniqnoj raspodeli test statistike pri H0:

Teorema 5.1: Asimptotska raspodela J-statistike pri H0

Ako va�e pretpostavke 3.1-3.5, 3.8-3.13, Ŝn je pozitivno semi-definitna i

Ŝn
P−→ S, tada: Jn

D−→ χ2
q−p.

5.2 Testira�e hipoteza o vektoru parametara

U mnogim situacijama ekonomska ili statistiqka teorija postav	a odre�ene
restrikcije na vektor parametara, pa je mogu�e ispitati taqnost pretpostav	ene
teorije ispitiva�em da li su ti uslovi zadovo	eni na podacima.
Pretpostav	amo da su podaci generisani modelomM, takvim da

M =⇒ E(g(vt, θ0)) = 0, za neko jedinstveno θ0 ∈ Θ.
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Ono xto nas interesuje je da li su podaci generisani modelomMr ⊂M, takvim
da

Mr =⇒ E(g(vt, θ0)) = 0, za neko jedinstveno θ0 ∈ Θr ⊂ Θ

gde je Θr = {θ : r(θ) = 0}, a r(θ0) je s × 1 vektor nelinearnih funkcija po θ0.
Prema tome, pita�e od interesa je da li je θ0 u Θr ili Θc

r. Vektor r(.) mora
zadovo	avati slede�a svojstva:

Pretpostavka 5.3: Uslovi regularnosti za r(.)
r : Rp → Rs je s× 1 vektor funkcija takav da:
1) r(.) je vektor neprekidno diferencijabilnih funkcija;

2) rank(R(θ0)) = s, gde je R(θ) = dr(θ)
dθT

.

Za testira�e
H0 : r(θ0) = 0 protiv H1 : r(θ0) 6= 0

predlo�ene su tri statistike zasnovane na restrikovanoj oceni od θ0, u oznaci
θ̂

(r)
n , xto je vrednost koja minimizuje Qn(θ) uz uslov r(θ) = 0 i ,,kompletnoj" oceni
od θ0, θ̂n, definisanoj ranije

36. Prvi predlog je Valdova statistika

Wn = nr(θ̂n)T
(
R(θ̂n)(Gn(θ̂n)T Ŝn

−1
Gn(θ̂n))−1R(θ̂n)T

)−1
r(θ̂n).

Drugi predlog je skor test

Sn = ngn(θ̂(r)
n )T Ŝ−1

n Gn(θ̂(r)
n )
(
Gn(θ̂(r)

n )T Ŝn
−1
Gn(θ̂(r)

n )
)−1

Gn(θ̂(r)
n )T Ŝ−1

n gn(θ̂(r)
n ).

I na kraju, D-test, sa statistikom

Dn = n(Qn(θ̂(r)
n )−Qn(θ̂n)).

Pokazano je da su sve tri statistike asimptotski ekvivalentne pri H0,
odnosno da va�i slede�a teorema:

Teorema 5.6: Asomptotska ekvivalentnost Wn, Sn i Dn pri
H0

Ako: 1) va�e pretpostavke 3.1-3.5, 3.7-3.13 i 5.3;

2) Ŝ−1
n

P−→ S−1, tada pri H0:
37

Wn = Tn + op(1), Sn = Tn + op(1) i Dn = Tn + op(1)
gde je Tn = νTn V

−1νn, νn = R0(GT
0 S
−1G0)−1GT

0 S
−1
√
ngn(θ0), a V =

R0(GT
0 S
−1G0)−1RT

0 .

36Pretpostav	amo da se u oba sluqaja koristi te�inska matrica Ŝ−1
n .

37R0 := R(θ0).
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Ova teorema nam govori da se sve tri statistike u limesu ponaxaju kao

Tn pri H0. Pod ovim uslovima va�i i da νn
D−→ N (0, V ), pa dobijamo slede�i

rezultat o raspodeli pri H0:

Teorema 5.7: Graniqno ponaxa�e Wn, Sn i Dn pri H0

Ako va�e uslovi prethodne teoreme, Wn
D−→ χ2

s, Sn
D−→ χ2

s i Dn
D−→ χ2

s pri H0 kad
n→∞.

S obzirom da su ove statistike asimptotski ekvivalentne, prirodno se name�e
pita�e koju odabrati. D-test je malo raqunski komplikovaniji, jer zahteva dva
oce�iva�a, dok je za Valdov i skor test dovo	no po jedno. Valdov test ima
dve mane u odnosu na ostala dva, jer nije invarijantan na reparametrizaciju
modela ili restrikcija parametara, dok ostala dva jesu, a tako�e, ispostav	a
se da χ2

s kod �ega loxije aproksimira raspodelu na konaqnim uzorcima, nego
kod preostala dva. Ipak, ne postoji uniformno pravilo koje govori koji je test
najbo	i, sve zavisi od konkretnog problema.

Va�no je napomenuti jox jednu stvar u vezi sa ovim testovima. Tokom ana-
lize u ovom poglav	u, pretpostavili smo da va�i da je E(g(vt, θ0)) = 0. Me-
�utim, ako ovo ne va�i, to mo�e tako�e dovesti do odbaciva�a nulte hipoteze,
tj. hipoteza mo�e biti odbaqena jer va�i populacioni uslov momenata, ali je
r(θ0) 6= 0, ili zbog PS modela. Pokazano je da Valdov, skor i D-test ne ko-
nvergiraju χ2

s raspodeli u PS modelima, qak i ako su restrikcije na parametre
zadovo	ene. Ovaj rezultat naglaxava va�nost korix�e�a testa specifikacije
modela pre zak	uqiva�a o parametrima.
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6 Ponaxa�e na konaqnim uzorcima

Do sada se sva analiza zasnivala na asimptotskoj teoriji, me�utim, iako nam
asimptotska teorija daje mo�an okvir zak	uqiva�a, znamo da su dobijeni rezu-
ltati taqni samo u limesu, odnosno kada n→∞, pa predstav	aju aproksimaciju
ponaxa�a na konaqnim uzorcima. Pita�e koje se prirodno name�e je koliko je
aproksimacija dobra. Ispostav	a se da se ovo razlikuje od sluqaja do sluqaja.

Ovom ispitiva�u se pristupilo kroz simulacione studije koje odgovaraju mo-
delima koji se sre�u u praksi. Veliki broj studija ispituje posledice pove�a�a
broja uslova momenata i pokazano je da konaqan porast stepena preidentifikacije
nikada nema xtetan uticaj na asimptotsko ponaxa�e ocene. Me�utim, u nekim
sluqajevima, dodava�e novih uslova ne dovodi ni do kakvog pobo	xa�a, pa se ovi
uslovi momenata nazivaju suvixnima.

Nakon simulacionih studija, dobijeni su razliqiti rezultati. U nekim mo-
delima od interesa, aproksimacija je dobra i za n = 100, a u nekima ne va	a qak
ni za n = 10000. Tako�e, simulacioni dokazi govore da uk	uqe�e suvixnih ele-
menata ponekad mo�e voditi pogorxa�u kvaliteta aproksimacije na konaqnim
uzorcima. Iz simulacija je zapravo izveden samo jedan jasan za	uqak - ponaxa�e
na konaqnim uzorcima je mnogo kompleksnije nego ono koje predvi�a asimptotska
teorija.

Poxto je izbor populacionih uslova momenata k	uqan za performanse metode,
razvijeni su kriterijumi odabira momenata koji omogu�avaju da se odredi na-
jbo	i qlan iz skupa kandidata. Me�utim, iako selekcija momenata mo�e voditi
pobo	xa�u, kvalitet asimptotske aproksimacije mo�e i da	e biti lox. Za
pobo	xa�e aproksimacije ponaxa�a ocene parametra i povezanih statistika
na konaqnim uzorcima razvijene su odre�ene alternativne metode koje daju pre-
ciznije zak	uqke, a tako�e, koristi se i Butstrep.
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7 Primeri u R-u
Primer 1: Normalna raspodela

Pretpostavimo da �elimo da ocenimo nepoznate parametreN (m,σ2) raspodele
-m i σ. Iako ovo nije primer u kome bismo koristili UMM (jer znamo raspodelu,
pa mo�emo koristiti MMV38), korisno je da razmotrimo ovaj primer u ovom
okviru, jer je jako jednostavan i omogu�ava nam da lako uoqimo osnovne ideje
metode. Razmotri�emo oce�iva�e na osnovu prva tri momenta raspodele, pa �e
ovo ujedno biti i primer koji �e nam prikazati slabost metode kada uslovi mo-
menata nisu dovo	no informativni. Vide�emo da MMV daje efikasnije ocene,
xto se i moglo oqekivati, jer funkcija verodostojnosti pru�a vixe informacija
od nekoliko uslova o momentima raspodele. Definixemo slede�i skup popula-
cionih uslova momenata

E(g(vt, θ)) = 0

gde je θ = (m,σ)T , a

g(vt, θ) =

 m− vt
σ2 − (vt −m)2

v3
t −m(m2 + 3σ2)

 .

Za rad sa uopxtenom metodom momenata u R-u koristi se paket gmm. Najva�nija
funkcija je gmm() koja kreira objekat klase gmm, a qiji su glavni argumenti g i
x, gde je g funkcija koja se jav	a u populacionom uslovu momenata, a x predstav	a
podatke (u linearnom sluqaju, g je formula, a x su instrumenti). Ostale opcije
i argumente uvex�emo u primerima, kako nam budu bili potrebni. Dakle, prvo
formiramo funkciju g:

1 l i b r a r y (gmm)
2

3 g = func t i on ( theta , v ) {
4 # theta = (m, sigma )^T
5 # v = (v_t )
6

7 m1 = theta [1]−v
8 m2 = theta [ 2 ]^2 − (v−theta [ 1 ] ) ^2
9 m3 = v^3 − theta [ 1 ] ∗ ( theta [ 1 ]^2 + 3∗ theta [ 2 ] ^ 2 )
10

11 m = cbind (m1, m2, m3)
12 re turn (m)
13 }

Sada �emo generisati brojeve iz N (3, 2) raspodele, koji �e nam igrati ulogu po-
dataka:

1 s e t . seed (11)
2 n = 100
3 v = rnorm (n , 3 , s q r t (2 ) )

38Xto je, sa druge strane, opet UMM, ali sada �emo koristiti druge uslove momenata, a ne
one koji odgovaraju MMV, radi ilustracije.
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Prelazimo na oce�iva�e. Parametre oce�ujemo uopxtenom metodom momenata,
koriste�i poqetne vrednosti (0, 1)39. Deta	ne informacije o modelu nam pru�a
funkcija summary():

1 t0 = c (0 , 1)
2 gmm. f i t = gmm(g , v , t0 )
3 summary(gmm. f i t )

Na izlazu dobijamo slede�e:

1 Cal l :
2 gmm(g = g , x = v , t0 = t0 )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 0.92956 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 Theta [ 1 ] 2 .7555 e+00 1.0021 e−01 2 .7496 e+01 1.9386 e−166
12 Theta [ 2 ] 1 .2355 e+00 6.4971 e−02 1 .9017 e+01 1.2320 e−80
13

14 J−Test : degree s o f freedom i s 1
15 J−t e s t P−value
16 Test E( g )=0: 1 .72204 0.18943
17

18 I n i t i a l va lue s o f the c o e f f i c i e n t s
19 Theta [ 1 ] Theta [ 2 ]
20 2.847150 1.289139
21

22 #############
23 In format ion r e l a t e d to the numerica l opt imiza t i on
24 Convergence code = 0
25 Function eva l . = 55
26 Gradian eva l . = NA

Prokomentariximo ukratko dobijene rezultate. Vidimo da je podrazumevano da
se raquna dvostepena ocena sa kvadratnim spektralnim jezgrom. Na izlazu dobi-
jamo ocene parametara, kao i rezultate testira�a specifikacije modela J-testom.
Mala vrednost test statistike govori nam da je model odgovaraju�i. Tako�e,
vidimo da ocene parametara ne odstupaju mnogo od populacionih vrednosti.
Osnovne informacije mo�emo dobiti poziva�em funkcije print():

1 pr in t (gmm. f i t )

1 Method
2 twoStep
3

39Poqetne vrednosti je neophodno navesti samo ako je g funkcija jer se onda koriste nu-
meriqke metode za minimizaciju i dobija�e ocena.
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4 Object ive func t i on value : 0 .0172204
5

6 Theta [ 1 ] Theta [ 2 ]
7 2 .7555 1 .2355
8

9 Convergence code = 0

Tako�e, mo�emo da izdvojimo neke va�ne komponente, poput ocena parametara i
rezultata J-testa:

1 co e f (gmm. f i t )

1 Theta [ 1 ] Theta [ 2 ]
2 2.755459 1.235548

1 specTest (gmm. f i t )

1 ## J−Test : degree s o f freedom i s 1 ##
2

3 J−t e s t P−value
4 Test E( g )=0: 1 .72204 0.18943

Broj stepeni slobode je 1, jer imamo 3 uslova, a 2 nepoznata parametra. Mo�emo
izraqunati i inetrvale povere�a za parametre:

1 c on f i n t (gmm. f i t )

1 Wald type con f idence i n t e r v a l
2 #######################################
3 0 .025 0 .975
4 Theta [ 1 ] 2 .5590 2 .9519
5 Theta [ 2 ] 1 .1082 1 .3629

Vidimo da nisu uspeli da pokriju prave vrednosti parametara. Poxto se oce-
�iva�e podrazumevano vrxi korix�e�em HAC ocene sa kvadratnim spektralnim
jezgrom, mo�emo da pogledamo xta se dexava ako pokuxamo sa drugim jezgrima:

1 gmm. f i t . Tr = gmm(g , v , t0 , k e rne l = "Truncated" )
2 gmm. f i t . Bar = gmm(g , v , t0 , k e rne l = " Ba r t l e t t " )
3 gmm. f i t . Pz = gmm(g , v , t0 , k e rne l = "Parzen" )
4 c on f i n t (gmm. f i t . Tr )

1 Wald type con f idence i n t e r v a l
2 #######################################
3 0 .025 0 .975
4 Theta [ 1 ] 2 .5554 2 .9480
5 Theta [ 2 ] 1 .1105 1 .3629

1 c on f i n t (gmm. f i t . Bar )

1 Wald type con f idence i n t e r v a l
2 #######################################
3 0 .025 0 .975
4 Theta [ 1 ] 2 .5554 2 .9480
5 Theta [ 2 ] 1 .1105 1 .3629
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1 c on f i n t (gmm. f i t . Pz )

1 Wald type con f idence i n t e r v a l
2 #######################################
3 0 .025 0 .975
4 Theta [ 1 ] 2 .5557 2 .9449
5 Theta [ 2 ] 1 .1111 1 .3651

Situacija se gotovo ne me�a, ali to se i moglo oqekivati, jer smo ranije rekli
da izbor jezgara nema naroqito veliki uticaj na rezultate. Situacija je sliqna
i za ocene parametara i �ihova standardna odstupa�a:

1 co e f (gmm. f i t )

1 Theta [ 1 ] Theta [ 2 ]
2 2.755459 1.235548

1 co e f (gmm. f i t . Tr )

1 Theta [ 1 ] Theta [ 2 ]
2 2.751722 1.236670

1 co e f (gmm. f i t . Bar )

1 Theta [ 1 ] Theta [ 2 ]
2 2.751722 1.236670

1 co e f (gmm. f i t . Pz )

1 Theta [ 1 ] Theta [ 2 ]
2 2.750310 1.238066

1 diag ( vcov (gmm. f i t ) ) ^0.5

1 Theta [ 1 ] Theta [ 2 ]
2 0.10021163 0.06497052

1 diag ( vcov (gmm. f i t . Tr ) ) ^0.5

1 Theta [ 1 ] Theta [ 2 ]
2 0.1001498 0.0643959

1 diag ( vcov (gmm. f i t . Bar ) ) ^0.5

1 Theta [ 1 ] Theta [ 2 ]
2 0.1001498 0.0643959

1 diag ( vcov (gmm. f i t . Pz ) ) ^0.5

1 Theta [ 1 ] Theta [ 2 ]
2 0.09926828 0.06479061
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Mo�emo pokuxati da promenimo bn, koji ima vixe uticaja od izbora jezgara.
Podrazumevano je bwAndrews, a mo�emo npr. postaviti i bw = bwNeweyWest,
da koristimo automatski metod selekcije bn, koji smo pomenuli ranije.

1 gmm. f i t . nw = gmm(g , v , t0 , bw = bwNeweyWest)
2 summary(gmm. f i t . nw)

1 Cal l :
2 gmm(g = g , x = v , t0 = t0 , bw = bwNeweyWest)
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 2.12697 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 Theta [ 1 ] 2 .7736 e+00 9.8191 e−02 2 .8247 e+01 1.5569 e−175
12 Theta [ 2 ] 1 .2347 e+00 6.9373 e−02 1 .7798 e+01 7.3798 e−71
13

14 J−Test : degree s o f freedom i s 1
15 J−t e s t P−value
16 Test E( g )=0: 1 .82063 0.17724
17

18 I n i t i a l va lue s o f the c o e f f i c i e n t s
19 Theta [ 1 ] Theta [ 2 ]
20 2.847150 1.289139
21

22 #############
23 In format ion r e l a t e d to the numerica l opt imiza t i on
24 Convergence code = 0
25 Function eva l . = 47
26 Gradian eva l . = NA

1 c on f i n t (gmm. f i t . nw)

1 Wald type con f idence i n t e r v a l
2 #######################################
3 0 .025 0 .975
4 Theta [ 1 ] 2 .5811 2 .9660
5 Theta [ 2 ] 1 .0987 1 .3706

Situacija se nije naroqito izmenila. Ocene parametara su sliqne, vrednost
J-testa je ponovo mala, ali intervali povere�a ne uspevaju da uhvate prave
vrednosti.

Poxto znamo oblik raspodele, rekli smo da je bo	e da koristimo MMV
jer vodi do efikasnijih ocena, xto �emo opravdati u maloj simulacionoj
studiji40.

40Naravno, kada ka�emo da je MMV efikasnija od UMM, mislimo na ovaj konkretan primer,

50



Prisetimo se, ocene MMV su m̂MMV = 1
n

n∑
t=1

vt i σ̂
2
MMV = 1

n

n∑
t=1

(vt − vn)2.

1 sim = func t i on (n , i_max) {
2 theta_UMM = matrix (0 , i_max , 2)
3 theta_MMV = matrix (0 , i_max , 2)
4 f o r ( i in 1 : i_max) {
5 v = rnorm (n , 3 , s q r t (2 ) )
6 theta_UMM[ i , ] = gmm(g , v , t0 ) $ c o e f f i c i e n t s
7 theta_MMV[ i , 1 ] = mean(v )
8 theta_MMV[ i , 2 ] = sq r t ( var (v ) ∗ (n−1)/n)
9 }
10 b = cbind ( rowMeans ( t ( theta_UMM) − c (3 , s q r t (2 ) ) ) ,
11 rowMeans ( t ( theta_MMV) − c (3 , s q r t (2 ) ) ) )
12 dimnames (b) = l i s t ( c ( "m" , " sigma" ) , c ( "UMM" , "MMV" ) )
13

14 D = cbind ( diag ( var ( theta_UMM) ) , d iag ( var ( theta_MMV) ) )
15 dimnames (D) = l i s t ( c ( "m" , " sigma" ) , c ( "UMM" , "MMV" ) )
16

17 MSE = cbind ( rowMeans ( ( t ( theta_UMM) − c (3 , s q r t (2 ) ) ) ^2) ,
18 rowMeans ( ( t ( theta_MMV) − c (3 , s q r t (2 ) ) ) ^2) )
19 dimnames (MSE) = l i s t ( c ( "m" , " sigma" ) , c ( "UMM" , "MMV" ) )
20

21 re turn ( l i s t ( P r i s t r a s n o s t = b , D i s p e r z i j a = D, SK_greska = MSE) )
22 }
23

24 sim (20 ,1000)

Dobijamo slede�e rezultate:

Pristrasnost Disperzija SK grexka
UMM MMV UMM MMV UMM MMV

m -0.009429885 -0.003867692 0.12037397 0.10191886 0.12034252 0.10183190
σ -0.113198065 -0.051117671 0.05841906 0.04824317 0.07117445 0.05080794

Razmotrimo xta se dexava sa pove�a�em broja simulacija i pove�a�em obima
uzorka:

1 sim (20 ,10000)

Pristrasnost Disperzija SK grexka
UMM MMV UMM MMV UMM MMV

m -0.004438992 0.001047054 0.11994790 0.09742277 0.11995561 0.09741412
σ -0.113787619 -0.053467606 0.06194184 0.04915903 0.07488327 0.05201290

odnosno na oce�iva�e na osnovu ovog skupa populacionih uslova momenata. Nije sama procedura
neefikasna, ve� uslovi na osnovu kojih se izvode zak	uqci.
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1 sim (50 ,10000)

Pristrasnost Disperzija SK grexka
UMM MMV UMM MMV UMM MMV

m -0.002648086 -0.002564774 0.05105047 0.03976518 0.05105238 0.03976778
σ -0.053501457 -0.019605194 0.02307663 0.02030941 0.02593673 0.02069174

U svim situacijama bo	i rezultati se dobijaju za MMV, pa na osnovu ove
mini simulacione studije zak	uqujemo da su ocene MMV efikasnije nego ocene
dobijene uopxtenom metodom momenata na osnovu ovog odabira uslova momenata.

Primer 2: Endogenost u linearnim modelima

Pretpostavimo da �elimo da ocenimo β iz

yt = βxt + et, t = 1, n

xt = e−r
2
t + ut, rt

iid∼ N (0, 1), E(rtet) = 0

i (et, ut)
T iid∼ N (02,Σ), gde su 02 =

(
0
0

)
i Σ =

(
1 0.5

0.5 1

)
.

Ako bismo pokuxali da ocenimo parametar β MNK, dobili bismo ocenu
koja je pristrasna i najverovatnije ne vodi do dobrih zak	uqaka. Problem
potiqe od endogenosti, xto je problem koji se qesto jav	a u linearnim modelima
i najqex�e se rexava oce�iva�em instrumentima, xto je, prisetimo se, opet
specijalni sluqaj uopxtene metode momenata.
Za poqetak, generixemo podatke (pretpostavi�emo da je β = 0.3 i vadimo uzorak
obima 200):

1 l i b r a r y (mvtnorm)
2

3 s e t . seed (16)
4 Sigma = matrix ( c (1 , 0 . 5 , 0 . 5 , 1) , nrow = 2)
5 n = 200
6 e_u = rmvnorm(n , rep (0 , 2 ) , Sigma )
7 e = e_u [ , 1 ]
8 u = e_u [ , 2 ]
9 r = rnorm (n)
10 x = exp(−r ^2) + u
11 y = 0 .3 ∗x + e

Sada prelazimo na oce�iva�e. Za poqetak, moramo odabrati instrumente koje
�emo koristiti u oce�iva�u. Vidimo da se bilo koja funkcija od rt mo�e ko-
ristiti kao instrument, jer je ortogonalna na et i korelisana sa xt, pa postoji
beskonaqno mnogo izbora mogu�ih instrumenata. Pretpostavimo da smo odabrali
vektor instrumenata (rt, r

2
t , r

3
t ). Poxto je u pita�u linearni model, u funkciji

gmm() argument g je formula, a x je matrica instrumenata.
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1 i n s t r = cbind ( r , r ^2 , r ^3)
2 g = y~x
3 gmm. f i t = gmm(g , x = i n s t r )
4 summary(gmm. f i t )

1 Cal l :
2 gmm(g = g , x = i n s t r )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 0.49468 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 ( I n t e r c ep t ) 0 .055302 0.161190 0.343082 0.731537
12 x 0.325545 0.201056 1.619182 0.105408
13

14 J−Test : degree s o f freedom i s 2
15 J−t e s t P−value
16 Test E( g )=0: 1 .4468 0 .4851
17

18 I n i t i a l va lue s o f the c o e f f i c i e n t s
19 ( I n t e r c ep t ) x
20 0.04490423 0.33391084

Izdvajamo rezultate J-testa:
1 specTest (gmm. f i t )

1 ## J−Test : degree s o f freedom i s 2 ##
2

3 J−t e s t P−value
4 Test E( g )=0: 1 .4468 0 .4851

Mala vrednost test statistike govori u prilog nultoj hipotezi.

Funkcija gmm() podrazumevano raquna dvostepenu ocenu, ali promenom
vrednosti argumenta type mo�emo promeniti ovo podexava�e i raqunati
iteriranu ocenu:

1 gmm. f i t . i t e r = gmm(g , i n s t r , type = " i t e r a t i v e " , itermax = 100 , c r i t = 10
e−7)

2 summary(gmm. f i t . i t e r )

1 Cal l :
2 gmm(g = g , x = in s t r , type = " i t e r a t i v e " , c r i t = 1e−06, itermax = 100)
3

4

5 Method : i t e r a t i v e
6

7 Kernel : Quadratic Spec t r a l ( with bw = 0.49679 )
8
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9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 ( I n t e r c ep t ) 0 .056708 0.161263 0.351649 0.725102
12 x 0.323755 0.201129 1.609683 0.107467
13

14 J−Test : degree s o f freedom i s 2
15 J−t e s t P−value
16 Test E( g )=0: 1 .45914 0.48212
17

18 I n i t i a l va lue s o f the c o e f f i c i e n t s
19 ( I n t e r c ep t ) x
20 0.04490423 0.33391084
21

Dobijaju se sliqni rezultati.

Za rad sa linearnim modelima, paket gmm obezbe�uje metode fitted i residuals.
Ovo mo�emo da iskoristimo da bismo grafiqki predstavili rezultate oce�i-
va�a metodom najma�ih kvadrata i uopxtenom metodom momenata, da steknemo
uvid zaxto ne treba koristiti MNK.

1 p lo t (x , y , main = "UMM vs MNK" )
2 l i n e s (x , f i t t e d (gmm. f i t ) , c o l = " red " )
3 l i n e s (x , f i t t e d ( lm(y ~ x ) ) , c o l = " green " )
4 l i n e s (x , 0 . 3 ∗x , c o l = "blue " )
5 l egend ( " t o p l e f t " , l egend=c ( "UMM" , "MNK" , "Tacna vrednost " ) , c o l=c ( " red " ,

" green " , " blue " ) )

Iako deluje da se MNK bo	e uklapa u podatke, ipak, nije tako, jer grafik krije
problem endogenosti - MNK prece�uje vezu izme�u yt i xt, jer ne uzima u obzir
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qi�enicu da su neke od korelacija uzorkovane qi�enicom da je xt korelisano sa et.

Primer 3: Oce�iva�e AR koeficijenata ARMA procesa

U ovom primeru �emo razmotriti sluqaj gde su podaci serijski korelisani.
Recimo da �elimo da ocenimo koeficijente AR procesa

Xt = a1Xt−1 + a2Xt−2 + ut

gde je ut = 0.4et−1 + 0.2et−2 + et i et
iid∼ N (0, 1).

Za poqetak, generixemo podatke (pretpostavimo da je a1 = 0.6 i a2 = 0.1 i vadimo
uzorak obima 200):

1 n = 200
2 s e t . seed (28)
3 x = arima . sim (n , model = l i s t ( ar = c ( 0 . 6 , 0 . 1 ) , ma = c ( 0 . 4 , 0 . 2 ) ) )

Parametre mo�emo oceniti instrumentima, pa je argument g ponovo formula,
a x vektor instrumenata. Poxto su Xt−j, za j > 2 nekorelisane sa ut, a ko-
relisane sa Xt−1 i Xt−2, predstav	aju odgovaraju�e kandidate za instrumente.
Pretpostavimo da smo odabrali vektor instrumenata (Xt−3, Xt−4, Xt−5):

1 xn = x
2 f o r ( i in 1 : 5 ) {
3 xn = cbind (xn , l ag (x , − i ) )
4 }
5 xn = na . omit ( xn )
6

7 g = xn [ , 1 ] ~ xn [ , 2 ] + xn [ , 3 ]
8 i n s t r = xn [ , 4 : 6 ]
9

10 gmm. f i t = gmm(g , x = i n s t r )
11 summary(gmm. f i t )

1 Cal l :
2 gmm(g = g , x = i n s t r )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 1.4454 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 ( I n t e r c ep t ) −0.154165 0.098058 −1.572193 0.115906
12 xn [ , 2 ] 0 .644758 0.302133 2.134020 0.032841
13 xn [ , 3 ] 0 .108245 0.272076 0.397847 0.690743
14

15 J−Test : degree s o f freedom i s 1
16 J−t e s t P−value
17 Test E( g )=0: 0 .55012 0.45827
18
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19 I n i t i a l va lue s o f the c o e f f i c i e n t s
20 ( I n t e r c ep t ) xn [ , 2 ] xn [ , 3 ]
21 −0.1240697 0.5665695 0.1794077

Ocene koeficijenata su bliske pravim vrednostima, a rezultati testa idu u
prilog nultoj hipotezi. Poxto je u pita�u linearni model, mo�emo nacrtati
grafik reziduala, kao i grafik opservacija i fitovanih vrednosti:

1 par (mfrow = c (2 , 1 ) )
2 p lo t (gmm. f i t , which = 2)
3 p lo t (gmm. f i t , which = 3)

Reziduali ne pokazuju znaqajna odstupa�a od normalnosti, a vidimo da je model
uspeo dobro da se uklopi u podatke, xto je u skladu sa rezultatima J-testa.

Primer 4: Oce�iva�e parametara stabilne raspodele

U prvom primeru smo videli da je najbo	e koristiti MMV ako znamo
raspodelu podataka. Me�utim, obiqno ili ne znamo taqnu raspodelu, ili je
znamo, ali je izraqunava�e prekomplikovano, pa moramo pokuxati na druge na-
qine. Sada �emo predstaviti jedan primer ovakvih okolnosti i pokazati kako
nam UMM mo�e pomo�i.

U teoriji verovatno�e, stabilne raspodele predstav	aju klasu raspodela za
koje va�i da linearna kombinacija dve nezavisne sluqajne veliqine sa istom
raspodelom ponovo ima istu raspodelu do na parametre polo�aja i razmere. Sta-
bilne raspodele su indeksirane sa qetiri parametra: α ∈ (0, 2] - parametar
stabilnosti, β ∈ [−1, 1] - parametar asimetrije, c > 0 - parametar razmere i
µ ∈ R - parametar polo�aja. Ova familija raspodela obuhvata neke poznate
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raspodele, koje se dobijaju fiksira�em jednog ili vixe parametara (npr. nor-
malna za α = 2, Koxijeva za α = 1 i β = 0, itd.). Me�utim, stabilne raspodele
su jedan od primera gde nemamo analitiqki izraz za gustinu u opxtem sluqaju,
pa ne mo�emo koristiti MMV.

Pokuxa�emo da iskoristimo UMM da ocenimo parametre. Za poqetak,
potrebno je da odredimo uslove momenata koje �emo koristiti. Ono xto je zgodno
kod ovih raspodela je to xto se, za razliku od gustine, karakteristiqna funkcija
mo�e izraziti analitiqki. Ako je v sluqajna veliqina sa stabilnom raspodelom
sa parametrima θ = (α, β, c, µ)T , onda je

ϕv(t) = E(eitv) = eitµ−|ct|
α(1−iβsgn(t)φ), t ∈ R

gde je

φ =

{
tan(πα

2
), za α 6= 1

− 2
π

log |t|, za α = 1

}
Naravno, funkcija gmm() ne mo�e raditi sa beskonaqnim brojem uslova mo-
menata, ali mo�emo odbrati {t1, ..., tq} iz datog intervala i oceniti parametre
korix�e�em uslova momenata

E(eitkvj − ϕvj(tk; θ)) = 0, za k = 1, q, j ∈ 1, n.

Funkcija koja raquna karakteristiqnu funkciju stabilne raspodele je uk	uqena
u paket gmm i mo�e se koristiti za konstruisa�e g41. Dakle, uslove mo�emo
pisati na slede�i naqin:

1 g = func t i on ( theta , v ) {
2 # theta = ( alpha , beta , c , mu)^T
3 # v = (v_j )
4 t = seq (1 , 5 , l ength . out = 10)
5

6 m1 = matrix ( complex ( imaginary = v %∗% t ( t ) ) , nco l = length ( t ) )
7 m1 = exp (m1)
8

9 m2 = charStab le ( theta , t , 1)
10 # po s l e dn j i argument se odnos i na pa ramet r i z a c i j u
11 # stab i l n a raspode la ima v i s e i zbo ra pa r ame t r i z a c i j e
12 # ova koju smo odb ra l i j e oznacena brojem 1 u f u n k c i j i charStab l e ( )
13

14 m = t ( t (m1) − m2)
15 m = cbind (Im(m) , Re(m) )
16 re turn (m)
17 }

Generixemo podatke iz stabilne raspodele sa parametrima α = 1.5, β = 0.5,
c = 1 i µ = 0 korix�e�em funkcije rStable() iz paketa portes. Zatim oce�ujemo
parametre uopxtenom metodom momenata.

41Funkcija charStable() koja vra�a imaginarne i realne delove u zasebnim kolonama.
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1 l i b r a r y ( por t e s )
2

3 s e t . seed (29)
4 n = 500
5 v = rStab l e (n , 1 . 5 , 0 . 5 , 1 , 0)
6 t0 = c (2 , 0 , sd (v ) / sq r t (2 ) , 0)
7 gmm. f i t = gmm(g , v , t0 )
8 summary(gmm. f i t )

1 Cal l :
2 gmm(g = g , x = v , t0 = t0 )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 0.98161 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 Theta [ 1 ] 1 .00005110 In f 0 .00000000 1.00000000
12 Theta [ 2 ] 0 .00081978 In f 0 .00000000 1.00000000
13 Theta [ 3 ] 1 .93596632 In f 0 .00000000 1.00000000
14 Theta [ 4 ] 1 .16885938 In f 0 .00000000 1.00000000
15

16 J−Test : degree s o f freedom i s 16
17 J−t e s t P−value
18 Test E( g )=0: 1 .2263 e+02 1.7151 e−18
19

20 I n i t i a l va lue s o f the c o e f f i c i e n t s
21 Theta [ 1 ] Theta [ 2 ] Theta [ 3 ] Theta [ 4 ]
22 1.1096786 0.2053601 1.0597467 1.2091574
23

24 #############
25 In format ion r e l a t e d to the numerica l opt imiza t i on
26 Convergence code = 1
27 Function eva l . = 501
28 Gradian eva l . = NA

1 co e f (gmm. f i t )

1 Theta [ 1 ] Theta [ 2 ] Theta [ 3 ] Theta [ 4 ]
2 1.0000511043 0.0008197832 1.9359663175 1.1688593780

1 specTest (gmm. f i t )

1 ## J−Test : degree s o f freedom i s 16 ##
2

3 J−t e s t P−value
4 Test E( g )=0: 1 .2263 e+02 1.7151 e−18

Vidimo da su dobijene ocene loxe i da nisu bliske pravim vrednostima. Ovo
se sla�e sa rezultatima J-testa, koji daje veliku vrednost test statistike, te
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odbacuje nultu hipotezu da su uslovi momenata zadovo	eni. Me�utim, ovakve
rezultate smo mogli i da oqekujemo, jer nismo naveli nikakva ograniqe�a za
parametre, koja treba da va�e. Da bismo to uradili, postav	amo argument optfct
na ”nlminb”, xto nam omogu�ava ograniqimo parametarski postor u skladu sa
pretpostavkama.

1 Cal l :
2 gmm(g = g , x = v , t0 = t0 , op t f c t = "nlminb" , lower = c (0 , −1, 0 , −I n f ) ,

upper = c (2 , 1 , In f , I n f ) )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l ( with bw = 0.98161 )
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 Theta [ 1 ] 1 .2857 e+00 1.3644 e−01 9 .4232 e+00 4.3764 e−21
12 Theta [ 2 ] 4 .0814 e−01 2 .5813 e−01 1 .5811 e+00 1.1385 e−01
13 Theta [ 3 ] 9 .4589 e−01 5 .4401 e−02 1 .7387 e+01 1.0283 e−67
14 Theta [ 4 ] 7 .5401 e−01 6 .5812 e−01 1 .1457 e+00 2.5192 e−01
15

16 J−Test : degree s o f freedom i s 16
17 J−t e s t P−value
18 Test E( g )=0: 23 .3899 0 .1037
19

20 I n i t i a l va lue s o f the c o e f f i c i e n t s
21 Theta [ 1 ] Theta [ 2 ] Theta [ 3 ] Theta [ 4 ]
22 1.2472310 −0.1234856 1.0060237 −0.4255512
23

24 #############
25 In format ion r e l a t e d to the numerica l opt imiza t i on
26 Convergence code = 0
27 Function eva l . = 96
28 Gradian eva l . = 289
29 Message : r e l a t i v e convergence (4 )

Sada se dobijaju pribli�nije ocene. Tako�e, na osnovu rezultata J-testa, sada
mo�emo prihvatiti nultu hipotezu.

S obzirom da smo proizvo	no odabrali taqke u kojima raqunamo karakteri-
stiqnu funkciju, mo�emo da pogledamo xta se dexava ako, na primer, pove�amo
broj taqaka, odnosno broj populacionih uslova momenata:

1 g2 = func t i on ( theta , v ) {
2 t = seq (1 , 5 , l ength . out = 15)
3

4 m1 = matrix ( complex ( imaginary = v %∗% t ( t ) ) , nco l = length ( t ) )
5 m1 = exp (m1)
6

7 m2 = charStab le ( theta , t , 1)
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8

9 m = t ( t (m1) − m2)
10 m = cbind (Im(m) , Re(m) )
11 re turn (m)
12 }
13

14 gmm. f i t 2 = gmm(g2 , v , t0 , op t f c t = "nlminb" , lower = c (0 , −1 , 0 , −I n f ) ,
upper = c (2 , 1 , In f , I n f ) )

15 summary(gmm. f i t 2 )

1 Cal l :
2 gmm(g = g2 , x = v , t0 = t0 , op t f c t = "nlminb " , lower = c (0 , −1,
3 0 , −I n f ) , upper = c (2 , 1 , In f , I n f ) )
4

5

6 Method : twoStep
7

8 Kernel : Quadratic Spec t r a l ( with bw = 0.97445 )
9

10 Co e f f i c i e n t s :
11 Estimate Std . Error t va lue Pr(>| t | )
12 Theta [ 1 ] 1 .6488 e+00 8.9935 e−02 1 .8333 e+01 4.5274 e−75
13 Theta [ 2 ] 6 .7852 e−01 3 .0053 e−01 2 .2577 e+00 2.3961 e−02
14 Theta [ 3 ] 8 .9690 e−01 3 .7515 e−02 2 .3908 e+01 2.5390 e−126
15 Theta [ 4 ] 2 .8785 e−01 1 .4339 e−01 2 .0075 e+00 4.4700 e−02
16

17 J−Test : degree s o f freedom i s 26
18 J−t e s t P−value
19 Test E( g )=0: 50.4991197 0.0027397
20

21 I n i t i a l va lue s o f the c o e f f i c i e n t s
22 Theta [ 1 ] Theta [ 2 ] Theta [ 3 ] Theta [ 4 ]
23 1.2301386 −0.1453023 1.0120517 −0.5317970
24

25 #############
26 In format ion r e l a t e d to the numerica l opt imiza t i on
27 Convergence code = 0
28 Function eva l . = 29
29 Gradian eva l . = 103
30 Message : r e l a t i v e convergence (4 )

Pove�a�e stepena preidentifikacije je dovelo do odbaciva�a nulte hipoteze.
Verovatno je da su neki od uk	uqenih uslova momenata suvixni za date preostale
uslove.42

Pogledajmo sada xta se dexava na konkretnim podacima. Rekli smo ve�
da je uopxtena metoda momenata imala najve�i uticaj u oblasti ekonometrije,
pa �emo se pozabaviti finansijskim podacima. Pretpostavimo da �elimo da

42U ovom primeru, sigurno bi nam bili od pomo�i pomenuti kriterijumi za selekciju mome-
nata.
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ispitamo da li prinosi neke kompanije prate stabilnu raspodelu. U okviru
paketa gmm nalazi se velika baza Finance koja sadr�i 24 vremenske serije,
koje predstav	aju podatke o dnevnim prinosima za 20 razliqitih kompanija,
kao i kolone rf i rm, koje predstav	aju bezriziqnu kamatnu stopu i prinos
tr�ixnog portfolija, redom43. Ako nam, na primer, podatke predstav	aju
prinosi kompanije Mattel Inc.:

1 data ( "Finance " )
2 v = Finance [ 1 : 5 0 0 , "MAT" ]
3 t0 = c (2 , 0 , sd (v ) / sq r t (2 ) , 0)
4 gmm. f i t .F = gmm(g , v , t0 , op t f c t = "nlminb" , lower = c (0 , −1 , 0 , −I n f ) ,

upper = c (2 , 1 , In f , I n f ) )
5 summary(gmm. f i t .F)

1 Cal l :
2 gmm(g = g , x = v , t0 = t0 , op t f c t = "nlminb " , lower = c (0 , −1,
3 0 , −I n f ) , upper = c (2 , 1 , In f , I n f ) )
4

5

6 Method : twoStep
7

8 Kernel : Quadratic Spec t r a l ( with bw = 0.81207 )
9

10 Co e f f i c i e n t s :
11 Estimate Std . Error t va lue Pr(>| t | )
12 Theta [ 1 ] 1 .5054 e+00 1.7781 e−01 8 .4664 e+00 2.5307 e−17
13 Theta [ 2 ] 7 .1052 e−01 3 .7386 e−01 1 .9005 e+00 5.7371 e−02
14 Theta [ 3 ] 1 .0820 e+00 5.9719 e−02 1 .8119 e+01 2.2698 e−73
15 Theta [ 4 ] 7 .0282 e−01 5 .2156 e−01 1 .3475 e+00 1.7781 e−01
16

17 J−Test : degree s o f freedom i s 16
18 J−t e s t P−value
19 Test E( g )=0: 18 .62373 0.28866
20

21 I n i t i a l va lue s o f the c o e f f i c i e n t s
22 Theta [ 1 ] Theta [ 2 ] Theta [ 3 ] Theta [ 4 ]
23 1.0809333 0.2249989 1.2578663 2.1242856
24

25 #############
26 In format ion r e l a t e d to the numerica l opt imiza t i on
27 Convergence code = 0
28 Function eva l . = 32
29 Gradian eva l . = 117
30 Message : r e l a t i v e convergence (4 )

Vidimo da J-test ne odbacuje hipotezu da prinosi prate stabilnu raspodelu.

Normalna raspodela je specijalan sluqaj stabilne raspodele za α = 2, pa
sada mo�emo da testiramo hipotezu da prinosi prate normalnu raspodelu.

43Sadr�i i kolone hml i smb, ali one nam trenutno nisu od znaqaja.
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To mo�emo uqiniti testira�em hipoteze da vektor parametara zadovo	ava
ograniqe�a potrebna da bi raspodela bila bax normalna, odnosno testira�em

H0 : Rθ = r

gde je R = (1, 0, 0, 0), θ = (α, β, c, µ)T , a r = 2, odnosno H0 : α = 2.

1 l i b r a r y ( car )
2

3 R = c (1 , 0 , 0 , 0 )
4 r = 2
5 l i n ea rHypo the s i s (gmm. f i t .F , R, r )

1 Linear hypothes i s t e s t
2

3 Hypothes is :
4 Theta [ 1 ] = 2
5

6 Model 1 : r e s t r i c t e d model
7 Model 2 : gmm. f i t .F
8

9 Df Chisq Pr(>Chisq )
10 1
11 2 1 7 .7366 0.005411 ∗∗
12 −−−
13 S i g n i f . codes : 0 ∗∗∗ 0 .001 ∗∗ 0 .01 ∗ 0 .05 . 0 . 1

1

Na osnovu rezultata, jasno je da se nulta hipoteza o normalnosti raspodele
odbacuje.

Primer 5: Oce�iva�e parametara CAPM modela

Na kraju, razmotrimo jedan znaqajan primer iz ekonomije - CAPM44 model.
Kapitalni model za proce�iva�e vrednosti akcija (odnosno CAPM) dovodi u
vezu stopu dobiti za jedan period za odre�eni vrednosni papir i, Ri, sa stopom
dobiti cele berze - Rm, odnosno sa stopom dobiti tr�ixnog portfolija.

Neka je rf bezriziqna kamatna stopa. Jednaqina CAPM modela je data sa

Ri = rf + βi(Rm − rf ) + ei

gde je βi konstanta, ei predstav	a grexku, za koju se pretpostav	a da je nezavisna
od Rm i E(ei) = 0. Ri i Rm su sluqajne veliqine, E(Ri) = ri, E(Rm) = rm, pa iz
jednaqine modela dobijamo da je

ri − rf = βi(rm − rf ).

Dakle, pretpostav	a se da je razlika izme�u oqekivane stope dobiti od i-te
akcije (ili nekog drugog vrednosnog papira) ri i bezriziqne kamatne stope rf

44Capital Asset Pricing Model.
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jednaka proizvodu konstante βi i razlike oqekivane stope dobiti berze rm i
bezriziqne kamatne stope rf .

Ispravnost ove teorije mo�emo testirati sa45

Rt − rf = α + β(Rmt − rf ) + et.

Ako va�i CAPM model, α treba da bude 0. Prema tome, va�e�e modela mo�emo
ispitati oce�iva�em parametara modela uopxtenom metodom momenata i te-
stira�em hipoteze da je α = 0. U pita�u je linearni model, pa se UMM
svodi na oce�iva�e instrumentima. Pretpostavimo da je vektor instrumenata
zt = Rmt − rf 46. Podatke ponovo dobijamo iz baze Finance.

1 data ( Finance )
2 n = 200
3

4 r = Finance [ 1 : n , 1 : 5 ]
5 rm = Finance [ 1 : n , "rm" ]
6 r f = Finance [ 1 : n , " r f " ]
7

8 y = as . matrix ( r − r f )
9 i n s t r = as . matrix (rm − r f )
10 g = y ~ i n s t r
11 gmm. f i t = gmm(g , i n s t r )
12 summary(gmm. f i t )

1 Cal l :
2 gmm(g = g , x = i n s t r )
3

4

5 Method : twoStep
6

7 Kernel : Quadratic Spec t r a l
8

9 Co e f f i c i e n t s :
10 Estimate Std . Error t va lue Pr(>| t | )
11 WMK_( In t e r c ep t ) 1 .1899 e−02 7 .5548 e−02 1 .5750 e−01 8 .7485 e−01
12 UIS_( In t e r c ep t ) −1.8255e−02 1 .4371 e−01 −1.2703e−01 8 .9892 e−01
13 ORB_( In t e r c ep t ) 1 .7573 e−01 2 .2835 e−01 7 .6956 e−01 4 .4156 e−01
14 MAT_( In t e r c ep t ) 2 .0692 e−02 1 .4147 e−01 1 .4626 e−01 8 .8371 e−01
15 ABAX_( In t e r c ep t ) 5 .9418 e−02 3 .3767 e−01 1 .7597 e−01 8 .6032 e−01
16 WMK_instr 2 .9195 e−01 1 .7152 e−01 1 .7021 e+00 8.8741 e−02
17 UIS_instr 1 .2872 e+00 2.6048 e−01 4 .9419 e+00 7.7358 e−07
18 ORB_instr 1 .3501 e+00 5.6962 e−01 2 .3702 e+00 1.7777 e−02
19 MAT_instr 1 .0878 e+00 3.0196 e−01 3 .6025 e+00 3.1522 e−04
20 ABAX_instr 4 .9595 e−01 7 .1598 e−01 6 .9269 e−01 4 .8850 e−01
21

45Izostav	amo indeks i radi jednostavnijeg zapisa.
46U ovom sluqaju je p = q, odnosno dimenzija vektora parametara je jednaka dimenziji vektora

instrumenata.
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22 J−Test : degree s o f freedom i s 0
23 J−t e s t P−value
24 Test E( g )=0: 1.96514599031991 e−30 ∗∗∗∗∗∗∗

Sada mo�emo da testiramo hipotezu

H0 : Rθ = 05

gde je R = (I5,05×5),θ = (α1, ..., α5, β1, ..., β5)T i 05 = (0, 0, 0, 0, 0)T .

1 R = cbind ( diag (5 ) , matrix (0 , 5 , 5) )
2 I5 = rep (0 , 5)
3 l i n ea rHypo the s i s (gmm. f i t , R, I5 )

1 Linear hypothes i s t e s t
2

3 Hypothes is :
4 WMK_(( In t e r c ep t ) = 0
5 UIS_( ( In t e r c ep t ) = 0
6 ORB_(( In t e r c ep t ) = 0
7 MAT_(( In t e r c ep t ) = 0
8 ABAX_(( In t e r c ep t ) = 0
9

10 Model 1 : r e s t r i c t e d model
11 Model 2 : y ~ i n s t r
12

13 Res . Df Df Chisq Pr(>Chisq )
14 1 203
15 2 198 5 0 .6391 0 .9861

Nulta hipoteza se prihvata, odnosno smatramo da CAPM model va�i.

Va�e�e modela mo�emo testirati i na drugi naqin - ocenimo restriko-
vani model za α = 0, a onda sprovedemo J-test. Primetimo da je sada mogu�e
da sprovedemo test, jer je broj instrumenata ve�i od broja parametara, odnosno
imamo preidentifikaciju.

1 g . r = y ~ i n s t r − 1
2 i n s t r . r = cbind (1 , i n s t r )
3 gmm. f i t . r = gmm(g . r , i n s t r . r )
4 specTest (gmm. f i t . r )

1 ## J−Test : degree s o f freedom i s 5 ##
2

3 J−t e s t P−value
4 Test E( g )=0: 0 .64011 0.98609

Dolazimo do istog zak	uqka - prihvatamo nultu hipotezu da je α = 0, odnosno da
je pretpostav	ena teorija odgovaraju�a.
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8 Zak	uqak

U ovom radu opisali smo uopxteni metod momenata i prikazali �egovu pri-
menu na vremenskim serijama. Uveli smo UMM kao uopxte�e metode momenata,
koje se mo�e koristiti kada imamo vixe populacionih uslova momenata nego
nepoznatih parametara. Me�utim, pokazali smo da UMM obuhvata i mnoge druge
metode zak	uqiva�a poput metode maksimalne verodostojnosti, metode najma�ih
kvadrata, kao i oce�iva�a instrumentima u linearnim regresionim modelima,
koje koristimo kada se jav	a problem endogenosti.

Analizu smo poqeli specijalnim sluqajem oce�iva�a instrumentima u li-
nearnim regresionim modelima, opisali oce�iva�e, asimptotske osobine ocene
parametra i ocene uzoraqkog momenta i naveli probleme koji mogu nastati. Za-
tim smo uopxtili diskusiju i pokazali kako se metoda prime�uje na nelinearne
modele.

U okviru ove diskusije, definisali smo populacioni uslov momenata na kome
se zasniva oce�iva�e i pokazali kako se mo�e razlo�iti na identifikacione
uslove i uslove preidentifikacije, deo koji se koristi u oce�iva�u i ostatak
koji igra va�nu ulogu pri formira�u testova. Pokazali smo da je ocena parame-
tra dobijena ovom metodom postojana i da ima asimptotski normalnu raspodelu,
kao i da ocena uzoraqkog momenta ima asimptotski normalnu raspodelu.

Da	e, pokazali smo da je optimalni izbor te�inske matrice inverz postojane
ocene asimptotske kovarijacione matrice uzoraqkog momenta, te smo ispitali i
naqine na koje se ona mo�e postojano oceniti pod razliqitim pretpostavkama o
strukturi zavisnosti procesa.

Sve dobijene zak	uqke smo izveli pod pretpostavkom da je model korektno
specifikovan. Me�utim, ako je model pogrexno specifikovan, ispostavilo se da
dobijeni zak	uqci ne va�e, pa smo uveli test specifikacije modela. Opisali
smo test statistiku i prikazali �enu graniqnu raspodelu pri nultoj hipotezi.
Tako�e, nekada pretpostav	ena teorija postav	a restrikcije na parametre, pa
smo opisali testove koji ispituju da li su restrikcije zadovo	ene na podacima.

Na kraju, pokazali smo praktiqnu primenu uopxtene metode momenata na
konkretnim primerima i pokazali kako nam nekada mo�e pomo�i u dobija�u
bo	ih zak	uqaka.
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